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増補HP版・はしがき

シリーズ「21世紀の統計科学」Vol.I, Vol.II, Vol.III は 2008年に東京大学出版会より商業出版さ

れた。その後、統計学・統計科学に関係するこの種の書籍としては順調に販売が伸び 2011年半ば

にいたり在庫部数が少なくなってきた。

この書籍は 2008年版の前書き・後書きに説明があるように通常の商業出版物とは異なり、日本

統計学会の創立７５周年を契機に、できるだけ多くの人々に統計学・統計科学の最近の動向を紹

介することにある。そこでこれを機会に各原稿を可能な範囲で改訂し、更に 2012年増補版として

学会ＨＰより無償でダウンロードする形で広く利用して頂くことにした。

もとより本書・2012年ＨＰ増補版の各著者は原稿料は要求せず無償で原稿を提供しているわけ

である。そこで本書の編者・監修者としては各読者にはなるべく本書及び本書の論文を引用等で

正確に引用して頂くことを期待したい。

2012年 1月

編者・監修者
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はしがき

21世紀を迎えて既に 8年目を迎えている今日、社会における統計学・統計科学の役割は以前にも

増して重要になっている。現代では、社会・経済・経営などの社会科学はもちろん、工学（品質管

理、環境、情報、計算機など）、理学（数学・地球物理・天文・化学など）、生命科学（生物・医学・

薬学・農学など）、人文科学（教育、心理、言語、文学など）をはじめ、あらゆる学問領域におい

て必要不可欠な基礎的手段として、統計学・統計科学が鍵となる役割を演じている。また、個人・

企業・政府、などが直面する様々な問題に適切に対処し、科学的に意志決定を行う多くの状況で

は、統計データや統計的方法による科学的分析が本質的な役割を演じている。本シリーズは「21

世紀の統計科学」と題して、統計学・統計科学における最新の動向を踏まえつつ、現代の日本社

会における重要な幾つかの側面にしぼって統計学・統計科学の現状を鳥瞰するとともに、統計学・

統計科学を専攻する第一線の研究者が挑戦している課題について成果をまとめている。全 3巻の

中で、この第 3巻では

特に数理・計算の統計科学の諸問題について、この間の発展や新たな展開、さらに今後の展望を

まとめている。この間、統計学・統計科学の理論分野と計算分野は様々な内的・外的な理由から飛

躍的に展開し、進化を続けている。そうした発展そのものは統計学関係者にとってもめざましい

ものであるが、これから統計学・統計科学を勉強しようとする学生諸君、あるいは自分が抱えてい

る問題を解決すべく努力を重ね、応用を指向している多くの人々にとっては、縁遠い出来事のよ

うに受け取られる可能性もある。またとかく統計学・統計科学の発展は身近な問題には関係のな

い研究分野の議論と誤解されることも少なくない。こうした危惧を背景として、まず第�巻の第

�部ではあえてこの間に展開している統計数理と統計計算への入門的内容を配置した。第１章の

竹村論文は統計的分析において特に最近になり有用視されるようになっている確率分布や統計的

推測をめぐる議論への導入である。第２章の北川論文はこの間の計算機や計算ソフトウエアの目

覚ましい展開とともに登場した新しい分野、計算機統計学 (computational statistics)をめぐる議

論への導入である。さらに、第３章の藤越論文は２つの論文による導入の議論を踏まえ、２０世

紀の統計学のさらなる発展として、２１世紀の統計学が取り組むべき課題について解説している。

　統計数理もこの間様々な方向への展開を見せている。その主要な内容を展望することは１冊の

書物では不可能であるが、第�部では伝統的に既に多様な分野で応用されている統計学の研究分

野、統計的多変量統計解析 (statistical multivariate analysis)と統計的時系列統計解析 (statistical

time series analysis)における発展の一部分に的を絞った。第４章の久保川論文では古典的な線形

統計モデルが今日なお研究対象であり、政府統計・経済統計における小地域統計という問題にお

いて新たな応用可能性があることを示唆している。第５章の塚原論文では伝統的な多次元分布を

めぐる議論にコピュラという概念を用いる進展があり、特に保険数理やファイナンス (金融)分野

での新たな展開の可能性を探っている。他方、第６章の田中論文は工学や経済学で必須の統計的

分析法である統計的時系列解析における諸問題を鳥瞰している。この研究分野においてもこの間

多くの理論的発展や季節調整法などへの応用があることを示している。さらに統計的時系列分析

の発展形として、近年では確率過程や確率微分方程式の統計学が盛んになりつつあるが、この種

の統計的分析は特にファイナンス (金融)分野での応用が顕著である。第７章の内田論文はこうし

た統計的モデル、確率過程における統計的推測の理論的発展をかなり包括的に議論している。　

ii



本書の第�部ではこの間の計算機統計学の発展を支えている４つの重要な問題に絞って取り上げ、

比較的詳しく解説することとした。歴史的にも計算統計の分野が注目されるきっかけの１つとし

てはB.Efronが提唱したブートストラップ (bootstrap)の登場があったが、この話題について第８

章の下平論文が比較的平易に解説している。次に第９章の渡辺論文では統計学における古典的ア

プローチでは分析が困難であった幾つかの問題を取り上げ、計算統計学の発展により可能となっ

た統計的最適化手法であるEM(expectation-maximization)アルゴリズムをめぐる統計的問題を解

説している。最後の２つの論文はより現代的な統計計算の問題を取り上げている。現代の統計学

の潮流としてベイズ統計学 (Bayseian statistics)は無視できない大きなものであるが、こうした研

究動向の１つのきっかけとして、従来は実際の計算が困難とされていた複雑な事後分布 (posterior

distribution)などの確率分布の計算可能性が肯定的に解決されたことが挙げられる。MCMC(マル

コフチェーン・モンテカルロ法)と呼ばれる近年のベイズ統計学で多用される統計計算の手法を第

１０章の古澄論文が解説している。最後に、現代の時系列の解析ではフィルタリング手法による

分析が不可欠となっている。そこで北川 (編者の一人)などにより開発された統計的フィルタリン

グ (statistical filtering)の方法と実際の適用を第１１章の生駒論文で解説している。

本書の各章では現代における「数理・計算の統計科学」をめぐる最新の議論がなるべく多くの

人々に理解されるよう、学術的な研究論文というよりもかなり分かりやすい形で統計学・統計科

学における最新の動向を理解できるように説明している。さらに本巻は本シリーズの他の第�巻

「社会・経済の統計科学」および第�巻「自然・生物・健康の統計科学」が扱っている様々な応用分

野が関わる諸論考の基礎となるはずである。本書の内容が、統計学・統計科学の理論と応用、特

に数理科学や計算科学に関心がある多くの学生、院生、研究者、官庁関係者、実業界の関係者に

とって、問題把握や問題の解決へのヒントを与える材料になれば幸いである。

2008年 5月

編者
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あとがき
本書は 2006年 5月と同１２月に日本統計学会創立 75周年を記念して開催された研究集会 (東京大

学と中央大学にてそれぞれ開催)における招待講演・報告の扱いをめぐる議論を一つのきっかけと

して企画された。全体としてバランス良い 75周年記念の書籍としてより意味を持たせるため、編

集委員より学会において評価の高い研究者に原稿の書き下ろしをも依頼し、全体を編集しこのた

び出版する運びとなった。各章の担当者は元原稿に対するコメントを参考にしてさらに加筆、修

正を加えて最終原稿を作成した。

2006年度は日本における統計学・統計科学では最古で最大の学術団体である「日本統計学会

(Japan Statistical Society,http://www.jss.gr.jp/ja/)」の創立 75周年に当たっている。草創期に

おける日本での統計学・統計科学の展開や学会周辺の事情については、例えば『日本の統計学 50

年』(1982年、日本統計学会編、東京大学出版会)により少し知ることができる。創立 75周年と

いう節目を迎え、日本統計学会の当時の会長（山本拓・一橋大学経済学部教授）、理事長（竹村彰

通・東京大学工学部教授）を中心に 75周年記念事業委員会（委員長：杉山高一・中央大学理工学

部教授）が組織され、様々な記念事業が企画され、実施された。この記念事業では数多くの招待講

演、研究報告が行われ、「一般社会からはかなり専門的」と評されるかもしれないが、日本統計学

会自らが発行している英文・和文の専門学術誌上での学術的資料にとどまるにはあまりにも重要

な内容が多かった。そこで 特別に７５周年記念事業委員会の中に編集委員会が組織され、シリー

ズ「21世紀の統計科学」の出版が企画されることになった。本書はそうした日本統計学会の７５

周年記念出版事業での成果刊行物である。むろん、専門的な研究報告や統計学会・会員向けの展

望報告などは日本統計学会・和文誌上に７５周年特集 I · II · III として 2007年度後半より順次、

掲載され始めている。

なお、本企画は意識的に網羅的であることを避け、今回集まった編集委員の判断で内容を厳選

し、原稿作成の期限を設けたことをお断りしておく。日本統計学会には今回の全３巻では取り上

げることができなかった統計学・統計科学の研究分野や研究・教育などで活躍していると多忙で

優れた研究者も少なくない。今回取り上げることの出来なかった多くの研究分野や重要な課題に

おける統計学・統計科学からの貢献・発展・今後の展開についての議論は、別の機会に譲ること

としたい。

ここで第 II 巻「自然・生物・健康の統計科学」と第 III 巻「数理・計算の統計科学」の編集に

あたっては、寄稿された諸論文の編集に際して評価者・助言者として、（敬称略）大森裕浩、大屋

幸輔、川崎能典、間瀬茂、下平英寿、宮田敏、小林景、田中研太郎、二宮嘉行、清水邦夫、清智

也、南美穂子、汪金芳、樋口知之 の各先生方のご協力を得た。これら 諸先生方のご協力に特に感

謝したい。また、本シリーズ「21世紀の統計科学」の出版にあたって、東京大学出版会の黒田拓

也氏のご協力にも感謝したい。この第 II巻が第 I巻と第 III巻とともに多くの方々にとっての座

右の書となることを期待したい。

2008年 5月

監修者

iv



目次

はしがき

第 I部：数理統計と計算統計への誘い

第 1章「数理統計への誘い」竹村彰通

1．はじめに：数理統計の視点

2．一様分布と正規分布に関する話題

2.1　一様分布のたたみこみの密度関数

2.2　正規分布の基準化定数

3．正規分布を拡張した分布

3.1　非対称正規分布

3.2　一般化双曲分布

3.3　安定分布

3.4　星形分布

3.5　凸関数による変数変換法

第 2章「計算統計学への誘い」北川源四郎

1．はじめに

2．最尤法数値的最適化

3．状態空間モデルと遂次フィルタリング

4．いろいろな統計計算手法

4.1　 EMアルゴリズム

4.2　ブートストラップ法

4.3　ベイズモデリングとMCMC

4.4　おわりに：実際の統計計算について

第 3章「２１世紀の統計学への挑戦的課題と展望」藤越康祝

１．まえがき

２．統計学の未来について

３．挑戦的課題

４．高次元多変量解析

v



4.1　 p～n＆ p＜ nの場合

4.2　 p～n＆ n＜ pおよび n＜＜ pの場合

4.3　高次元グラフ表現

5．付録：多変量解析の基礎

第 II部：統計数理の展開と統計科学

第 4章「線形混合モデルの理論と応用」久保川達也

1．はじめに

2．線形混合モデルとその特徴

2.1　線形混合モデル

2.2　混合モデル方程式と最良線形不偏予測量（BLUP）

2.3　変量効果と共通母数の役割

2.4　分散成分の推定と経験最良線形不偏予測量（EBLUP）

3．線形混合モデルを利用した小地域推定と誤差評価

3.1　地域レベルのモデル

3.2　平均２乗誤差の推定

3.3　信頼区間の構成

3.4　応用例：地価公示価格の小地域推定

4．線形混合モデルの様々な応用

4.1　経時測定データのモデル

4.2　モデルの修正と小地域推定への応用

4.3　一般化線形混合モデル

4.4　経験ベイズモデルと階層ベイズモデル

5．おわりに

第 5章「接合分布関数（コピュラ）の理論と応用」塚原英敦

1．はじめに

2．定義と基本的性質

2.1　接合関数の基本的性質

2.2　２次元接合関数の１パラメータ族の例

2.3　アルキメデス型接合関数

2.4　関連性尺度

2.5　従属性の諸概念

2.6　擬似乱数発生の方法

2.7　経験接合関数

3．応用

3.1　多変量生存時間解析

3.2　ファイナンス

3.3　保険

3.4　確率論への応用

vi



4．おわりに

数学付録

第 6章「時系列分析の理論と応用」田中勝人

1．はじめに

2．一変量時系列分析の基礎

2.1　時系列データと定常性

2.2　短期記憶的な時系列モデル

2.3　短期記憶過程のスペクトラム

2.4　ARMA モデルの予測

2.5　ARMAモデルの推定

3．ARIMAモデルとARFIMAモデル

4．単位根検定

5．構造変化を考慮した時系列モデル

6．ウェーブレット解析

7．多変量時系列

8．おわりに

第 7章「確率微分方程式の母数推定」内田雅之

1.序

2．離散観測における確率微分方程式の母数推定

2.1　統計モデル

2.2　離散観測データ

2.3　サンプルパスの発生 (simulation)

2.4　統計モデルの仮定

2.5　尤度関数とマルチンゲール推定関数

2.6　疑似対数尤度関数

3．小さな拡散をもつ拡散過程の母数推定

3.1　疑似最尤推定量

4．結論と展望

5．補遺

5.1　Wiener過程とマルチンゲール

5.2　確率積分と伊藤の公式

5.3　確率微分方程式

第 III部：統計計算の展開と統計科学

第 8章「ブートストラップ」下平英寿

1．まえがき

2．リサンプリング

3．パラメータの信頼区間

vii



4．プラグイン推定量

5．構造のあるデータ

6．精度の高い信頼区間

7．ブートストラップ確率

8．マルチスケール・ブートストラップ

第 9章「EMアルゴリズム」渡辺美智子

1．はじめに

2．EMアルゴリズムの考え方

3．EMアルゴリズムの理論と一般形

4．EMアルゴリズムと適用例

4.1　血液型遺伝子に関する発生確率の推定

4.2　多変量データにおける欠測：多変量正規モデル

4.3　重回帰モデル：目的変数に欠測がある場合

4.4　中途打切りデータに基づく例

4.5　混合分布モデル

5．EMを利用した漸近分散共分散行列の評価

5.1　 Louisの方法

5.2　Oakesの方法

5.3　 SEM(Supplemented EM)

6．EMの特性

7．GEMアルゴリズムとその他の拡張型 EM

7.1　GEM(Generalized EM)

7.2　 ECMアルゴリズム

7.3　 ECMEアルゴリズム－ Contaminated Normal

7.4　加速化を意識した完全データの探索－ optimal EMアルゴリズム

第 10章「マルコフ連鎖モンテカルロ法入門」古澄英男

1．はじめに

1.1　モンテカルロ積分

1.2　モンテカルロ法からマルコフ連鎖モンテカルロ法へ

2．マルコフ連鎖

2.1　マルコフ連鎖と推移行列

2.2　マルコフ連鎖の性質

2.3　詳細釣り合い条件

3．メトロポリス‐ヘイスティングス法

3.1　メトロポリス‐ヘイスティングスアルゴリズム

3.2　MHアルゴリズムの収束

3.3　MH　アルゴリズムの組み合わせ

4．ギブス・サンプリング

viii



4.1　ギブス・サンプリングアルゴリズム

4.2　多重ブロックMHアルゴリズムとギブス・サンプリング

4.3　データ拡大法

5．実際の利用について

5.1　収束の判定

5.2　効率性

5.3　混合の改善

6．応用例

6.1　ロジットモデルのベイズ推定

6.2　隠れマルコフモデルのベイズ推定

第 11章「遂次モンテカルロ法とパーティクルフィルタ」生駒哲一

1．状態空間モデルと状態推定

2．遂次モンテカルロ法

2.1　パーティクルフィルタ

2.2　モンテカルロフィルタ

3．ラオ－ブラックウェル化

4．応用事例

4.1　非線形モデル

4.2　非ガウスモデル

4.3　ターゲット・トラッキング

4.4　動画像におけるビジュアル・トラッキング

ix



「21世紀の統計科学」第 III巻
日本統計学会HP版, 2011年 10月

第 1部 統計数理と統計計算への誘い

第1章　数理統計への誘い

竹村彰通1

(東京大学大学院情報理工学系研究科 教授)

ここでは数理統計に関するいくつかのやさしいトピックを紹介
する中から，数理統計の考え方を紹介したい．特に一様分布や
正規分布などの基本的な事項について，通常の数理統計の教科
書とは違った側面から説明する．また正規分布を拡張したいく
つかの確率分布についても最近の話題を紹介する．
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1 はじめに : 数理統計の視点
本シリーズの多くの論文に見られるように，統計科学の方法の応用は多
方面にわたっている．数理統計学は，それらの方法の基礎となる理論を数
学的な観点から研究する学問である．時代とともに統計科学の手法が応用
される問題も変化しつつあり，それにともなって数理統計学の内容も変化
してきている．つまり，数理統計学は，純粋数学の理論のように公理系か
らはじまって演繹的に理論を展開していくというよりは，統計的手法の応
用で現れる諸問題から数学的な部分を抽出して理論の形に整理していく帰
納的な側面が大きい．そのために，数理統計学はひとつの体系というより，
さまざまな理論の集合であり，それらを統一しているものは言わば「統計
学的な視点」とでもいうべきものであると考えられる．実際，数理統計学
の研究で用いられる数学的手法としては，最近では幾何学や代数学の高度
な手法も用いられており，数理統計学とは数学のさまざまな分野の道具を
駆使して統計的な問題を解く分野と言ってもよいと思われる．
もちろん数理統計学のなかから演繹的な部分を取り出して，形式の整っ
た数学的な理論を作る努力も精力的におこなわれてきた．20世紀は，ブル
バキの著作に代表されるように，数学の研究全体が抽象性・形式性を重視し
た時代であり，数理統計学もそのような形式化が重視される傾向があった．
数理統計学の形式化としては，Wald にはじまる統計的決定理論の枠組が有
力であり，ひとつの代表的な教科書としては Lehmann の検定論の教科書
([13])があげられる．
しかしながら，最近の急速な計算機技術およびネットワーク技術の発展
により，統計的方法を応用して解析すべきデータの質と量が大きく変化し
てきた．それにともない，「理論」よりも「計算」が重要となってきている．
このことは，本シリーズの多くの論文に見られる通りである．具体的なデー
タが与えられた場合には，そのデータの解析に対して 1) まず確率モデルを
設定し，2) その確率モデルに基づく統計的推測をおこなう，という伝統的
な統計的方法以外にも，さまざまなアプローチが可能である．その意味で，
統計的な方法自体が他のさまざまな方法論と競争的な状況におかれている
のである．そのようななかで，統計的方法の意義にはどのようなものがあ
るだろうか．
これについてもさまざまな論点があるが，筆者が強調したいのは次の点
である．それは統計的推測の形式にのっとることにより，推測の結果の精
度自体が評価できるという点である．すなわち確率モデルを設定すること
によって，推測の結論の信頼度を確率的に評価することができる．簡単な
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例としては，統計的検定において，有意水準を設定することによって，帰
無仮説を棄却すると結論する際の妥当性を確率的に保証することができる．
また点推定と区間推定を組み合わせることによって，点推定の信頼度を評
価することができる．もちろんこのような場合でも，あくまで設定した確
率モデルが妥当であることが前提であり，確率モデルの妥当性が疑われる
場合には統計的推測にも意味がなくなってしまう．その意味では，形式的な
推論より，確率モデルの妥当性をどのように担保するかのほうがより本質
的ということもできる．例えば，確率モデルの妥当性の担保のために，無
作為化をともなう実験を計画する実験計画法の考え方は，現在でも臨床試
験などの分野で本質的な役割を果している．また，特定の確率分布の仮定
無しに統計的推測をおこなうためのノンパラメトリック・セミパラメトリッ
ク法や経験尤度法 (Owen[18])なども，最近の統計推測理論の中で大きな位
置をしめている．
以上のような論点を，「見かけの相関」に関するシンプソンのパラドック
スとからめて簡単な例で説明してみよう．離散データの場合で，第 3の変数
によって二つの変数間に見かけの相関が逆方向に現れるような場合を，シ
ンプソンのパラドックスとよぶ．ここでシートベルトの着用と自動車事故
の関係を考えてみよう．シートベルトの着用を義務づけることにより自動
車事故自体が減るであろうか．いま，自動車事故を起こしたドライバーと，
起こしていないドライバーを比較して，後者のほうがシートベルトの着用
率が高かったとしてみよう．この事実から，シートベルトの着用を義務づけ
れば自動車事故が減ると結論できるだろうか．これについては次のような
反論が想定される．すなわち，ドライバーの中には安全指向のドライバー
とそうでないドライバーがいて，そもそも安全指向のドライバーはシート
ベルトを着用する傾向にあり，安全指向でないドライバーにシートベルト
の着用を強制しても事故は減らない，という反論である．この反論の論拠
をより統計学的に説明すると次のようになる．各ドライバーには「安全指
向度」という潜在的な特徴があり，この潜在的な特徴が事故数とシートベ
ルト着用率の双方と相関しているために，事故数とシートベルト着用率に
見られる相関は見かけの相関であるという議論である．ここで問題なのは
「安全指向度」という潜在的な変数が直接には観測できないことにある．こ
のように，後知恵で観測できない変数を持ち込まれて反論されると，統計
的なデータ解析からは何も結論が出せないことになってしまう．
従って後知恵をできるだけ排除するような統計的解析をおこなう必要が
ある．例えば，考え得る潜在変数を最初から考慮しそれらの因果関係の方
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向が識別できるような確率モデルを構成する手法は，因果推論あるいはグ
ラフィカルモデルなどとよばれており，その方法論は近年急速に発展して
いる (宮川 [17])．また，潜在変数の値を間接的に推測しこれを調整する方法
として，傾向スコア (propensity score)法が注目されている．これらはいず
れも，さまざまな要因がからむ複雑なデータに対して，統計的なデータ解
析の妥当性を確保するための方法論と考えることができる．なお，見かけ
の相関や因果については，計量経済学の分野ではすでに 1950年代より詳し
い議論が展開されている (Simon[22], Blalock[3])．
ここまでは数理統計の考え方について一般的なことを述べてきたが，以
下では「計算」という観点から正規分布などの基本的な確率分布について
いくつかトピックを紹介する．計算機が急速に発展するなかで，従来は扱
うことが難しかった複雑なモデルの計算がおこなえるようになってきてお
り，例えば正規分布に基づく小標本理論などにはあまり意味がなくなって
いるようにも思える．しかしながら大規模な階層ベイズモデルのような複
雑なモデルでも，部品としては正規分布などの伝統的な部品が利用される
ことが多い．それは，例えば部分的な積分計算などを考えても，不定積分
が明示的に求められる関数であれば数値積分やモンテカルロ積分の手間が
不要となり，その分の計算資源をモデルの精緻化などに用いることができ
るからである．このような事情から，非常に古典的な特殊関数の知識など
が最近になって再認識される傾向も出てきている．計算機が無かった頃の
数学者の計算の蓄積の中に，今後も役に立つものは多いはずである．

2 一様分布と正規分布に関する話題

2.1 一様分布のたたみこみの密度関数

0 と 1 の間の一様分布は連続分布のもっとも簡単な例である．その密度
関数は

f(x) = f1(x) =

{
1, if 0 ≤ x ≤ 1

0, その他

と与えられる．いま X1, . . . , Xn を互いに独立な 0 と 1 の間の一様乱数と
し，それらをたたみこんだ Y = X1 + · · · +Xn の密度関数を考えよう．ま
ず n = 2 の場合には (x1, x2) の単位正方形 [0, 1]2 において x1 + x2 ≤ c と
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なる部分の面積を考えることによって，Y = X1 +X2 の密度関数 f2(y) は

f2(y) =


y, if 0 ≤ y ≤ 1

2− y, if 1 < y ≤ 2

0, その他

(2.1)

と三角形の形をしていることがわかる．X1 +X2 +X3 の密度関数は，たた
みこみの密度関数の計算の規則により

f3(y) =

∫ 1

0

f2(y − x)f1(x)dx =

∫ 1

0

f2(y − x)dx =

∫ y

y−1

f2(u)du (2.2)

となるから，(2.1)式の三角形の密度関数で長さ 1の区間の面積を求めれば
よいことがわかる．一般の nのとき時の結果は，累積分布関数と密度関数の
明示的な形が Fellerの第 2巻 ([6])の I.9 節に以下のように与えられている．

P (Y ≤ x) = Un(x) =
1

n!

n∑
ν=0

(−1)ν
(
n

ν

)
(x− ν)n+,

un+1(x) = U ′
n+1(x) =

1

n!

n+1∑
ν=0

(−1)ν
(
n+ 1

ν

)
(x− ν)n+.

ただし x+ = max(x, 0) である．答が与えられてしまえば，帰納法によって
これが正しいことを確認するのは容易なので，確認してみていただきたい．
Feller はこの結果について過去の文献を引用していないが，Laplace によっ
てすでに知られていたとする文献もある．
なお，(2.2) 式と同様の密度のたたみこみのルールから

un+1(x) = Un(x)− Un(x− 1) = P (x− 1 < X1 + · · ·+Xn ≤ x) (2.3)

となっていることに注意する．特に x として整数点 x = 1, . . . , n を考え
ると，

un+1(1) + un+1(2) + · · ·+ un+1(n) = P (0 < X1 + · · ·+Xn ≤ n) = 1

という関係式が導かれる．(2.3)式より，整数 k = 1, . . . , nについて，un+1(k)

は X1+ · · ·+Xn の整数部分が k−1に一致する確率になっていることがわか
る．幾何的に解釈すると，この確率は n次元の立方体 [0, 1]nをx1+· · ·+xn =

k − 1 および x1 + · · · + xn = k の 2枚の超平面で切った時に，それらの超
平面にはさまれる部分の体積に一致することもわかる．
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ここで密度関数の n! 倍の値を x = k, k = 1, . . . , n で評価してみると

n!un+1(k) = An(k − 1) =
k−1∑
j=0

(−1)j
(
n+ 1

j

)
(k − j)n

となる．実際に計算してみると，

A1(0)

A2(0) A2(1)

A3(0) A3(1) A3(2)

A4(0) A4(1) A4(2) A4(3)

=

1

1 1

1 4 1

1 11 11 1

のように求まる．
An(j) は実は組合せ論において「オイラー数」(Eulerian number) として
知られているものである (日比 [9]の 1章参照)．いま 1, 2, . . . , n の置換を
a1, . . . , an として，ai > ai+1 と下降しているような箇所 i = 1, . . . , n − 1

の数を「下降数」とよぶ．例えば n = 7 で並べ替え 3517426 では，5 > 1,

7 > 4, 4 > 2 と 3箇所の下降が見られるから下降数は 3である．この定義の
もとで

An(j) = 1, . . . , nの置換の中で下降数が jのものの個数 (2.4)

となることが知られている．例えば n = 3 の場合は 3! = 6 個の置換がある
が，下降数が 0 のものは 123, 下降数が 2 のものは 321 と一意的に定まる
から，残りの 4個の置換は下降数が 1であり，上の数値とあっていることが
わかる．
ここで自然な疑問となるのは，(2.3)式のような確率と (2.4)式のような組
合せ的な量がなぜ対応しているかである．そのひとつの答は Stanley[23]の
僅か 1ページの論文に初等的に与えられている．この対応は次のようなもの
である．X1, . . . , Xn を独立な一様乱数とすると，それらは確率 1で互いに
異なる．R(Xi)を Xi のランク (すなわち Xi が {X1, . . . , Xn}の中で小さい
ほうから何番目であったか)を表すとすれば，R(X1), . . . , R(Xn)は 1, . . . , n

の置換となる．しかもどの置換も同様に確からしく確率 1/n! で現れる．さ
て，Xi > Xi+1 となる i が置換の下降に対応している．そこで [0, 1]n から
[0, 1]n への写像 ψ(x1, . . . , xn) = (y1, . . . , yn) を

yi =

{
1 + xi+1 − xi, if xi > xi+1

xi+1 − xi, if xi < xi+1
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とおく．ただし xn+1 ≡ 0 とする．この時 ψ は確率 0の領域 (すなわち xi
の中に互いに等しいものがある領域) を除いて 1対 1 となっている．そして
yi の定義は，xi > xi+1 となり下降がある時に 1を加えており，下降数を数
えるものとなっている．そこで y1 + · · ·+ ynを求めると

y1 + · · ·+ yn =
(
R(x1), . . . , R(xn)の下降数

)
+ 1− x1

という関係式が成り立つ．さらに，ψ は区分的には線形でヤコビアンは 1

であるから，確率変数としては Y1, . . . , Yn も互いに独立な一様乱数である．
そこで Y1 + · · ·+ Yn の整数部分が j = 0, . . . , n− 1 となる確率を考えると

P (j < Y1+ · · ·+Yn ≤ j+1) = P (R(X1), . . . , R(Xn)の下降数 = j) =
An(j)

n!

であり，下降数と一様乱数のたたみこみの対応が確認できる．以上のような
初等的な事実は意外に知られていないようであり，Schmidt and Simion[20]

やその後の最近の論文でもいくつかの方向で発展が見られる．

2.2 正規分布の基準化定数

標準正規分布の密度関数の基準化定数

√
2π = c =

∫ ∞

−∞
e−x2/2dx

は解析のいろいろな場面に現れる．この基準化定数の導出の一番やさしい方
法は，いったん 2次元の正規分布の極座標表示を経由するものである．X, Y
を互いに独立に標準正規分布に従う確率変数として

X = r cos θ, Y = r sin θ

とおく．この時ヤコビアンが

det

(
∂x/∂r ∂x/∂θ

∂y/∂r ∂y/∂θ

)
= r

となることにより，(r, θ) の同時密度関数が

1

c2
re−r2/2, r > 0, 0 ≤ θ ≤ 2π
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となる．そこで全積分が 1となることを用いると c2 = 2π となることがわ
かる．またこの密度関数の計算により， r と θ は互いに独立で，θ は 0 と
2π の間の一様分布に従うこともわかる．
以上は 2次元の標準正規分布を経由する方法であるが，1次元の積分のみ
を用いて c =

√
2π を導く方法もある (高木 [24]第 3章 35節，小平 [12]4.4

節)．それは，スターリングの公式

n! ∼
√
2πnn+1/2e−n

やワリスの公式

π

2
=

∞∏
n=1

(2n)2

(2n− 1)(2n+ 1)
=

2 · 2
1 · 3

4 · 4
3 · 5

6 · 6
5 · 7

· · ·

に関連している．
以下では積分のラプラス近似，あるいはラプラス法，の考え方を応用する
ことによってスターリング公式において c =

√
2π が現れる理由を説明しよ

う．積分のラプラス近似は数値的にも簡便であり，理論的解析のためにも有
用である．統計学における漸近理論での利用については Barndorff-Nielsen

and Cox[2]の 3.3節に解説されている．またベイズ法においては事後密度
関数をそのモード (最大値) の回りで近似するために用いられたり，さらに
チューブ法 (福水・栗木 [7])とよばれる方法との関連も深い．いま，部分積
分によって得られるガンマ関数に関する漸化式より

n! =

∫ ∞

0

xne−xdx

である．ガンマ分布を基準化して正規分布で近似することとの関連を念頭
におくと，積分の変数変換として

x = n+
√
nz, dx =

√
ndz

とすることが考えられる．この変換により

n! =

∫ ∞

−
√
n

(n+
√
nz)ne−n−

√
nz
√
ndz

= nn+1/2e−n

∫ ∞

−
√
n

(1 +
z√
n
)ne−

√
nzdz

が導かれる．ここで被積分関数の自然対数をとると

log

[
(1 +

z√
n
)ne−

√
nz

]
= −

√
nz + n

( z√
n
− z2

2n
+ . . .

)
= −z

2

2
+ o(1)
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となる．ただし o(1) は n→ ∞ とともに 0 に収束する剰余項である．この
ことから

n!/(nn+1/2e−n) →
∫ ∞

−∞
e−x2/2dx =

√
2π

を得る．
以上の変数変換は関数 log(xne−x) を，関数値が最大となる x = n の
回りで 2次まで展開することによって得られている．このような積分の近
似法をラプラス近似とよぶ．一般には，正の被積分関数 g(x) > 0 の対数
h(x) = log g(x) をその最大値を与える x = x∗ の回りでテーラー展開して

h(x)
.
= h(x∗)− 1

2
(x− x∗)2(−h′′(x∗))

と近似すると，g(x) はその最大値の回りで

g(x)
.
= eh(x

∗)e−
1
2
(x−x∗)2(−h′′(x∗))

と近似できる．いま最大値でのピークが高く，x∗ を内点に含む区間 [a, b]で
の積分が最大値での回りでの積分で近似できるとすれば∫ b

a

g(x)dx
.
= eh(x

∗)

∫ b

a

e−
1
2
(x−x∗)2(−h′′(x∗))dx

.
= eh(x

∗)

∫ ∞

−∞
e−

1
2
(x−x∗)2(−h′′(x∗))dx

.
=

√
2π

−h′′(x∗)
eh(x

∗)

となる．これがラプラス近似である．

3 正規分布を拡張した分布
正規分布は確率論および統計学においてなくてはならない分布である．そ
れは主に正規分布の数学的な扱いやすさによるものである．一方で，正規
分布に基づく確率モデルの妥当性が疑われる場合も多い．まず，正規分布は
左右対称な分布であるが，実際のデータには左右の歪みが見られることが
ある．また，正規分布は裾の確率が急激に現象する裾の軽い分布であるが，
実際のデータにはより裾の重い分布が適合することが多い．このような理
由から，正規分布を拡張するような形で，しかも扱いやすい分布があれば
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好都合である．1節で述べたように，数学的な扱いやすさは計算の効率とい
う点からもやはり重要なのである．このような確率分布の研究は古くから
おこなわれているが，最近になってもいくつかの新しい確率分布が実際に
使われるようになってきている．また筆者および筆者の周りの研究者によ
る新たな提案もここで紹介したい．なお近年盛んに研究されている「コピュ
ラ」を用いた分布の拡張については本書の第 5章を参照されたい．

3.1 非対称正規分布

非対称正規分布 (skew-normal distribution)は Azzalini [1]に始まるもの
であるが，いわばコロンブスの卵のように簡単な仕組で正規分布を拡張し
ている．その後のさまざまな発展は例えばGenton[8] にサーベイされてい
る．いま標準正規分布の密度関数と累積分布関数を

φ(x) =
1√
2π
e−x2/2, Φ(x) =

∫ x

−∞
φ(u)du

とおく時，非対称正規分布の密度関数の標準形は

f(x) = 2φ(x)Φ(αx) (3.5)

と表される．α は分布の歪みを表す実パラメータである．
より一般に g(x), h(x) を原点対称な密度関数，G(x) =

∫ x

−∞ g(u)du を g

の累積分布関数，w(x) を奇関数とする時

f(x) = 2h(x)G(w(x)) (3.6)

とおくと f(x) は密度関数となる．これを確認するには f(x) が非負である
ことから，全積分が 1となることを示せばよい．さて，X を密度 g(·)に従う
確率変数，Y を密度 h(·) に従う確率変数とし，これらを独立とする．この
時X−w(Y )は原点対称な連続確率変数であるから 1/2 = P (X−w(Y ) ≤ 0)

である．これを，順次積分 (あるいは条件つき期待値の繰り返し) によって
評価すれば

1

2
= P (X − w(Y ) ≤ 0) =

∫ ∫
x−w(y)≤0

h(y)g(x)dxdy

=

∫ ∞

−∞
h(y)

(∫ w(y)

−∞
g(x)dx

)
dy

=

∫ ∞

−∞
h(y)G(w(y))dy

10



−2 −1 0 1 2 3

0.
0

0.
1

0.
2

0.
3

0.
4

0.
5

0.
6

−2 −1 0 1 2 3

0.
0

0.
1

0.
2

0.
3

0.
4

0.
5

0.
6

α = 2.0 α = 3.0

図 1: 非対称正規分布の密度関数の例

となり，(3.6)式が密度関数を表すことが確認できる．α > 0の場合，h(x) =
φ(x), G(x) = Φ(αx), w(x) = x としたものが (3.5)式となる．
X0, X1 をそれぞれ独立に標準正規分布に従う確率変数とすると，

Y =
α√

1 + α2
|X0|+

1√
1 + α2

X1 (3.7)

の密度関数が (3.5)式に一致することが示される．これより非対称正規分布
は，α = 0 の時が標準正規分布，α → ∞ の時が |X0| の分布，α → −∞
の時が−|X0| の分布に一致する．したがって α が歪みを表していることが
わかる．α = 2 および α = 3 の場合の非対称正規分布の密度関数を図 1に
示している．(3.7)式の確率的な表現により，非対称正規分布のモーメント
E(Y k) も明示的に表現することができる．
非対称正規分布は (3.5)式の形では裾の軽さは正規分布と同様であるが，

(3.6)式にあるように非常に簡単な仕組で歪みのある分布を構成することが
できるので，t-分布などのより裾の重い分布や，多変量分布への拡張も比較
的容易であり，多数の論文でさまざまな拡張が提案されている．

3.2 一般化双曲分布

正規分布 N(µ, σ2) を拡張する一つの方法は，母数の µ, σ2 を確率変数
として分布の混合をとるものである．そのような混合分布のなかでさまざ
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まな密度関数の形状を表現できるものとして一般化双曲分布 (generalized

hyperbolic distribution)が注目されている．特にファイナンスデータへの
応用が重要である (Eberlein[4]).この分布については増田弘毅氏による解説
([15])が参考になる．その密度関数は

fGH(x;λ, α, β, δ, µ)

= a(λ, α, β, δ)
(
δ2 + (x− µ)2

)(λ− 1
2
)/2
Kλ− 1

2

(
α
√
δ2 + (x− µ)2

)
exp (β(x− µ))

と書かれる．ただし

a(λ, α, β, δ) =
(α2 − β2)λ/2

√
2παλ− 1

2 δλKλ(δ
√
α2 − β2)

, Kλ(z) =
π

2

I−λ(z)− Iλ(z)

sin(λπ)
,

Iλ(z) = (z/2)λ
∞∑
i=0

(z/2)2i

i!Γ(λ+ i+ 1)

である．λ が整数の時はKλ(z) の右辺は極限で定義する．Iλは変形ベッセ
ル関数，Kλ は変形第 3種ベッセル関数とよばれる．ただし，文献によって
用語のゆれが見られる．パラメータの範囲は−∞ < µ, λ <∞, α > |β| とそ
の境界 {δ = 0, λ > 0}，{α = |β|, λ < 0} である．パラメータが 5個あるた
めにさまざまな形状の密度関数を表現することができる (Eberlein[4])．
一般化双曲分布は正規分布 N(µ, σ2) において µ と σ2 を単一の確率変数
で同時に混合することによって得られる．具体的には確率変数 Y を次の密
度を持つ一般化逆ガウス分布に従う確率変数とする．

fGIG(y;λ, δ, γ) =
(γ
δ

)λ 1

2Kλ(δγ)
yλ−1 exp

(
−1

2

(
δ2

y
+ γ2y

))
, y > 0.

そして，N(µ+ βY, Y ) の形で正規分布の混合をおこなうと一般化双曲分布
の密度関数が次の形で得られる．

fGH(x;λ, α, β, δ, µ)

=

∫
y>0

1√
2πy

exp
(
− 1

2y
(x− µ− βy)2

)
fGIG(y;λ, δ,

√
α2 − β2)dy.

3.3 安定分布

独立同一分布 (i.i.d., independently and identically distributed) に従う確
率変数 X1, X2, . . . の部分和 Sn = X1 + · · · +Xn の分布については，よく
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知られているように，もし各 Xi の分散が有限ならば中心極限定理が成り立
つ．すなわち任意の x について

P

(
Sn − E(Sn)√

Var(Sn)
≤ x

)
→ Φ(x) (n→ ∞)

である．しかしながら，Xi の分散が無限大の場合には，Sn を基準化した分
布は必ずしも正規分布に収束するとは限らず，正規分布を含む安定分布と
よばれる分布に収束する．安定分布の一つの例はコーシー分布である．コー
シー分布の密度関数と特性関数は

f(x) =
1

π(1 + x2)
, φ(t) = e−|t|

であり，特性関数による簡単な計算から，各 Xi がコーシー分布に従う時
Sn/n の分布がやはりコーシー分布となる．
対称な密度関数を持つ場合に限ると，安定分布の特性関数の標準形は

φ(t) = exp(−|t|α), 0 < α ≤ 2

で与えられる．α は安定分布の指数とよばれ，特に α = 2 の場合が正規分
布である．α < 2 の安定分布の分散は無限大であり，α が小さくなるほど
分布の裾が重くなる．
以上のように特性関数は簡明であるが，特性関数から密度関数を求めよ
うとしても，例外的ないくつかの α の値以外には密度関数が明示的に求め
られない．このことが安定分布の実用上の問題点となっている．しかしな
がら中心極限定理の一般化として安定分布が得られることは理論的には重
要な事実であり，裾の重い分布の研究のなかで安定分布はやはり中心的な
役割を果している (Rachev[19])．なお松井宗也氏と筆者は安定分布の密度関
数の数値計算について一連の詳しい研究をおこない ([16]等)，数値計算上の
工夫によって安定分布の推定や検定も十分実用的に実行できることを確認
している．

3.4 星形分布

多変量正規分布の一般化として，楕円形分布が以前より多くの研究者に
よって研究されている (Fang, Kotz, and Ng[5]等)．原点を中心とする p 次
元多変量正規分布 N(0,Σ) の密度関数は

f(x) =
1

(2π)p/2(detΣ)1/2
exp(−1

2
x′Σ−1x)

13



図 2: 楕円形分布から星形分布への一般化

であるが，指数関数の部分を任意の 1変数関数に置き換えた密度関数

f(x) = h(x′Σ−1x) (3.8)

が楕円形分布の密度関数である．楕円形分布とは，原点を中心とする同心
楕円上で密度が一定の分布である．特に Σ = I の場合を球面対称分布とい
う．球面対称分布の特徴は p次元確率ベクトル xをその長さ ‖x‖と「角度」
x/‖x‖ にわける時に，これらが独立に分布することにある．また角度は超
球面 Sp−1 = {x | ‖x‖ = 1} 上一様分布する．
紙屋英彦氏，栗木哲氏と筆者は，不変性の観点から楕円形分布などを含む
一般的な分布族を提案し，星形分布とよんでいる (Kamiya, Takemura and

Kuriki[10]; Kamiya and Takemura[11]). 星形分布は図 2にあるように，原
点を中心とする同心星形集合 (の境界) 上で密度関数が一定となるような分
布である．ここでは，原点を含む集合 A が星形集合であることを，原点か
ら出る任意の半直線と A の境界 ∂A がちょうど 1点で交わると定義するこ
ととする．星形分布においても，距離と角度の独立性が成り立つ．ただし距
離とは，原点から見てどの星形集合の境界に乗るかということで定義する．
例えば 2次元で L1 距離を考えて，密度関数を

f(x, y) = h(|x|+ |y|)

とすると，密度関数は原点を中心とする (45◦回転した)正方形上で一定であ
り，長さとしてはL1 距離 |x|+ |y| を考えれば，長さと角度が独立に分布す
ることは直観的にも明らかであろう．

3.5 凸関数による変数変換法

ここでは多次元の連続確率分布として，凸関数の勾配写像から導かれる
分布を紹介する．この節の内容は清智也氏による．連続分布として最も重
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要なものは言うまでもなく正規分布である．しかし，正規分布には，単峰
性や原点周りの対称性など， 実際のデータには仮定できないような強い制
約が存在する．このような制約を取り除く一つの方法として，凸関数によ
る変数変換法を紹介する．
いま， 簡単のため 2次元の確率分布のみを考える．2次元の標準正規分
布に従う確率変数ベクトルを Y = (Y1, Y2) とおく．また， ψ(x1，x2) を 2次
元の凸関数とする．ここで凸関数とは， その 2階偏導関数で作られる行列
(ヘッセ行列) の固有値が正となる関数であった．このとき， 連立方程式

∂ψ

∂x1
(x1, x2) = Y1,

∂ψ

∂x2
(x1, x2) = Y2 (3.9)

の一意解 X = (X1, X2) を考えることができる．凸関数 ψ をうまく選ぶと，
X の分布は正規分布とは全く異なる性質を持つようにできる（数学的には
任意の連続分布が構成可能であることが知られている．McCann [14]）．例
として，

ψ(x1, x2) =
1

2
(x21 + x22)− 0.9 sin x1 sinx2

を考えよう (図 3(a))．この関数は凸関数であることが確認でき，(3.9)式の
解として得られる X の確率分布は図 3(b)のようになる．密度関数は，変
数変換の公式から

p(x1, x2) =
1

2π
e−

1
2
((x1−0.9c1s2)2+(x2−0.9s1c2)2)((1 + 0.9s1s2)

2 − (0.9c1c2)
2)

と陽に書ける (ただし ci = cosxi, si = sin xi)．凸関数による変数変換法の
詳細は Sei[21]に与えられている．
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可能であった正規性や線形性を仮定しない自由なモデリングが現

実のものとなりつつある．本章では，このような計算統計学の方

法について概観する．
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1 はじめに

計算統計学は特定の対象領域を想定した統計学ではない．急速に発達した

計算基盤および計算アルゴリズムを活用して統計科学の可能性を広げようと

するものであり，本質は柔軟なモデリングの実現を目指すところにある．統

計計算法と控えめに表現するのが穏当だが，分布の記述によってあらゆる現

象を科学の土俵に載せようとした記述統計学，データに基づいて真の分布に

関する推論を目指した推測統計学と同様に，計算に基づいて柔軟なモデリン

グを実現しようとする立場を表現しようとしたものである．

情報化の進展に伴って，統計科学の立場も役割も大きく変化している．20

世紀に飛躍的に発展した数理統計学では，データは未知の真の分布 f(x|θ)に

従うとの前提のもとで，実験あるいは観測に基づいて獲得した比較的少数の

データから真の分布に関する推論を行うことが志向された．この状況では，

少数パラメータで規定されるモデルを想定することが現実的でる．いわゆる

パラメトリックモデリングである．特に，線形性や正規性を仮定した “硬い”

モデルを前提とすることによって，解析解を求めることができる．

しかし，1970年代に情報量規準AICの登場によって，モデリングの局面

は大きく転換する．AICは多数のモデル比較を実用的にした一方で，より現

実に即したモデルの開発を強く促していた．情報量規準AICの適用には最

尤推定が不可欠であるが，現実の構造を取り入れたモデルの多くは，与えら

れたパラメータに対して尤度関数の計算はできても，最尤推定量を解析的に

求めることができない．こうして，統計的モデリングにおいて数値的最適化

のアルゴリズムは不可欠のツールとなった．

1980年代以降は，社会や科学研究の現場における大量データの蓄積を背

景にして，より “柔軟な”モデルの利用が始まった．少数データの時代に用い

られた簡単な “硬い”モデルでは，現実にそぐわないことが多くなったので

ある．AICが示唆するように，少数データの場合には小規模なモデルが適切

な場合でも，大量データが利用できる場合には，より複雑で現実の構造を反

映したモデルの利用が可能かつ必要となる．時系列解析においても，ARモ

デル，ARMAモデルのパラメトリックモデルから，状態空間モデル，非線

形・非ガウス型状態空間モデル，一般状態空間モデルへと一般化が進んだ．

これらの一般化において，ARMAモデル以降は非線形最適化のアルゴリズ

ムが，また非線形・非ガウス型状態空間モデルでは数値的なフィルタリング

の利用が不可欠となった．

ベイズモデルにおいては更に著しい進展が見られた．ベイズモデルはその

原理的優越性は認められながらも，近年に至るまで実際のモデリングに利用

されることは少なかった．確率の解釈等の哲学的な問題や，事前分布の設定
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の問題に加えて，特別なモデル以外には計算困難が付きまとったからである．

しかしながら，20世紀終盤における計算機の飛躍的高速化と普及および統

計計算アルゴリズムの開発によって，いまやベイズモデルは統計科学のみな

らず知的情報処理の主流といってよい状態になっている．

このように計算統計学の進展によって，強い仮定を課した “硬い”モデル

に関して解析的方法を適用する従来の数理統計学の方法に替わって，計算ア

ルゴリズムと計算機を最大限活用することによって，現実世界により対応し

た “柔軟な”モデリングを実現しようとすることが可能となりつつある．計

算統計学はこれまでの仮想世界における推論から現実世界における予測と知

識発見へ一歩進めようとする挑戦である．

第 2節では，最尤法に基づく統計的モデリングにおける数値的最適化法の

必要性について，第 3節では，時系列モデリングにおける状態空間モデルと

遂次フィルタリングのアルゴリズムの役割について説明する．第 4節では，

本書の他の著者が取り上げる統計計算手法を概観する．最後にまとめに代え

て，関連する統計ソフトについて紹介する．

2 最尤法と数値的最適化

モデルに基づく統計的推論の方法においては，よいモデルの利用が成功の

鍵である．良いモデルを利用すれば，データの持つ情報を適切に利用して見

事な結果を導くことができる反面，不適当なモデルを利用するとはっきりし

た結果が得られなかったり，場合によっては全く的外れな結論が導かれるこ

ともある．情報量規準

AIC = −2(最大対数尤度) + 2(パラメータ数) (2.1)

はさまざまな次数や種類の統計的モデルの比較を可能にし，良いモデルを客

観的に求めることを可能にした（Akaike 1973，坂元ほか 1983，小西・北川

2004）．

n個の独立な観測値 y1, . . . , ynが得られたとき，パラメータ θを持つ確率

密度関数 f(y|θ)で規定される統計的モデルの尤度は

L(θ) =
n
∏

i=1

f(yi|θ) (2.2)

と定義され，対数尤度はその対数をとって

ℓ(θ) = logL(θ) =
n
∑

i=1

log f(yi|θ) (2.3)
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で求められる．したがって，どのような確率分布であれ上記の密度関数 f(y|θ)

が与えられれば，対数尤度 ℓ(θ)自体は比較的簡単に定義できることが多い．

問題はこの尤度関数の最大化である．AICの定義には最大対数尤度が必要で

ある，未知パラメータ θは対数尤度を最大とする最尤法によって推定するこ

とが前提となっている．

例えば，データが平均 µ，分散 σ2の正規分布に従うと仮定した場合には

θ = (µ, σ2)T とするとき

f(yi|θ) =
(

1

2πσ2

)−1/2

exp
{

−
1

2σ2
(yi − µ)2

}

(2.4)

と表される．したがって，(2.3)の対数尤度は

ℓ(θ) = −
n

2
log(2πσ2)−

1

2σ2

n
∑

i=1

(yi − µ)2 (2.5)

となる．この場合には，この対数尤度を最大とする最尤推定量 θ̂ = (µ̂, σ̂2)T

は簡単に求められる．対数尤度のパラメータ µと σ2に関する偏微分を 0と

して得られる尤度方程式

∂ℓ(θ)

∂µ
=

1

σ2

n
∑

i=1

(yi − µ) = 0

∂ℓ(θ)

∂σ2
= −

n

2σ2
+

1

2(σ2)2

n
∑

i=1

(yi − µ)2 = 0 (2.6)

は簡単に解くことができ，

µ̂ =
1

n

n
∑

i=1

yi, σ̂2 =
1

n

n
∑

i=1

(yi − µ̂)2 (2.7)

と求められる．線形回帰モデルで残差が正規分布に従うと仮定したモデル

yi = a0 +
k
∑

j=1

ajxij + εi, εi ∼ N(0, σ2) (2.8)

についても同様に尤度方程式が連立一次方程式となって回帰係数の最尤推定

量が簡単に求められる．

しかし，非線形モデルやノイズの分布が正規分布でない場合には事情が異

なり，一般にはこのように最尤推定量を解析的には求められない．例えば，

回帰曲線の最小値が 0と仮定した多項式回帰モデル

yi = a（xi + b)2 + εi, εi ∼ N(0, σ2) (2.9)
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では，尤度方程式は非線形方程式となる．また，(2.4)の代わりにコーシー

分布

f(yi|θ) =
1

π

τ

(yi − µ)2 + τ 2
(2.10)

を想定した場合にも尤度方程式は非線形方程式となる (北川 2005)．

このように，比較的簡単なパラメトリックモデルの範囲でも線形性・正規

性を仮定しないモデルの多くでは，最尤推定値を解析的に求めることができ

ない．このような場合でも，与えられたパラメータ θに対して尤度関数ある

いは対数尤度関数 ℓ(θ)を計算することができさえすれば，数値的最適化の

アルゴリズムを利用すれば,最尤推定値 θ̂は原理的には自動的に求められる．

数値的最適化のアルゴリズムとしては多くのものが提案されているが，代表

的な擬似ニュートン法では，適当に定めたパラメータの推定値θ0およびヘッ

セ行列の逆行列の推定値H−1
0 を初期値として

θk = θk−1 + λkH
−1
k−1g(θk) (2.11)

を反復することによって，最尤推定値に収束させる．ただし，g(θk) =
∂ℓ(θk−1)

∂θ
，

λkは直線探索によって求めるスケールパラメータ，H−1
k−1は sk = θk − θk−1，

zk = g(θk)−g(θk−1)とするとき，下記の更新式によって自動的に調整される．

H−1
k = H−1

k−1 +
sk−1s

T
k−1

sTk−1yk−1
−

H−1
k−1yk−1y

T
k−1H

−1
k−1

yTk−1H
−1
k−1yk−1

(2.12)

この更新式はDFP(Davidon-Fletcher-Powel)公式と呼ばれる最も基本的なも

のであり，このほか BFGS公式など多くの更新式が提案されている (今野・

山下 1978)．

いったん最尤推定量を解析的に求めるという立場を離れ，数値的最適化に

よる最尤法の実現に移行すると，むしろモデリングは自在に行えるようにな

る．情報量規準AICは，より良いモデル族を提案することの重要性を明確に

示している．その意味では，解析解が得られるモデルに限定することなく，

よいモデルを追求する姿勢が必要である．数値的最適化のアルゴリズムは統

計的モデリングにおいて，自由なモデリングを可能とする不可欠なツールと

なったのである．
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3 状態空間モデルと遂次フィルタリング

計算統計学の手法の重要性は，時系列解析においてより顕著である．定常

時系列モデルの最も基本的なモデルとして自己回帰 (AR)モデル

yn =
m
∑

j=1

ajyn−j + vn, vn ∼ N(0, σ2) (3.1)

がよく知られている．ARモデルは線形回帰モデルの時系列版ともいえ，未

知パラメータ a1, . . . , amの最尤推定値が近似的にYule-Walker法あるいは最

小二乗法によって求められるという特長がある．

ところが，ARモデルの枠組みを超えるとたちまち最尤推定値を求めるこ

とが簡単ではなくなる．例えば，Box-Jenkins法で有名な自己回帰移動平均

(ARMA)モデル

yn =
m
∑

j=1

ajyn−j + vn −
ℓ

∑

j=1

bjvn−j (3.2)

の場合には最尤推定値はもちろん，与えられたパラメータに対する対数尤度

の値を求めることも容易ではなかった．しかし，ARMAモデルの状態空間

モデル表現とカルマンフィルタを用いると，尤度計算は極めて簡単に実現で

きる（Akaike 1978，北川 2005)．

このような解析的手法からアルゴリズムに依拠した方法への移行は，工学

の分野では 1960年ごろから遂次フィルタリングとして実現されていた．状

態空間モデルでは時系列 yn に対して k次元状態ベクトルxnを導入し，下記

のようなモデルを想定する．

xn = Fnxn−1 +Gnvn, vn ∼ N(0, Qn)

yn = Hnxn + wn, wn ∼ N(0, Rn) (3.3)

この線形・正規性の仮定の下では，形式的には未知数 x1, . . . , xN に関する解

析解が得られるが，その計算量はO(k3N3)となり，現在の計算環境ではと

もかく，当時は人工衛星のガイダンスなど現実の問題への適用は全く実行不

可能であった．

時刻 n − 1までの観測値 Yn−1 ≡ {y1, . . . , yn−1}が得られたときの状態 xn

の一期先予測分布の平均を xn|n−1，分散共分散行列を Vn|n−1，時刻 nまでの

観測値 Ynが得られたときの状態 xnのフィルタ分布の平均を xn|n，分散共分

散行列をVn|nと表すものとする．このとき，カルマンフィルタは一期先予測

とフィルタを下記のように交互に繰り返す（片山 1983，北川 2005)．
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図 1: 時系列モデルの拡張

[一期先予測]

xn|n−1 = Fnxn−1|n−1

Vn|n−1 = FnVn−1|n−1F
T
n +GnQnG

T
n (3.4)

[フィルタ]

Kn = Vn|n−1H
T
n (HnVn|n−1H

T
n +Rn)

−1

xn|n = Fnxn−1|n−1 (3.5)

Vn|n−1 = FnVn−1|n−1F
T
n +GnQnG

T
n

このカルマンフィルタを利用すると，それまで殆ど不可能であった巨大な計

算をO(k3)の計算をN 回繰り返すだけで極めて効率よく実行できる．

ARMAモデルは状態空間モデルの形で表現できるので，カルマンフィルタ

によって状態推定が可能である (図 1，北川 2005)．したがって，厳密な計算

が困難であったARMAモデルの対数尤度は ynの予測分布が平均Hnxn|n−1，

分散HnVn|n−1H
T
n + Rnとなることを利用して簡単に求められるようになっ

た．パラメータの最尤推定値は，前節に示した数値的最適化の方法を適用す

ることによって求めることができる．このように，ARMAモデルの最尤推

定は，カルマンフィルタと数値的最適化の二つの統計計算法によって実現で

きる．

ARMAモデルの最尤推定を契機に，時系列モデリングに状態空間モデル

が利用されるようになったが，この方法を用いれば状態空間モデルで表現で

きるモデルでありさえすれば，カルマンフィルタと数値的最適化のアルゴリ
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ズムを利用して，統一的な取り扱いができるようになる．推定量の解を解析

的に求め，そこにデータを代入して推定値を求めるという従来の方法を離れ

ると，自由なモデリングが可能になる．

現時点から振り返ってみると，この状態空間モデルの導入は，計算を高速

化するという特長以上に重要な，以下のような特徴と可能性を持っていた．

1. 大規模パラメトリックモデルの導入：　ARモデルやARMAモデルな

どの少数のパラメータで規定されるパラメトリックモデルと比較する

と，状態空間モデルには行列Fn，Gn，Hnや共分散行列Qn，Rnに含

まれる構造パラメータの他に，k次元の状態 xnが存在する．この xn

をパラメータと解釈すると，時間に比例する数のパラメータを持つ大

規模パラメトリックモデルを自然に表現することになる．

2. 時変パラメトリックモデルの導入：　状態空間モデルの第 2式を回帰

モデルと解釈すると，状態空間モデルは回帰係数が時間変化する時変

モデルを表現していることになる．第 1式は時変パラメータの時間変

化をモデル化したものである．

3. ベイズモデリングの典型：　カルマンフィルタのアルゴリズムは，前

の時点までの情報に基づく状態の事前分布の計算と新しいデータに基

づく事後分布の計算を繰り返しているものと解釈できる．

4. データ同化モデル：カルマンフィルタはモデルによる時間発展とデー

タによる修正・更新を繰り返しており，環境シミュレーションで用い

られるデータ同化の手法を自然に実現したものと解釈できる．

5. 時系列解析の汎用ツール：　ほとんどの時系列モデルを状態空間モデ

ルで表現できる．したがって，状態空間モデルに対する予測，補間，推

論，パラメータ推定，モデル選択の方法を確立すれば，殆どの時系列

モデルに適用可能な方法が得られることになる．

さて，このように大きな特長をもった状態空間モデルであるが，線形性・

正規性の制約を取り除くには大きな障害があった．計算効率的なカルマン

フィルタのアルゴリズムから逸脱するとたちまち，その計算量は非現実的と

なった．一方，線形近似を行う拡張カルマンフィルタでは，本質的な非線形・

非正規システムでは良い結果は得られなかった．しかし，計算機の発展は新

しい可能性を拓くことになった．Kitagawa(1987)は数値積分に基づいて非

正規状態空間モデルの厳密な遂次フィルタリング

p(xn|Yn−1) =
∫

p(xn|xn−1)p(xn−1|Yn−1)dxn−1
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p(xn|Yn) =
p(yn|xn)p(xn|Yn−1)

p(yn|Yn−1)
(3.6)

を数値積分によって実現可能であることを示した．ここで，p(xn|Yn−1)と

p(xn|Yn)はそれぞれ，一期先予測分布およびフィルタ分布，p(xn|xn−1)と

p(yn|xn)はそれぞれ状態空間モデルから求められる状態xn−1が与えられた

ときのxn，および状態xnが与えられたときの時系列 ynの条件付分布である．

この数値積分に基づく方法も，カルマンフィルタの特長であった計算量が

O(n)の性質を保持し，大型計算機の計算速度が現在のパソコンの 100分の

1程度の当時でも，4次元程度の問題まで適用可能であった．非正規モデル

と正規モデルでは解析結果に著しい違いがあり，非正規モデルの利用によっ

て自由なモデリングが現実のものとなり，トレンドにジャンプが存在する場

合，観測値が異常値を含んだり非対称分布に従う場合，あるいはシステムが

非線形性を伴うむ場合にも対応できるようになった．

しかし，大規模データの集積にともなって，大規模モデリングの動きは

益々進展し，この数値積分に基づく方法には適用できる状態ベクトルの次元

の限界があった．1990年代に入ると，この問題を緩和する遂次モンテカル

ロ法の方法が飛躍的に発展した．この方法は，カルマンフィルタ以来，従来

のフィルタリング法が状態の密度関数を計算あるいは近似しようとしたのに

対して，多数の粒子で近似するものである（Gordon et al. 1993, Kitagawa

1996, Doucet et al. 2001，本書の 11章）．この方法は，モンテカルロ近似

に伴うサンプリング誤差の問題は避けられないが

1. 非常に複雑なシステムに対しても実装が容易

2. 比較的高次元のシステムに適用可能

という著しい特長があり，理論，アルゴリズム，応用に関して多くの研究が

行われている．粒子フィルタのアルゴリズムおよびその応用に関しては，本

書の第 11章を参照されたい．

4 いろいろな統計計算手法

これまでは，時系列解析を中心に非線形最適化と遂次フィルタリングの統

計計算手法について紹介したが，本節では本書の統計計算編で取り上げるそ

のほかの統計計算法，すなわちEMアルゴリズム，ブートストラップ法およ

びMCMCについて概観しておく．
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4.1 EMアルゴリズム

非線形最適化のアルゴリズムの適用による汎用的パラメータ推定とやや方

向を異にするする方法としてEMアルゴリズムが提案されている（Dempster

et al. 1979，本書の 10章)．EMアルゴリズムは，欠測値を含む不完全デー

タのモデリングにおいて，非測定データの期待値計算 (E)と完全データが与

えられた下での最適化 (M)の繰り返し計算によって，最尤推定値を得るため

の統一的手法である．

時系列の場合には前節で紹介したように，状態空間モデルに基づく統一的

な尤度計算法があり，時系列構造を利用して欠測値が存在する場合にも完全

データの場合と同じ手順で尤度計算を実行できる．EMアルゴリズムはこの

ような特殊なデータ構造が利用できない場合についても，最尤推定を可能と

するものである．EMアルゴリズムは，収束のオーダは最適化法に比べて遅

いが，収束の安定性や簡単な二つのステップの繰り返しで構成され実装が簡

単であることから，欠測値だけではなく，打ち切りデータ，混合分布モデル，

潜在変数モデルなどの多くの問題に適用されてきている．状態空間モデルと

同様に，ここでも汎用性に大きな特徴がある．

4.2 ブートストラップ法

統計的推論の難しさは真の分布が未知であることに由来する．その未知の

分布のパラメータの推定の良さを評価する場合には，分布が未知であること

がいっそう問題となる．従来の数理統計学の方法では，分布形に仮定を置き，

その仮定の下で，バイアスの評価や，信頼区間の構成が行われる．

これに対して，ブートストラップ法（Efron 1979，本書の 8章)では，真の

分布関数G(x)を，データy = {y1, . . . , yn}から定義される経験分布関数 Ĝ(x)

で置き換える．この経験分布関数から生成されたデータy∗ = {y∗1, . . . , y
∗
n}は

ブートラップサンプルと呼ばれるが，ブートストラップサンプルの生成は

データ yの復元抽出と同等である．

ここで多くの場合，真の分布関数Gと経験分布関数 Ĝの関係が，経験分

布関数とブートストラップサンプルで定義される経験分布関数 Ĝ∗に反映す

ることを利用すると，推定量のバイアスや信頼区間などをブートストラップ

サンプルに基づく推定量の性質を調べることによって評価できる．詳しくは

本書の第 8章を参照．

この関係を利用して，ブートストラップ情報量規準 EICが提案されてい

る (Ishiguro et al. 1997,小西・北川 2004)．情報量規準AICは図 2において，

対数尤度のバイアス（対数尤度と平均対数尤度の差Dの期待値）を解析的
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に近似したものである．ブートストラップ法を利用するとD∗を繰り返し計

算し，その平均を求めることによって面倒な仮定をおくことなくバイアスの

評価が可能であり，ブートストラップ情報量規準EICが定義できる．EICで

は解析的評価で用いられる解析的近似を使わず，また最尤推定値を用いるこ

とを前提とせずに情報量規準を得ることができる．
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図 2: ブートストラップ法による対数尤度のバイアス推定．実際にはDとD∗

をそれぞれ 3分割する分散減少法を適用する．(小西・北川 2004より再掲)

4.3 ベイズモデリングとMCMC

現在の知的情報処理においては，モデルはデータを生成する真の構造の忠

実な複製というよりは，情報処理のための道具と考えられる．一旦，真の構

造という呪縛から開放されると，モデルは対象に関する理論，経験的知識，

データ，さらには解析の目的など様々な情報を統合して構築されることにな

る．これを実現する方法として，ベイズモデルが統計解析の主流になりつつ

ある．

ベイズモデルの実用化における障害のひとつは計算困難の問題であった．

正規モデルや共役事前分布を仮定する特殊な場合を除き，事後分布あるいは

事後分布からの標本を求めることが困難な場合が多かった．統計科学の分野

では 1980年代以降MCMC(マルコフ連鎖モンテカルロ)法が急速に普及し

た．MCMCは正規分布などの特定の分布だけではなく広範な分布に適用で
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き，しかも高次元の分布にも適用できる．これによって，事後分布の計算や

規格化定数の計算が困難な複雑かつ大規模なベイズモデルが急速に実用化さ

れ，計量経済，ゲノム解析，空間統計など様々な問題に適用されている (本

書 9章参照)．

4.4 おわりに： 実際の統計計算について

従来の科学は理論科学と実験科学の方法を車の両輪として発展してきた

が，現在では非線形系や複雑系のシミュレーションあるいは大量データの解

析の必要性から，いずれの方法においても計算への依存が高まっている．統

計科学においても全く同様である．計算によって非線形性や確率分布の評価

に伴う困難な問題を解決しようとする計算統計学には計算機の利用が不可欠

であることは言うまでもない．

近年とくに重要になってきた超大量・大規模な時系列あるいは時空間デー

タのベイズモデリングにおいては，FORTRANあるいはCで書かれたプロ

グラムを並列計算機で実行することが前提となるが，本書の統計計算編で取

り上げた方法自体はのPCでも十分実行可能である．計算統計学においては，

それぞれの問題に応じて独自に多様なモデルを構築することが必要になり，

従来型の統計ソフトウェアを使いこなすだけでは実現できないことが多い．

統計言語Rは S言語をオープンソース化したもので，世界中の専門家によっ

て新しいモデルや分析法に対応する関数が開発され続けている．ユーザが書

いた FORTRANやCのプログラムを呼び出すこともできるので，Rの関数

と組み合わせることで，さまざまなモデリングを効率的に行い，結果を効果

的に表示することができる．Rに関する情報源としては以下のようなWeb

サイトがある．

http://www.okada.jp.org/RWiki/

http://aoki2.si.gunma-u.ac.jp/R/

一方，遂次モンテカルロ法（粒子フィルタ）に関しては下記のポータルサ

イトが参考になる．

http://www-sigproc.eng.cam.ac.uk/smc/index.html

また，状態空間モデルを用いた非定常時系列解析に関しては，Web上の

解析ソフトWeb-Decompがある（佐藤 1997)．

http://ssnt.ism.ac.jp/inets2/title.html

このソフトは，ユーザとのインターフェイス部分は R言語で構築したシ

ステムで処理し，計算本体はFORTRANプログラムを呼び出して実行する．

計算はすべてサーバサイドで行われるため，適当なブラウザさえあればソフ
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トウェアのインストール等一切の操作を必要とせず，簡単に解析を実現でき

ることに特長がある．
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課題と展望
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(広島大学大学院理学研究科 名誉教授)

まず, 統計学の本質を概観し, 未来を展望する. 次に, 統計理論
と方法に関する研究において, Lindsay et al. (Ed.)(2003)で取り
上げられている, 将来直面するであろう６つの挑戦的課題につい
て解説する. さらに, それらの中の１つと関係する高次元多変量
解析問題に関しては, いくつかの話題について最近の発展を紹介
する. 本原稿は原論文の改訂版である.
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1 はじめに
統計学は, データから有用な情報を抽出することを目的にしている. とこ
ろで, データには通常不確実な要因が含まれており, それらから導かれる結
論にも不確実性が伴うが, これは避けられない. このため, 長い間統計学が
市民権を得ることができなかった. しかし, 20世紀の初め, 導かれる結論に
含まれる不確実性の程度を明らかにすることによって, データから厳密に推
論が行えるようになり, 新たな局面が開けて来た. そして, 統計学は不確実
な状況の下で最適な決定を研究する学問分野として位置づけられ, 今日利用
されている統計学の基盤が構築された. それは, 未知な量の推定（点推定,

区間推定）, 仮説検定, あるいは, 将来の出来事についての予測であったり
する.

統計学においては, これまで主として小標本の場合に, 精密理論, あるい
は, 標本数を大にしたときの漸近理論が展開され, 様々な分野へ適応されて
いる. このような推測理論は古典的推測理論ともよばれ, 竹内 (1998)はその
展開を概観している.

1960年代になりコンピュータが普及し始め，その発展が統計学の発展に
大きな影響を与えたことは周知の通りである. とくに, 計算機統計手法が
開発されたり, 最近では, 電子化された測定技術の進歩により科学の諸分野
で, 大規模なデータが蓄積され, それらの解析法の開発が重要な課題になっ
ている.

また, 最近の注目すべき傾向の１つとして, ゲノム, 金融工学, 環境問題,

ニューラルネット, パターン認識, 信号処理, データマイニングなどの分野
において, 統計学の立場から取り組むべき新しい研究課題が台頭しているこ
とが挙げられる.

統計学における, このような大きな動きに対して, 最近, 研究集会, 雑誌な
どにおいて, 統計学の今後の方向が活発に議論されている. とくに, 米国国
立科学財団 (The National Science Foundation, NSF)は 2002年 5月 6‐8日
世界各国から 50名以上の著名な統計学者を集めてワークショップ「統計学：
21世紀に対する挑戦と機会」を開催し, Lindsay et al. (Ed.)(2003)による報
告書を出版している. 伊藤 (2007)は, この報告書全般にわたって, その概要
を紹介している.

ここでは, まず, 統計学の本質を概観し, この観点から最近の動向を見つ
め, 将来を展望する. 次に, 統計理論と方法に関する研究において, Lindsay

et al. (Ed.)(2003)で取り上げられている, 将来直面するであろう６つの挑
戦的課題について解説する. ここでは, 主として複雑な構造をもつ大規模な

2
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データへの対処法が論じられている. さらに, それらの中の１つと関係する
高次元多変量解析問題に関しては, いくつかの話題について最近の発展を紹
介する. なお, 最後の節において伝統的な多変量解析の方法を簡単に紹介し
ている.

統計学における個々の分野の理論・方法や応用については, 高次元多変量
解析問題を除き触れていない. 多くの分野における展望論文を取り上げたも
のとして, Raftery et al. (Ed.)(2002)がある. この展望論文集には多変量解
析などいくつかの分野は取り上げられていないことを注意しておこう. 多
変量解析に関しては, やや古くなるが, Rao (Ed.)(1993)およびCuadras and

Rao(Ed.)(1995)に多くの展望論文がまとめられている.

なお,統計学とは何かの記述においては,藤越等 (1993, 2010),田栗等 (2007)

から引用した部分があることを断っておきたい.

2 統計学とは何か・その未来
はじめの冒頭に述べているように, 統計学は, 不確実性を含むデータに基
づいて, それらが得られた集団, あるいは, それらを発生させるメカニズム
について何らかの決定をを行うことを目的にしている. これは, 結論からそ
の前提の是非を問題にする帰納的推論である. このように, 私たちは帰納的
推論によって新しい知識を作り上げているが, データと仮説とは 1対 1の関
係でないため, それは不確実性をもった知識にならざるを得ないのである.

しかし, 1930年代になって, 結論に含まれる不確実性の程度が明らかにされ
るようになり, 帰納的推論が厳密化されると共に新たな知識の獲得法が確立
されたのである.

リスクに対処する効果的方法があみ出されたが, その本質は次のような最
適決定の問題として定式化される. まず, 与えられたデータに基づいて, 仮
説の１つあるいはそのいくつかを選び出す規則を作り, 次に, その規則にし
たがって, 特定の仮説が選ばれたときの不確実性の度合いを評価する. この
とき, 誤った決定をする割合を最小にする, もしくは誤りによる損失を最小
にするような決定を行う規則を見い出すものとして位置づけられた. このプ
ロセスにおいては, データに含まれる不確実性を数学的に記述し, 演繹的推
論が展開されていることに注意しておこう.

上記のようにして, 特定のものから一般化を行うという規則によって作り
出された知識は, 種類は異なるが, 確かな知識となる. このような新しい知
識の獲得法をRao (1977) は次の論理方程式として表している.

3
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不確実な
知　識

+
不確実性の度合い
についての知識

=
利用できる
知　識

上のことを, ある事象Aの起こる確率 θを推測する問題で具体的に考えて
みよう. 統計学ではデータに基づいて結論を下すが, 今の場合独立に何回か
実験を行い事象Aの生起を調べたデータがあるとする. 例えば, n回の実験
で事象Aが x回生じたとしよう. また, 興味ある仮説はH1 : θ ̸= 1/2である
とする. このため, H1とそれを否定した仮説H0 : θ = 1/2のいずれが真であ
るかを判定することを考える. これは仮説検定の問題であり, 定数 cを適当
に定め, |x− 1/2| ≥ cならばH1を真とする方法が考えられる. このとき, 仮
説H0が真のとき仮説H1が真であるとする誤り, すなわち第１種の誤りや,

逆に仮説H0が真でなかったときにそれを採択してしまう誤り, すなわち第
２種の誤りを犯す確率を与えることにより, 仮説が選ばれたときの不確実性
の程度を表そうとしているのである. このプロセスで用いられているのは,

演繹的な推論方法である. 検定法においては, 興味ある仮説H1 : θ ̸= 1/2を
確信をもって主張できるようにするため, 第１種の誤りを犯す確率を一定以
下に抑え, 第２種の誤りを犯す確率を最小にする決定方式を見出すことが行
われる.

統計学の本質は上に述べたような考え方にあるが, このほかの視点からも
考えてみよう. ここでは, Rao (1997)およびその翻訳書である藤越等 (1993,

2010)で述べられているなかから, いくつかを紹介することにする.

まず, 物理学, 化学, 生物, 数学などの多くの学問は, それぞれ“独自の問
題”とそれを解くための“独自の方法論”をもち, そのための独自の学問と
して確立している. 一方, 統計学は対象とする固有の問題をもたない特殊の
学問分野であって, 他の学問分野の問題を解くことによって存在し, 成長し
ていることを注意しておこう. これに関連して, L. J. Savageは次のように
述べている（藤越等 (1993, 2010)を参照).

「統計学は基本的には寄生虫である. すなわち, 他分野の研究の
上に存在している. このことは統計学への軽蔑を意味するもの
ではない. なぜなら, 多くの宿主は, 寄生虫がいなくなると死ん
でしまうからである. また, 動物によっては, 食べ物を消化する
ことができなくなってしまうからである. 統計学は人間と関わ

4

36



りをもつ多くの分野と関係しており, それらの分野は, 統計学が
なければ滅びることはしないものの, かなり弱いものとなること
は確実であろう.」

統計学には様々な側面があり, 「科学なのであろうか, それとも技術また
は芸術なのであろうか」という疑問が生じる. これに対して, 統計学はこれ
ら三者を組み合わせたものであると考えられる. まず, 統計学は, いくつか
の基本原理から導出された, 幅広いレパートリーからなる独自の手法によ
り, 真理の探究を目指しているという意味で科学である. また, 工業生産に
おける品質管理のプログラムのように, 要求された水準と安全性を維持する
ための操作システムのなかに, 統計的方法論を組み入れることができるとい
う意味では技術でもある. このような応用は, 個人や社会の行動の最適化に
対しても考えられるであろう. 統計学では帰納的推論が行われるが, その方
法論が十分には明文化されていなし, また, 議論がない訳でもない. このた
め, データからその背後にある現象のメカニズムを解明する際に, 統計家の
熟練度や経験に依存する点があり, このことから統計学が芸術であると言わ
れる.

さて, 統計学における最近の顕著な傾向として, 複雑な構造をもつ大規模
データの出現とそれへの取り組みであると述べてきたが, これについてRao

(2006)は次のように述べている.

「統計学は, これまで主として, 小標本に基づく枠組みのなかで
発展して来ている. 今日, 実験に関して自動記録装置や情報源の
増大により, 大量なデータが利用可能になって来ている. これに
よって, データベースの管理, 蓄積や検索に関して新しい問題が
提起されている. また, 技術の急速な発展により, 遺伝子研究に
おけるマイクロアレーデータ, 顔照合に関する画像データ, テロ
攻撃に対する郵便番号認識や初期警告システム, のように新たな
タイプの実験や測定が求められている. さらに, 食料店, 銀行な
どにおいては膨大なデータが蓄積され, これらの中から有用な情
報を抽出することが望まれている.統計家にとって, 問題解決の
ための, 新しい方法を創造したり, あるいは, 統計学の広がりを
発展させたり, 多くのわくわくする可能性が与えられている.」

ここで生じている新しい問題は, 新しいタイプのデータの出現によるもの
であることに注意しよう. 統計学の未来は, 大規模データのような新しいタ
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イプのデータの出現に係わっていて, とりわけ, 他の学問分野における研究
者と統計家のコミュニケーションに係っていると言える.

ところで, 統計学においては, 統計的モデルの導入や推測法において, 度
数論的接近法とベイズ的接近法があり, 必ずしも議論がない訳でもない. し
かし, 新たなタイプのデータへの取り組みを通して, これらの問題点が明ら
かにされることが期待される.

3 挑戦的課題
統計学の研究には, データによる現象解明を体系的に行うための基礎的な
ものから, その方法を種々の学問分野に適用し, 当該分野へ本質的に貢献す
るものまである. これらの研究活動は, いわゆる統計理論・方法と応用に大
別される. ワークショップ「統計学：21世紀に対する挑戦と機会」における
Lindsay et al. (Ed.)(2003)による報告書の中では, 統計の理論・方法に関す
る研究活動を「統計学の中核」(the core of statistics)とよび, これに関して
６つの挑戦的課題を挙げている. これらの課題の概要は, 伊藤 (2006)によっ
ても紹介されているが, ここでは若干のコメントを加えながら, より詳しく
紹介する.

今後の重要課題をリストするに当たって, いくつかのコメントが与えられ
ている. まず統計学における課題は, 他の学問分野におけるものとは異なる
ことが注意されている. 例えば, 数学の場合には, これまで長く挑戦されて
いる有名な問題をリストすることに焦点が当てられるが, 統計学の場合の課
題は常に, 新らたなデータ構造の出現とか, あるいは, 新しい計算ツールの発
展とに関係して現れている. また, 実験科学の場合は問題解決に向けて, 巨
大な費用が絡んでくるが, この点も異なっている. 統計学の分野において今
後の最重要課題が何であるかを予測することは, 他の分野と比べいっそう困
難であろうと指摘している.

このような理由から, 統計学の今後の研究において重要なことは, 変化に
対して柔軟に対応する基本原理を維持し, 同時に本質的に異なった技法の集
まりにならないようにすることであると報告書は指摘している.

現代の統計理論・方法の研究分野を促進するような, いくつかの課題を取
り上げることができるであろう. とくに, 多くのパラメータ, 種々の規模, 複
雑な従属性をもつ大規模データを扱うための, 基本的考え方と漸近的近似理
論の発展にチャレンジすべきであるとしている. 具体的には、以下の６つの
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重要課題を取り上げ, 簡単な説明が与えられている.

(i) 統計データの規模の拡大
従来統計データ解析は, 小標本に基づくものが中心であったが, これから
はデータの規模が爆発的に増加し, いわゆる大規模データの解析が重要に
なると指摘している. 統計家の増加は１次的で, 統計解析家の増加は２次的
であるのに比べ, データの規模の増加は指数的であると考えられる. Huber

(1994)はデータの規模を

極小 (tiny)102, 小 (Small)104, 中 (medium)106,

大 (large)108, 巨大 (huge)1010

と分類しているが, すでにより大規模な分類も必要になってきていると指摘
している.

また, 100以下のデータセットさえ, あらゆる問題が解決されている訳で
はないが, 今後は, 各規模の問題に挑戦する必要があるとしている. この場
合, 各規模での研究に加え, 理解の深さのみならず, 一般化可能性, スケイラ
ビリティーやロバストネスに関する問題およびそれらの混合が, データの規
模や与えられた条件によってどのように変わるかも問題になるであろう. さ
らに, 大規模データを扱う際の計算機上などの問題についても挑戦する必要
があることも指摘している.

(ii) 統計データの縮小 (reduction)と圧縮 (compression)

統計データを当面の問題の解析に必要な少数個の統計量に縮小する方法
には, Fisherによる, 十分統計量，補助統計量，条件付推測，変数変換，枢
軸法, 漸近的最適性, 不変性等の概念が考えられている (詳しくは本書収録
の竹村論文を参照). しかし, 新たな縮小法が重要になると指摘している.

例えば, モデル選択，予測，分類等の分野では新しい考え方が必要であり,

その一つがデータの圧縮であると指摘している. それはデータの構造をよ
り良く理解するためデータを出来るだけコンパクトに圧縮して保存し，必
要ならばそれを還元してもとの情報を殆ど完全に復元するという考え方で
ある．
なお, 多変量の多くの手法はデータの縮小法と関係して, これに関連した
圧縮問題も重要であることを補足しておきたい.

(iii) 機械学習とニュウラル・ネットワーク
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工学技術者などによって開発された特定目的のための計算機手法が発展
している. とくに, 機械学習研究グループによって開発されている大量で複
雑なデータの解析法を統一して統計学の理論・方法の研究課題として取り
上げなければならないと指摘している．ここで, 学習と言う用語は, システ
ムやモデルに含まれるパラメータをデータに適合するように逐次更新する
と言う意味に用いられている. この種の研究においては, モデルあるいは構
造の構築に基づくべきであって, それらは与えられたデータに対する評価の
みならず, リスクを用いて評価されるべきであると指摘している.

例えば, 回帰型問題における階層型ニュウラル・ネットワークモデルにつ
いて考えてみよう. まず, 脳の情報処理を模したモデルが用いられているが,

これはある種の非線形回帰の問題に他ならないこと注意しておこう. しか
し, その回帰式には非常に多くのパラメータが含まれ, また, パラメータ空
間には同一の回帰式を定義する領域があるなど, 典型的な非線形回帰モデル
とは異なっていることが指摘される. したがって, このような点を考慮した
統計理論の展開が期待されている.

(iv) 高次元小標本多変量解析
多くの重要な応用において, 標本数 nより次元数 pが大きいデータが生じ
ている. 例えば,DNAマイクロアレイ, 関数データ, スペクトル，画像, など
である. DNAマイクロアレイのデータでは, 種々の遺伝子が変数となるの
でその次元数は数千のオーダーになるが, 標本数は高々100程度である. こ
のため, p＞＞ nの場合の多変量解析の手法が必要になるであろうと指摘し
ている. 一般に, n < pであると, 標本共分散行列が特異になり, 方法によっ
ては伝統的な手法が使えなくなるなどの問題が生じる.

この種の問題は, 数理物理学の分野で過去 40年に渡り発展してきている
確率行列論と関係していて, そこでの考えを高次元問題において役立たせる
必要があると述べている. 高次元問題の 1つとして, 変数の数と標本数が共
に大きなデータの場合, 通常の主成分や正準相関などにおける次元縮小法が
どんな意味をもつかを明らかにする問題がある.

pと nの両方を大きくした高次元漸近的枠組での近似が, pを固定し nを
大にする伝統的な漸近的枠組での近似より, より役立ち, また, 多くの情報
を含んでいると言う結果もある. この例として, 主成分分析における最大固
有値の帰無分布, すなわち, Sがウィシャート分布Wp(n, σ

2Ip)に従うときの
Sの最大固有値の分布 (Johnstone (2001))を挙げている.

高次元小標本問題に関しては, 最近かなりの発展が見られるので, 次節で
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詳しく取り上げている.

(v) ベイズ的接近法と“偏りのある (biased)”推定
最近, ベイズ法が著しく発展して来ている. これは, 1990年代に開発され
た革命的な計算技術と計算能力により, 広範囲にわたるモデルに対してベ
イズ的接近法の適用が可能になったことによる．これに関連して, 来るべき
研究課題として, ベイズ的手法と現代的ノンパラメトリック・セミパラメト
リック手法との関係を探求することが重要であるが, とくにベイズ的接近法
と度数論的接近法を組み合わせた手法も視野に入れる必要がある.

　また，多くの変数をもつ大規模データのモデルにおいては従来の不偏推
定の意味は重要でなくなり，新しい“偏りのある”推定の理論の開発が必
要となるであろうと指摘している．これは, 非常に大きな変数をもつ大規模
データの場合における不偏推定量は複雑になり、また大きく変動するので,

それほど重要でなくなるであろうと指摘している.

(vi)　論理的証明と計算機実験の中間点
論理的証明のペースは余りにも遅いが, 一方, 計算機実験による検証は, 一
般的に余りにも自由で説得力に欠けた点もあり, 沼地のようなものである.

両者の間に何らかの中間点を見出すことが重要であると指摘している. 統計
的方法の開発においては, 論理的に証明されていない問題が多く残されてい
る. これは, 証明が困難であることと, 証明自体は２次的関心であることに
よる. その一例として, 混合分布モデルの識別問題を挙げている. 混合分布
モデルの場合, パラメーターの値が異なっても混合分布モデルとしては同じ
であるという識別不能が生じるが, このような場合の統計理論の開発には多
くの未解決問題が残されている.

一般に, 論理的な厳密証明を強く要求すれば、統計学の種々の分野におい
て発展が遅れる可能性が生じる. 一方, 若干の数値的な検証で結果の妥当性
を認めるとなると, 多くの混乱を来たすことになるであろう. したがって,

両者の中間点を見出す必要があるとしている.

論理的証明が遅れた別な例として, 多変量正規線形仮説の尤度比基準の
漸近展開がある. その結果は 1949年に求められ, 雑誌にも掲載されている.

しかし, その漸近展開の妥当性の論理的証明が与えられたのは約 30年後で
ある.
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4 高次元多変量解析
多変量データの変数の数を pとし, 標本数を nとする. 多変量解析におい
ては, 検定統計量などの分布が必要になるが, その基礎分布が多変量正規分
布でも正確に求めるのが困難である場合が多い. このため, 漸近理論に基づ
く推測法が考えられている. その際, pを固定し, nを大にしたときの大標本
の枠組みで調べられている.

一般に, 変数の数 pが大きい場合には高次元データあるいは高次元多変量
解析とよんでいる. 狭い意味の高次元データは, n << pの場合であって, 例
えば,第３節の (iv)高次元小標本多変量解析において述べたように, DNAマ
イクロアレイデータにおいては,変数は遺伝子であるが,その数は数千のオー
ダーで, 標本数は高々100である. ファイナンスデータにおいても, 種々の銘
柄の株価を扱う場合, 変数の数は千程度になる. 一方, 高次元データの場合,

冗長的変数を除いた分析も行うので,“p ∼ n & p < n”や,“p ∼ n & n < p”

の場合も重要となる.

最近, このような高次元の状況で, 伝統的な推測法の振る舞いを調べたり,

あるいは, 高次元特有の推測法が提案されている. 以下では, いくつかの話
題を取り上げ紹介する.　

4.1 p ∼ n & p < nの場合

多変量解析の伝統的推測法においては, pを固定しnを大きくした,いわゆ
る大標本の枠組での漸近理論が展開されて来た. このような結果は p << n

の場合には有効であるが, pが増えるにつれて利用できなくなると言う問題
点がある. 例えば, 統計量の漸近分布について大雑把であるが, n = 100の場
合, p ≤ 10であれば有効であろう. しかし, 以下で数値例で見るように, 例
えば, 正準相関係数の信頼区間を構成する場合, pが 10より大きくなると近
似は段々と悪くなり, p = 20では使えなくなる場合もある. このような場合

c = p/n→ c0 ∈ (0, 1)

とした高次元の枠組での近似を求めと, 非常によい近似が得られることが
分って来ている. なお, p/nがある一定値に近づくという高次元漸近理論の
枠組みの始まりは古く 40年前に遡る (Bai (1999)を参照). ここでは, 標本共
分散行列の固有値の経験分布関数についてその漸近的挙動が研究されてい
る. p次元対称確率行列 Snの固有値を ℓ1 ≥ · · · ≥ ℓp とし, これらの固有値
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に関する経験分布関数を

Fn(x) =
1

p
♯{ℓi : ℓi ≤ x}

とする. ここに, ♯{·} は指示された集合内の要素の数を表す. 経験分布関数
Fn(x)がF に収束するとき, F は Snの極限スペクトル分布関数とよばれる.

行列 Snは

Sn =
1

n

n∑
i=1

X iX
′
i

で与えられるものとする. ここに, X i = (Xi1, . . . , Xip)
′ , Xijは独立同一分

布に従う確率変数で, 平均 0, 分散 σ2 をもつものとする. 行列 Snの定義に
おいては, 各データから標本平均が引かれていなく, 標本分散行列とは異な
るものである. しかし, Xij が正規分布に従う場合は, Snの分布は自由度 1

の違いがあるが, 本質的には標本共分散行列の分布と同じであることを注意
しておく. このとき, c = p/n→ c0 ∈ (0, 1)のもとで

Fn → F, a.s.

が成り立つ. ここに

f(x) =
dF (x)

dx
=

{
1

2πcxσ2

√
(x− a)(b− x), (a < x < b),

0, (その他)

で, 定数 a, bは a = (1−
√
c)2σ2, b = (1 +

√
c)2σ2 で与えられる. また, a.s.

はその収束性を表し, 概収束あるいは確率 1での収束である. このような研
究は, 数理物理学の分野における確率行列に関する理論に端を発し, その後,

多変量研究者によってさらに発展している. 詳細は, Bai (1999)による総合
報告を参照されたい.

スペクトル分布は, 経験分布関数を用いて表せる統計量

Tn ≡ 1

p
{ϕ(ℓ1) + · · ·+ ϕ(ℓp)}

=

∫ ∞

0

ϕ(x)dFn(x)

の高次元枠組みのもとでの挙動を求めるのに利用できる. すなわち, 統計量
Tnは適当な正則条件のもとで漸近的に∫ ∞

0

ϕ(x)dF (x)
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に概収束することがわかる.

基礎分布が正規分布N(0, σ2)に従うとき, nSnはウィシャート分布
Wp(n, σ

2Ip)に従う. このとき, Johnstone (2001)は最大固有値 ℓ1の極限分布
を与えている. 極限分布関数は Painlevé II型微分方程式の解を用いた積分
表示として表されている. このような分布関数はTracy and Widom (1996)

によって発見された. また, MANOVAの最大固有値の極限分布に関しても
同様な極限分布が導出されている (Johnstone (2008)).

次に, 主成分分析における小さい固有値の同等性に関する尤度比統計量の
分布を考える. SをN(µ,Σ)からの大きさNの標本に基づく標本共分散行列
とし, S およびΣの固有値をそれぞれ ℓ1 > · · · > ℓp > 0, λ1 ≥ · · · ≥ λp > 0

とする. このとき, 仮説検定問題

H0 : λq+1 = · · · = λp = λ

の検定に対する尤度比基準は, m = p− qとおくとき

V =

p∏
j=q+1

ℓj

/{
1

m

p∑
j=q+1

ℓj

}m

で与えられる.

pを固定して N を大きくすると，統計量 −cm,n log V は漸近的には自由
度m(m + 1)/2 − 1の χ2 分布に従う (Anderson (2003)). ここで，cm,n =

{n− (2m+ 1 + 2/m)/6 + λ2
∑q

j=1(λj − λ)−2}, n = N − q − 1 である．
nはmより大きいという状況において, nとmを同時に大きくしたとき
の尤度比統計量 log V の漸近分布については, Fujikoshi et al. (2007)による
次の結果がある．高次元漸近的枠組として, 次を仮定する.

C(0): c = m/n→ c0 ∈ (0, 1).

C(1): λj = O(n), ρj = λj/ tr Σ ∈ (0, 1), j = 1, . . . , q.

このとき, Zm,n = (log V − µm,n)/σm,nの帰無分布は標準正規分布に収束す
る．ここで

µm,n = m logm−mψ
(mn

2

)
+ ψm

(n
2

)
,

σ2
m,n = ψ′

m

(n
2

)
−m2ψ′

(mn
2

)
であり，ψ()はディガンマ関数，ψm(a) =

∑m
j=1 ψ

(
a− 1

2
(j − 1)

)
である．
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両者の近似の精度を把握するため, シミュレーション実験が試みられて
いる．帰無仮説 H0の下では，一般性を失うことなく共分散行列の共通な
最小固有値を 1とし，最初の q 個の固有値を λj/λ, j = 1, . . . , q として
よく，以下では λj/λを単に λj としている．シミュレーションでは，λj =

ρjm/(1 −
∑q

k=1 ρk), j = 1, . . . , qとしている．また, N = 100, q = 2, ρ1 =

0.56, ρ2 = 0.24としたときに，1, 000, 000回のシミュレーションからパーセ
ント点を求め，それを正規近似およびカイ 2乗近似に当てはめたものである．

表 4.1. Zm,nの正規近似を用いたときの実際の確率
真の確率 0.01 0.05 0.5 0.95 0.99

p =10 0.004221 0.040958 0.539795 0.934835 0.976473

p =20 0.008586 0.055513 0.567381 0.965133 0.994144

p =30 0.009937 0.057897 0.569441 0.969330 0.995520

p =40 0.010770 0.059437 0.568486 0.970095 0.995647

p =50 0.010816 0.059819 0.564065 0.969164 0.995477

p =60 0.011114 0.058948 0.558578 0.967603 0.994904

p =70 0.010960 0.057867 0.551711 0.965076 0.994227

表 4.2. −cm,n log V の χ2近似を用いたときの実際の確率
真の確率 0.01 0.05 0.5 0.95 0.99

p =10 0.009442 0.048169 0.492684 0.947871 0.989367

p =20 0.003045 0.029127 0.455016 0.941857 0.988261

p =30 0.003502 0.031534 0.474136 0.949255 0.990242

p =40 0.005802 0.043735 0.534003 0.963756 0.993736

p =50 0.013744 0.081291 0.654368 0.982864 0.997706

p =60 0.051688 0.200582 0.831919 0.996581 0.999688

p =70 0.254373 0.551445 0.974300 0.999999 1

これらの結果より高次元近似は p = 10の場合を除けば χ2近似より優れ
ていることがわかる．また, 大標本近似は, 固定されたN に対し pの値を増
やしていくと悪くなっていくことがわかる．
正準相関係数の関数の分布についても高次元漸近分布が求められている

(Fujikoshi and Sakurai (2009)). 大きさN = n + 1の正規標本に基づく, p
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次元変数と q次元変数との間の第 i標本正準相関係数を riとし, 対応する母
集団正準相関係数を ρiとする. ρiは単根であるとする. よく知られている
ように, 次元数 p, qを固定し, 標本数N → ∞とすると

√
n
{
f(r2i )− f(ρ2i )

}
→ N(0, σ2(ρ2i )), in dist.

となる. ここに,“ in dist."は分布収束を意味し, σ2(ρ2i ) = 4ρ2i (1−ρ2i )2f ′(ρ2i )
2

である.

高次元漸近枠組として: q; 固定, p → ∞, m = n − p → ∞, c = p/n →
c0 ∈ (0, 1) を仮定する. このとき

√
n
{
f(r2i )− f(ρ̃2i )

}
→ N(0, τ 2(ρ̃2i )) in dist.

となる. ここに, ρ̃2i = ρ2i + c(1− ρ2i ), τ
2(ρ̃2i ) = 2(1− c)(1− ρ2i )

2[2ρ2i + c(1−
2ρ2i )]f

′(ρ̃2i )
2 である. 高次元の結果において, c = 0とすれば ρ̃2i = ρ2i , τ(ρ̃

2
i ) =

σ(ρ2i )となり, 大標本の結果と一致することがわかる.

漸近分散がパラメータに依存しなく 1となる変換は

z =
1

2
log

1 +
√
r2i − c(1− r2i )/(2− c)

1−
√
r2i − c(1− r2i )/(2− c)

である. 実際, zの定義式において, r2i を ρ̃2i で置き換えたものを ζとすると√
n(1− c)/(1− c/2)(z − ζ) → N(0, 1) in dist.

である. この結果において, c = 0とすれば, よく知られた Fisherの z-変換
とその大標本漸近結果

√
n

{
1

2
log

1 + ri
1− ri

− 1

2
log

1 + ρi
1− ρi

}
→ N(0, 1) in dist.

を得る. これらの漸近的結果を用いて信頼区間を構成することができる. 近
似の精度をシミュレーションによって数値的に調べた結果が表 4.3に与えら
れている. 数値実験は, q = 3, ρ1 = 0.9, ρ2 = 0.5, ρ3 = 0.3で, N, pは表 4.3

で与えられる. 高次元の場合の z−変換では, r2i < c/2のとき根号内が負に
なるが, そのときには絶対値で置き換えることにし, 表では ∗印を付けてい
る. この結果, N, pおよび母集団正準相関係数に関するほとんどの領域にお
いて, 高次元近似が大標本近似よりよいことが見て取れる.
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表 4.3. z−変換を用いたときの 95信頼区間に対する実際の信頼係数

ρ1 = 0.9 ρ2 = 0.5 ρ3 = 0.3

N p 大標本 高次元 大標本 高次元 大標本 高次元

50

3 0.917 0.939 0.933 0.956∗ 0970 0.915∗

7 0.852 0.935 0.813 0.958∗ 0.937 0.839∗

17 0.495 0.925 0.173 0.947 0.252 0.890∗

27 0.095 0.902 0.001 0.917 0.003 0.929∗

37 0.001 0.809 0.000 0.849 0.000 0.958∗

100

3 0.935 0.945 0.946 0.956 0.956 0.867∗

7 0.909 0.945 0.895 0.958 0.949 0.886∗

17 0.764 0.943 0.565 0.959 0.544 0.910∗

37 0.233 0.939 0.007 0.953 0.002 0.931∗

47 0.061 0.934 0.000 0.945 0.000 0.941∗

67 0.000 0.912 0.000 0.916 0.000 0.955

高次元の枠組での漸近分布あるいは漸近展開に関する結果として,この他,

線形判別関数, MANOVA検定統計量・固有値,共分散行列の検定に関する結
果もある (Fujikoshi (2000), Fujikoshi et al. (2008), Ledoit and Wolf (2002),

Wakaki, Fujikoshi and Ulyanov (2003), など).

4.2 p ∼ n & n < pおよびn << pの場合

次元が標本数より大きくなると, 多くの場合伝統的な推測法は適用できな
くなる. その主な要因は標本共分散行列や群内平方和積和行列が特異行列に
なることによる. したがって, 高次元推測法の開発には, 特異行列になる行
列を Sとするとき

(1) |S |に関連した部分を trSに置き換える (Dempster (1958)),

(2) リッジ法・罰則付法, 正則化法を利用 (Friedman (1989), Hastie, Buja

and Tibshirani (1994), Ghosh (2003)),　

(3) Sの逆行列をMoore-Penrose逆行列S+に置き換える (Srivastava (2006)),
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などの工夫がが行われている. このような推測法の性質を調べるには, 高次
元の枠組 p/n→ c ∈ (1,∞)での漸近理論が重要になる. なお

lim
p/n→c

と lim
n→∞

lim
p→∞

は必ずしも等しくはなく, 注意を要する. 一方, 高次元の場合, 多くの変数の
中から有効な変数を如何に見出すかの変数選択の問題は益々重要となる.

Fisherによる正準判別分析法を高次元の場合へ拡張する方法を紹介してみ
よう. 今 p次元ベクトル変数X = (X1, . . . , Xp)

′に基づく q群の判別分析を
考える. n個の独立な観測値x1, . . . ,xnについて, 最初の n1個は第 1群に属
し, 以下同様に最後の nq個は第 q群に属するものとする. Fisherによる最初
のm(≤ min(k − 1, p))個の判別関数 h′

iXの係数ベクトルH = [h1, . . . ,hm]

は回帰の枠組みにおいて最適数量化法を考えることによって次のように求め
られる. Zを n個の個体がどの群に属しているかを表している 0, 1要素から
なる n× qの計画行列とする. このとき, 各群のm次元数量化はΘを q ×m

のパラメータとしてY = ZΘと表せる. そこで, 基準量

A = A(Θ, H) = tr(ZΘ− XH)′(ZΘ− XH)

を考える. ここで, データの平均ベクトルはゼロになるように基準化されて,

Y = ZΘも中心化され各列は互いに直交しているとする. このとき, 基準量
A(Θ,H)をΘ,Hに関して最小化することによって Fisherの判別関数が求め
られる. このような回帰のアプローチを利用すると, X = (X1, . . . , Xp)の代
わりに変換変量

T : X → T = (T1(X), . . . , Ts(X))′

に基づく判別関数が導入される. また, 罰則付き基準

A∗ = A∗(Θ, H, λ) = tr(ZΘ− XH)′(ZΘ− XH) + trH′ΩH

を用いれば, 正則化判別法になる. ここに, Ω = λIp. 応用等については
Ghosh (2003)などを参照されたい.

高次元の場合の 2群の判別法に関しては, 線形判別関数の修正を含め多く
の方法が提案されている. Dudoit et al. (2002)は数値実験により比較検討
し, 対角線形判別法がよいふるまいをすることを指摘している. 対角線形判
別法は, 線形判別関数において合併共分散行列 S = (Sij)を

DS = diag(S11, . . . , Spp)
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で置き換えた判別関数を用いる判別法である. Srivastava and Kubokawa

(2007)は Sを経験ベイズ推定量

Σ̂B = c

(
S +

trS

min(n, p)
Ip

)
で置き換えた判別法がよりよいふるまいをすることを指摘している.　ここ
に, Σ̂−1

B はΣ−1の経験ベイズ推定量で, cは定数である.

検定問題については, Fujikoshi, Himeno and Wakaki (2004), Fujikoshi et

al. (2010), Ledoit and Wolf (2002), Schoot (2005, 2005), Srivastava (2007)

などを参照されたい.

4.3 高次元グラフ表現

高次元小標本データを p次元空間における n個のベクトルあるいは点と
みなすことにする. このとき, 通常の漸近理論とは異なって, 標本数 nを固
定し, 次元数 pを大きくした場合の高次元小標本データベクトルの漸近的挙
動を問題にする. Hall et al. (2005)はこれらの n個の点は正則な単体の頂点
に近づき, ランダムネスは頂点間の回転に集約されることを示している. よ
り正確には, p次元変量X = (X1, . . . , Xp)

′を考える. ここに, X1, . . . , Xpは
互いに独立でN(0, 1)に従うものとする. Xについての大きさ n個の無作為
標本を

X i = (Xi1, . . . , Xip)
′, i = 1, . . . , n

としたときに, X iの長さ, X iとXj(i ̸= j)との距離, また, X iとXj との
成す角に対して, p→ ∞ における挙動について, 次のことが示されている.

(1) ∥X i∥ =
√
p+O(1), i = 1, . . . , n.

(2) ∥X i −Xj∥ =
√
2p+O(1), i, j = 1, . . . , n, i ̸= j.

(3) ang(X i,Xj) =
1
2
π +O(p−1/2), i, j = 1, . . . , n, i ̸= j.

ただし, ∥ · ∥は, ユークリッド距離とする. (2)より, 無作為標本における各
対の長さは近似的に等しく, また、(3)より各対の角度は近似的に 90度であ
ること示している.

この結果は, 次の３つの条件のもとで非正規の場合に拡張される.

(C1) すべての成分に関して, ４次モーメントは一様有界.
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(C2) 定数 σ2に対して, 1
p

∑p
k=1Var(xk) → σ2.

(C3) ρ mixing条件;

r → ∞とき, sup
|i−j|≥r

|E(XiXj)| ≤ ρ(r) → 0

をみたす.

条件 (C3)をさらに緩めた結果については, Ahn et al. (2007)を参照され
たい.

これらの性質は, ２群の p次元判別問題に応用できる. 母集団Π1,Π2にお
ける p次元変数をX,Y とする. X は上記の条件をみたし, 同様に Y もそ
の条件をみたすとする. ただし, (2)におけるパラメータ σ2は τ 2とする. さ
らに, ２群は

1

p

p∑
k=1

{E(Xk)− E(Yk)}2 → µ2

をみたしているとする. 今Xについての大きさ nの標本X1, . . . ,Xnと, Y

についての大きさmの標本 Y 1, . . . ,Y mが与えられいるとする. このとき,

σ2/n ≥ τ 2/mを仮定すると,

µ2 > σ2/n− τ 2/m

の場合, 新しいデータが線形な超平面によって正しく母集団Π1に属してい
ると分類される確率は p→ ∞のときに, 1に収束する.

各群の確率分布が複雑な非正規分布をしている場合の判別法の１つとして,

サポートベクターマシン法がある (詳しくは Hastie, Buja. and Tibshirani

(1994)などを参照). これは p次元多変量変数X = (X1, . . . , Xp)
′から新た

な変数 h1(X), . . . , hm(X)を構成し, これらの１次式

b0 + b1h1(X) + · · ·+ bmhm(X)

をもとにした判別法である. ここで, 係数 b0, b1, . . . , bmは初期データをでき
るだけ分離する考え方の１つであるマージン基準にもとづいて数値的に決
められる. このような判別法における変数の数はmであって, 高次元になる
と考えられる. したがって, 上記のような判別に関する高次元漸近的結果を
サポートベクターマシン法へ応用することが期待される.
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5 付録: 多変量解析の基礎
多くの個体 (被験者)について, 2つ以上の変数の測定値が与えられたとき
の分析法は多変量解析とよばれる. 多変量解析においては, 各変数間の相関
関係を利用して, 個々の変数だけの分析では得られない新たな情報を得るこ
と目指している. ここでは, 第４節の話題と関連するいくつかの伝統的な多
変量解析法について解説する. これらについてのより詳細な記述に関して
は, 多変量解析の専門書Anderson (2003), Siotani et al.(1985), 塩谷 (1990),

Fujikoshi et al.(2010)などを参照されたい.

5.1 主成分分析

p個の変数X1, . . . , Xpをまとめて p次元確率ベクトルX = (X1, . . . , Xp)
′

として表す. Xの平均ベクトル, 共分散行列はそれぞれ

E(X) = µ = (µ1, . . . , µp)
′, Var(X) = Σ = (σij)

として定義される. ここに, E(Xi) = µi,Cov(Xi, Xj) = σijである.

主成分分析は, X の変動をできるだけ少数個の主成分とよばれる変換変
数で説明することを目的にしている. 主成分は元の変数の平均のまわりの１
次結合 γ1(X1 − µ1) + · · ·+ γp(Xp − µp)を考え, その分散が最大になるよう
に決められる. このとき, 係数を大きくすると分散はいくらでも大きくなる
ので, 係数の 2乗和が 1であるという条件のもとで分散が最大になるように
する. このようにして第 1主成分が定まる. 次に、この主成分とは無相関な
ものの中から分散が最大になるものを定める. 以下, この手続きを繰り返し
て p個の主成分が定義されるが, これらは次のように与えられる. Σ の固有
値を λ1 ≥ . . . ≥ λp > 0 とし, 対応する正規直交固有ベクトルを γ1, · · · ,γp

とする. すなわち

Σγi = λiγi, γ ′
iγj = δij, i, j = 1, . . . , p

をみたす. ここで, δijはクロネッカーのデルタとよばれる記号であって, i = j

のとき 1, i ̸= jのとき 0を意味している. このとき, 第 i母集団主成分は

Yi = γ1i(X1 − µ1) + · · ·+ γpi(Xp − µp) = γ ′
i(X − µ) , i = 1, · · · , p

で定義される. ここに, γi = (γ1i, . . . , γpi)
′である. 第 i固有値 λi が単根で

あると，第 i主成分は符号を除いて一意的に定義される．しかし，重根の場
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合にはそれに対応する主成分は一意的ではない．主成分について

E(Yi) = 0, Var(Yi) = λi, Cov(Yi, Yj) = 0 (i ̸= j)

が成り立つ. 第 i番目の固有値 λiは第 i主成分 Yiの重要度を表し, λi/(λ1 +

· · ·λp) は第 i主成分の寄与率とよばれる. 最初の q個の主成分よって説明さ
れる割合は

(λ1 + · · ·+ λq)/(λ1 + · · ·+ λp)

であって，これは第 q主成分までの累積寄与率とよばれる．第 i主成分と元の
変数との関連の度合いは,基準化変数の係数の絶対値 |γ1i|

√
σ11, . . . , |γpi|

√
σpp

が目安にになる. 他の基準としては, 主成分 Yiと変数Xjの相関係数

ρ(Yi, Xj) =
Cov(Yi, Xj)√
Var(Yi)Var(Xj)

=

√
λjγji

√
σjj

が用いられる. ρ(Yi, Xj)は主成分 Yiの変数Xjへの因子負荷量とよばれる.

N = n+ 1(≥ p)個の標本に基づく標本ベクトル，標本共分散行列をそれ
ぞれ X̄，S とする．S の固有値を ℓ1, · · · , ℓp (ℓ1 ≥ · · · ≥ ℓp > 0) とし, 対応
する正規直交固有ベクトルを h1, · · · ,hp とする. このとき，第 i標本主成
分は

Yi = h1i(X1 − X̄1) + · · ·+ hpi(Xp − X̄p) = h′
i(X − X̄) , i = 1, · · · , p

で定義される．ここに, hi = (h1i, · · · , hpi)′である. これまで母集団主成分
の性質を述べてきたが, 標本主成分の場合も, 平均や分散を標本平均や標本
分散に置き換えることによって, 同様な性質が導出される. また, 標本の場
合の累積寄与率は λiを ℓiで置き換えればよい.

各個体について主成分の値 (得点)が定義される. 個体 iの第 j主成分得
点は

Yij = h1j(Xi1 − X̄1) + · · ·+ hpj(Xip − X̄p)

= h′
j(X i − X̄) , i = 1, . . . , n; j = 1, . . . , p

で定義される. 主成分得点を利用して, 各個体を低次元空間へ配置し, そこ
からデータの背後に潜む構造を探ることが試みられる. 例えば,第１主成分
と第 2主成分を用いた２次元空間への配置の場合, 個体 jの座標は (Yj1, Yj2)

である.
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主成分分析においては, 何個の主成分を用いればよいかを決めることは重
要な課題である. １つの目安は標本累積寄与率を求め, それが例えば 0.8を
越えたときの主成分を用いることである. また, 小さい固有値の同等性仮説
λq+1 = · · · = λpを, 与えられた q (0 ≤ q < p − 1)に対して検定することが
考えられている. さらに, このような仮説関して, 適切な qを決めることも
試みられている.

5.2 正準相関分析

２つの多変量変数X = (X1, · · · , Xp)
′とY = (Y1, · · · , Yq)′ との相関関係

を最も簡潔に表す方法として, 正準相関分析法がある. 以下では一般性を失
うことなく，p ≤ qとし

Var(

(
X

Y

)
) = Σ =

(
Σ11 Σ12

Σ21 Σ22

)
.

とする．X,Y の１次結合

ξ = α1X1 + · · ·+ αpXp = α′X, η = β1Y1 + · · ·+ βqYq = β′y

を考える. ここに, α = (α1, . . . , αp)
′, β = (β1, . . . , βq)

′である. このような
１次結合のうちで, 以下の (1), (2), (3)をみたす１次結合

ξi = α′
iX, (i = 1, · · · , p), ηj = β′

jY , (j = 1, · · · , q)

を定めることができる. ここに, αi = (α1i, . . . , αpi)
′, βj = (β1j, . . . , βqj)

′で
ある.このとき, 一般性を失うことなく, Var(ξ) = 1,Var(η) = 1としてよい
ので, これを仮定する.

(1) ρ(ξ1, η1) = maxα, β ρ(ξ, η).

(2) k ≤ pのとき，条件ρ(ξ, ξi) = ρ(η, ηi) = 0, i = 1, · · · , k − 1のもとで
ρ(ξ, η)がα,βに関して最大になるのは，α = αk, β = βkのときで
ある.

(3) k > pのとき, ρ(ηk, ηi) = 0, i = 1, · · · , k − 1.

このような ξi = α′
ix, ηi = β′

jyに対して，ρ(ξi, ηi) = ρiとおく．このとき，
ρ1 ≥ · · · ≥ ρp ≥ 0で, ρi を第 i正準相関係数，(ξi, ηi) を第 i正準相関変

21

53



数という．p = q = 1の場合の正準相関係数は相関係数の絶対値に等しく,

p = 1 < qの場合には重相関係数に等しい.

正準相関係数２乗 ρ21 ≥ · · · ≥ ρ2p は固有方程式

| Σ12Σ
−1
22 Σ21 − ρ2Σ11 |= 0

の解である．また，係数ベクトルαi,βjはそれぞれ固有値問題

Σ12Σ
−1
22 Σ21αi = ρ2iΣ11αi, α′

iΣ11αj = δij,

Σ21Σ
−1
11 Σ12βj = ρ2jΣ22βj, β′

iΣ22βj = δij

の解である．ここに，ρp+1 = · · · = ρq = 0 とする．
ゼロでない正準相関係数の個数は, rank(Σ12)に等しく, 正準相関の次元と
よばれる. 一般に, 最初の k個の正準相関変量によって説明される度合いは

(ρ21 + · · ·+ ρ2k)/(ρ
2
1 + · · ·+ ρ2p)

で定義され, 最初の k個の正準相関変量の累積寄与率とよばれる．
２つの多変量変数X = (X1, · · · , Xp)

′と Y = (Y1, · · · , Yq)′ について, 大
きさN = n + 1の標本に基づく標本共分散行列を S , 標本相関行列をR と
し, 次のように分割する.

S =

(
S11 S12

S21 S22

)
, R =

(
R11 R12

R21 R22

)
.

ただし, S12 : p× q, R12 : p× q. 標本正準相関変数は母集団正準相関変数に
おいて, 平均ベクトルµ, 共分散行列Σをそれぞれ標本平均ベクトル X̄, 標
本共分散行列Sで置き換えて定義される. なお, 基準化変数の標本正準相関
変数はSをRで置き換えて定義されるが,標本正準相係数 r1 > . . . > rp > 0

は不変である. したがって, 標本正準相係数の２乗は固有方程式

| S12S
−1
22 S21 − r2S11 |= 0 または | R12R

−1
22 R21 − r2R11 |= 0

の解である．

5.3 判別分析

ある個体の複数個の変数の観測値にもとづいて, その個体が２つ (あるい
はそれ以上)の群のいずれに属するかを決定する問題は判別問題とよばれる.
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判別分析においては, このような判別問題と関連して, 複数個の群の間の差
異を決定付ける少数個の変数あるいは変換変数を見つけることも重要な課
題である. 判別の問題には, 例えば, 次のような例がある.

(1) 主婦の調査データを利用して, ある属性をもつ主婦が 2つのブランド
品のうちどちらを志向するかを判断したい.

(2) ある患者の臨床所見を基にして, その患者が病気を患っているか否か
を判別したい.

(3) A氏, B氏, C氏, D氏の 4人の中の誰かが書いたことは確かである小
切手がある. そこに書かれている筆跡から, 誰が書いたかを知りたい.

(4) 作者不明のある作品の著者として, 可能性のある人物が 2人存在する
場合, 真の作者がそのどちらであるかを判定したい.

(5) 国語, 数学, 社会が得意で, 理科, 英語が不得意な高校生が, 大学の理系,

文系のどちらへ志願したらよいかを判定したい.

(6) ある患者のマイクロアレイデータにもとづいて, その患者がガンである
かどうかを判定したい.

一般に, 判別分析においては複数個 (p 個)の変数が用いられる. ここで, 標
本の大きさ nは, pに比べてかなり大きいのが普通である. しかし, 上の (6)

のような場合には, 例えば,p = 3, 000で n = 100のように, 逆転現象が生じ
ていることを注意したい. このような場合の統計的問題は高次元問題, ある
いは“ n << p 問題”とよばれ, 最近大きな関心が寄せられている. これに
ついての最近の発展については, 第４節を参照のこと.

２群の判別法について考えてみよう. 群Gi(i = 1, 2)からの大きさ ni の
初期標本

G1; X
(1)
1 ,X

(1)
2 , . . . ,X(1)

n1
, G2; X

(2)
1 ,X

(2)
2 , . . . ,X(2)

n2

が与えられて, 新たな観測値Xが群G1とG2のいずれ属するかを判定した
いとしよう. ここで, 新たな観測値は群G1あるいはG2のいずれかに属する
ものとする. 初期標本より計算される, 各群の標本平均ベクトル, 標本共分
散行列を X̄

(i)
,S (i)(i = 1, 2)とし, 合併標本共分散行列を S = (1/n){(n1 −

1)S (1) + (n2 − 1)S (2)}とする. ここに, n = n1 + n2 − 2である. 代表的な判
別法の一つは, 線形判別関数

W = (X̄
(1) − X̄

(2)
)′S−1

{
X − 1

2
(X̄

(1)
+ X̄

(2)
)

}
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を用いて, W ≥ 0ならば観測値XはG1に属すると判別し, W < 0ならば観
測値X はG2に属すると判別する方法である. このような判別の有効性は
誤判別確率によって評価される. 誤判別確率には, 本来G1に属するものを
誤ってG2に属すると判別する確率 p(2|1) と, 本来G2に属するものを誤っ
てG1に属すると判別する確率 p(1|2)があるが, これらは

p(2|1) = P(W < 0 | X ∈ G1), p(1|2) = P(W ≥ 0 | X ∈ G2)

と表せる. p(2|1)を推定するナイーブな方法は, 群G1の n1個の標本に対し
てW の符号を調べ, それらの中で負になった割合として推定することであ
る. これを改良した推定法としては, 初期標本のある個体を判別するとき,

判別関数はその個体を除いた (n1+n2− 1)個の標本から求め, これによって
その個体を判別する方法である. このような考え方はクロスバリデーション
（cross-validation, 交差検証法）とよばれ, 最近よく利用されている. 観測値
の各群での分布が共通な共分散行列をもつ多変量正規分布である場合, 誤判
別確率の n1と n2を大にしたときの漸近展開が求められている. また, この
ような結果を利用して, p(2|1)に対する漸近的不偏推定量

Φ

(
−1

2
D

)
+ ϕ

(
−1

2
D

)[
p− 1

n1D
+

D

32(n− 2)

{
4(4p− 1)−D2

}]
が提案されている. ここに, Φは標準正規分布の分布関数, ϕは標準正規分
布の確率密度関数, Dは２群間の標本マハラノビスの距離であって D2 =

(X̄
(1) − X̄

(2)
)′S−1(X̄

(1) − X̄
(2)
) である. p(1|2)については n1と n2を入れ

替えればよい.

その他の判別法として, 観測値Xから群Giの中心までのマハラノビス平
方距離

d2i = (X − X̄
(i)
)′
(
S (i)
)−1

(X − X̄
(i)
)

を考え,それらの平方距離が最小となる群に判別する最小距離判別法がある.

この方法は２群の共分散行列が異なる場合にも適用することができる. とく
に, S (i)として合併共分散行列 Sを用いると, 最小距離判別法は線形判別法
と同値になる.

上で述べた方法は３群以上の判別に対しても拡張される. しかし, 多群の
場合には, 次元縮小を伴う判別関数を用いた正準判別分析が利用される場合
が多い. ２群の場合と同様に, q個の群Gi(i = 1, . . . , q)について大きさniの
初期標本が与えられられているとする. このデータに関する群間平方和積和
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行列を Sb, 群内平方和積和行列を Swとする. これらは１元配置計画におけ
る群間平方和および群内平方和の多次元版であって

Sb = n1(X̄
(1) − X̄)(X̄

(1) − X̄)′ + · · ·+ n1(X̄
(q) − X̄)(X̄

(q) − X̄)′,

Sw = (n1 − 1)S (1) + · · ·+ (nq − 1)S (q)

として与えられる. ここに, X̄は全標本の平均ベクトルである.

p次元変数X = (X1, · · · , Xp)
′の１次結合

Z = a1X1 + · · ·+ apXp = a′X

を考える. ここに a = (a1, . . . , ap)
′である. このとき, Z = a′Xの群間平方

和, 群内平方和はそれぞれ a′Sba,a
′Swaと表せる. したがって, これらの比

(a′Sba)/(a
′Swa)

が最大になる係数ベクトルaが,群間を最もよく分離する方向と考えられる.

この最適化問題の解は, S−1
w Sbの最大固有値に対応する固有ベクトルである.

一般に, S−1
w Sbは s (≤ min(p, q−1))個のゼロでない固有値 ℓ1 > . . . > ℓs > 0

をもち, 対応する固有ベクトルをa1,a2, . . . ,as とする. したがって, これら
は固有値問題

Sbai = ℓiSwai, a′
iSwaj = nδij

の解である. ここに, n = n1 + · · · + nq である. このとき, 線形関数 Zi =

a′
iX, i = 1, · · · , sは第 i正準判別変数とよばれる. とくに, a = a1 は

(a′Sba)/(a
′Swa)を最大にしている. 一般に, Zk = a′

kX は, それ以前の
z1, . . . , zk−1とは

a′Swai = 0, i = 1, . . . , k − 1

を満たすという意味で無相関であって, かつ, このような性質をみたすもの
のなかで (a′Sba)/(a

′Swa)を最大にするものである.

最初の k個の判別関数を用いたときの各観測値X
(i)
j の判別得点は

Z
(i)
j =

 Z
(i)
j1
...

Z
(i)
jk

 =

 a′
1
...

a′
k

X
(i)
j , j = 1, . . . , ni; i = 1, . . . , q

で定義される. この判別得点は, 例えば k = 2 として, 各個体を２次元空間
へ配置するときの座標として利用できる. また, 所属不明の観測値X を判
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別するには, 判別得点

Z = (Z1, . . . , Zk)

= (a1, . . . ,ak)
′X = AX

を求め,この点から各群の中心の判別得点 Z̄
(i)

= AX̄
(i)までの距離を比較し,

最も近い群に分類すればよい. このとき, Z1, . . . , Zkは互いに無相関であるの
で,距離としては通常の距離を用いてよい. すなわち, di = ∥Z−Z̄

(i)∥, i =

1, . . . , q とおくとき

min{d1, . . . , dq} = di ⇒ X ∈ Gi

と判別する. q = 2の場合の判別法は, 線形判別関数による方法と同じで
ある.

5.4 ウィシャート分布と多変量特性量の分布

多変量解析の推測理論の展開においては, 基礎になる分布として多変量正
規分布を想定する場合が多い. このような場合, カイ２乗分布の多変量への
拡張であるウィシャート分布が基本的となる. 一般に, p次の確率行列Wが
n個の独立な p次元正規確率変数U j ∼ Np(µj,Σ), j = 1, · · · , nを用いて

W =
n∑

j=1

U jU
′
j

と表せるとき，W は自由度 n, 非心行列∆ = µ1µ
′
1 + · · · + µnµ

′
nの p次元

非心ウィシャート分布に従うといい，W ∼ Wp(n,Σ;∆)とかく．とくに，
∆ = O，すなわち，µj = 0, j = 1, · · · , nのとき，W は単にウィシャート
分布に従うといい，W ∼ Wp(n,Σ)とかく．
主成分分析において, 大きさ N = n + 1の標本が正規母集団 Np(µ,Σ)

からのものであるとしよう. このとき, 標本共分散行列 S の分布について,

nS ∼ Wp(n,Σ)となる. 第 i主成分の係数は Sの第 i固有値に対応するベク
トルである. また, 第 i主成分の重要度あるいは説明力はSの第 i固有値で測
られる. したがって,ウィシャート分布に従う確率行列の固有値・固有ベクト
ルの分布は統計的推測において基本的となる. 正準相関分析の場合, (p+ q)

次元の標本共分散行列Sから出発し,これをS11 : p×p,S12 : p×q,S22 : q×q
と分割したとき, S−1

11 S12S
−1
22 S21あるいは S−1

22 S21S
−1
11 S12の固有値・固有ベ

クトルの分布が基本的になる.
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正準判別分析の場合, 群間平方和積和行列Sbと群内平方和積和行列Swが
用いられる. 正準判別変数の係数ベクトルやその重要度あるいは判別力は,

S−1
w Sbの固有値・固有ベクトルで与えられる. 群Giからの標本が平均ベク
トルµiで共通な共分散行列Σをもつ正規母集団から得られたとしよう. こ
のとき, SbとSwは互いに独立で, Sb ∼ Wp(q−1,Σ;Ω), Sw ∼ Wp(n− q,Σ)
である. ここに, n = n1+ · · ·+nq, 非心行列は µ̄ = (1/n)(n1µ1+ · · ·+n1µq)

とおくときΩ =
∑q

i=1 ni(µi− µ̄)(µi− µ̄)′である. 群間の有意差検定,すなわ
ち, 仮説µ1 = · · · = µqの検定に対して, 次の検定統計量が提案されている.

(i) 尤度比統計量; TLR = −(n+ d1) log(|Sw|/|Sw + Sb|).

(ii) ローレイ・ホテリング基準; TLH = (n+ d2) trSbS
−1
w .

(iii) バートレット・ナンダ・ピライ基準;

TBNP = (n+ d3) trSb(Sw + Sb)
−1.

ここに, djは各標本が正規分布に従うときのカイ２乗近似を改良するための
バートレット補正項であり，それぞれ，d1 = −(p+q+2)/2, d2 = −(p+q+1),

d3 = −1 で与えられる．この他最大固有値基準 ℓ1も用いられる.

多変量特性量の分布は, 基礎分布が多変量正規分布であっても特別な場合
を除き, 正確に求めるのは困難である. このため, 標本数が大のときの漸近
展開が導出されて来ている. また, これらの漸近理論は多変量非正規モデ
ルの場合にも求められるようになっている (Anderson (2003), 藤越 (2003),

Fujikoshi et al. (2010)などを参照).
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第4章
線形混合モデルの理論と応用
－特に小地域推定を巡って－

久保川　達也1

(東京大学・大学院経済学研究科・教授)

線形混合モデルの特徴は，観測値を共変量を用いて回帰すると
きに個体や地域の違いを変量として組み入れ, それらの背後に共
通な確率分布を想定して個体や地域の差異を推定している点で
ある。全体の特性値だけでなく個体や地域ごとの特性値への関
心が高まるにつれ，個々の差異を変量として捉えた線形混合モ
デルについての研究が盛んになり，このモデルの研究が始まっ
た家畜育種学の分野はもとより医学・生物学分野から経済・教
育など社会科学の分野，特に官庁統計分野での小地域推定にお
いて利用されている。本稿では，線形混合モデルとそこから導
かれる経験最良線形不偏予測量について解説し，そのモデルが
もっている予測精度を高めるための仕組みや経験最良線形不偏
予測量の予測誤差の評価について小地域推定に焦点を当てて説

1tatsuya@e.u-tokyo.ac.jp
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明する。また経時測定データを解析するための線形混合モデル
についても紹介し，地価公示価格データへの応用例を与える。

1 はじめに
線形混合モデル (Linear Mixed Model, LMM)と最良線形不偏予測量 (Best

Linear Unbiased Predictor, BLUP) についての研究は C.R. Henderson の論
文以来 50 年以上にわたって発展してきた。当初は，家畜育種学の分野で個
体のもつ遺伝的能力などの推定を行うために研究されたが，次第に線形混
合モデルの有用性が広く認識され，またベイズモデルとの関連においてベ
イズ推測の理論と計算方法についての顕著な発展に伴って，現在では実に
広い分野で利用されている。LMMの離散分布への拡張である一般化線形混
合モデル (Generalized Linear Mixed Model, GLMM) を含めれば，線形混
合モデルに関する文献はかなりの量になっていることからも，理論と応用
の両面から関心が高いことがわかる。

LMMの応用例の一つに小地域推定の問題がある。これは標本調査に関連
した問題で，通常は調査区全体の特性を調べるために標本調査が行われる
が，そのデータを利用して地域ごとの特性値を推定したい状況がしばしば
生ずる。例えば，得られたデータから各地域への予算配分の仕方を決めた
り，政策を決定したりする場合がある。そのとき，狭い地域や人口が粗な地
域に対しては十分なデータがとられていないため，その地域のデータだけ
では特性値の十分な推測ができない。このような状況での推定問題を小地
域推定という。この問題を解決する方法は，周辺地域のデータを組み込んで
推定精度を高めることであり，どのような形でデータを取り込むかがポイ
ントになる。そのために利用されるのが LMM であり，そのモデルから導
かれる経験最良線形不偏予測量 (Empirical Best Linear Unbiased Predictor,

EBLUP) が小地域の安定した推定値を与えるのに役立つ。では，LMM が
そのような性質をもつのはなぜであろうか。LMM は，基本的に共通母数に
基づいて回帰する項と地域の差異を表す変量効果の項及び誤差項とから構
成されている。すべての地域を通して回帰係数を共通に設定することによっ
てすべてのデータをプールして安定した推定値を与えることができる。し
かし，これだけでは地域の特徴や地域による差異を引き出すことができな
い。そこで地域の差異を変量効果としてモデルに取り込む。この効果を予測
してやることにより，標本平均を縮小する作用が生ずることになる。LMM

は，母数の共通化によるデータのプーリングと変量効果による標本平均の
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縮小作用を生み出すことのできるモデルであり，その結果生ずる予測量が
EBLUP となる。したがって，EBLUP は，各々の地域の標本平均とプール
された回帰推定量との加重平均になっており，データ数が少ないときには
標本平均をプールされた推定値の方向へ縮小することにより，推定精度の
改善が図られている。

本稿では LMM の理論と小地域推定への応用について解説する。2 節で
は，LMM の紹介，混合モデル方程式と BLUP の説明，変量効果と共通母
数の役割，分散成分を推定するための最尤法と制限最尤法についての解説
を行う。3 節では，小地域推定の問題に焦点をしぼり，予測精度を高めるた
めに導出された EBLUP が実際どの程度推定誤差を改善しているのかにつ
いて，平均２乗誤差とその推定方法について説明する。また信頼区間の構
成を行い，これらを用いた地価公示価格データへの応用を与える。4 節で
は，LMM の様々な応用や拡張について紹介する。経時測定データを解析す
るための LMM の紹介を行い，小地域推定のためのモデルの修正と上記の
価格データへの適用結果について説明する。最後に GLMM への拡張，階
層ベイズモデルへの拡張について若干の説明を与える。

なお，LMMや GLMMの解説書については，広津 (1992), McCulloch and

Searle (2001), McCulloch (2003), 佐々木 (2007), 特に本格的なものとして
Searle, Casella and McCulloch (1992), Demidenko (2004), 小地域推定に関
するものとして Rao (2003) が挙げられるので参照してほしい。

2 線形混合モデルとその特徴

2.1 線形混合モデル

[1] 枝分かれ誤差回帰モデル. 線形混合モデルが使われている分野の一つ
に小地域推定がある。線形混合モデルをわかりやすく説明するために，その
分野の啓蒙的な論文として知られる Battese, Harter and Fuller (1988) が取
り上げた推定問題について紹介しよう。アイオワ州の k 個の郡について穀
物 (とうもろこし，大豆等)の作付面積の調査がなされた。k 個の郡それぞ
れをさらに約 250h の農作区画 (segment)に細分し，その中から ni 個の区
画をランダムに抽出し，直接農家にインタヴュー調査を行うことによって
それぞれの区画におけるトウモロコシの作付面積についてのデータをとっ
た。i 番目の郡における j 番目の区画に対するこのデータを yij で表すこと
にする。他方, 人工衛星 LANDSAT からの観測により, 約 0.45h のピクセ
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ル (picture element, 画像から識別する単位)に対していずれの穀物が作付け
されているのかが識別され, k 個の郡すべてにわたってこうした衛星データ
が補助情報として利用可能である。トウモロコシ，大豆に関してピクセル
単位での識別が可能であるとして，i 番目の郡における j 番目の区画に対し
て, トウモロコシ，大豆に識別されたピクセルの個数を x1ij, x2ij とすると，
yi と (x1ij, x2ij) との間に線形関係が認められるため，

yij = x′
ijβ + uij, i = 1, . . . , k, j = 1, . . . , ni

なるモデルが想定できる。ここで xij = (1, x1ij, x2ij)
′, β = (β0, β1, β2)

′，
x′
ijβ = β0 + x1ijβ1 + x2ijβ2 である。また uij は yij を xij で説明したとき
の誤差項であるが，これが郡に依存する項 vi と郡の差異に依らない項 eij
に加法的に分解されて

uij = vi + eij (2.1)

と表されるとする。vi は地域の差異を表しているので地域効果と呼ばれる。
これは未知母数もしくは確率変数として扱われ，それぞれ母数効果，変量
効果と呼ばれる。どちらで扱うかは実際の問題に依存しており応用する際
に検討する必要がある。地域の差異 vi についてその背後に共通な分布が想
定できるか否かに従って判断するのがよい。vi の背後に共通な分布が想定
できる場合，すなわち vi が変量効果として扱えるときには，vi, eij はすべ
て互いに独立な確率変数とし，それぞれ正規分布

vi ∼ N (0, σ2
v), eij ∼ N (0, σ2

e)

に従うとする。すると，線形モデルは

yij = x′
ijβ + vi + eij, i = 1, . . . , k, j = 1, . . . , ni (2.2)

と表される。σ2
v , σ

2
e を一般に分散成分といい，特にこのモデルについては

σ2
v を群間成分，σ

2
e を群内成分という。β は回帰係数の未知母数ベクトルな

ので，このモデルの主要項は（母数効果）＋（変量効果）の形に書かれてお
り，(2.2)のようなモデルを一般に線形混合モデル (LMM)という。特に，yij
の分散が分散成分の線形結合で書かれるときには分散成分モデル (Variance

Component Model) という。(2.2) は誤差項が枝分かれ配置しているので，
枝分かれ誤差回帰モデル (Nested Error Regression Model) ともいわれる。

[2] モデルの行列表現. モデルを行列を用いて表現しておくと便利であ
る。上の例では xij, β は 3× 1 のベクトルであるが，これ以降は p× 1 の
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ベクトルとして一般的な場合を扱うことにする。ベクトルと行列の大きさ
を適当に揃えて

yi =

 yi1
...

yini

 , y =

 y1
...

yk

 ,

x′
i =

 x′
i1
...

x′
ini

 , X =

 x′
1
...

x′
k

 , β =

 β0
...

βp−1


とし, e も y と同様に ei = (ei1, . . . , eini

)′, e = (e′
1, . . . , e

′
k)

′, と定義す
る。また，すべての成分が 1 の ni × 1 ベクトルを jni

で表し，ブロッ
ク対角行列 block diag(·) を用いて Z = block diag(jn1

, . . . , jnk
) とおき，

v = (v1, . . . , vk)
′ とおく。このときモデル (2.2) は，N =

∑k
i=1 ni に対して

y =Xβ +Zv + e, (2.3)

v ∼N (0, σ2
vIk), e ∼ N (0, σ2

eIN)

と表すことができる。yi の共分散行列は Cov (yi) = Σi(σ
2
e , σ

2
v) = σ2

eIni
+

σ2
vJni

と表される。ここで，Ini
は ni × ni の単位行列, Jni

= jni
j ′ni
はす

べての要素が 1 の ni × ni 行列である。従って，y の分散共分散行列は

Cov (y) = Σ(σ2
e , σ

2
v) = block diag(Σ1(σ

2
e , σ

2
v), . . . ,Σk(σ

2
e , σ

2
v))

と書ける。

vi を母数効果とした場合には Cov (yi) = σ2
eIni

となって yi の成分は互
いに独立に分布するのに対して，変量効果とした場合 σ2

eIni
+σ2

vJni
という

相関構造をもつことがわかる。一般に相関関係を利用してより推定精度の
高い推定手法を導出することが可能になることは次の節で説明する。すな
わち相関構造をどのように組み入れるかがより優れた推定を行う上で重要
である。その際，誤差項の共分散行列に直接相関構造を埋め込んでしまえ
ばよいわけであるが，変量効果を導入することによってモデルの意味が理
解しやすくなるだけでなく，より豊かで複雑なモデルの構築も可能になる。
さらに，変量効果の入っているモデルはベイズモデルの枠組みで捉えるこ
とができるため，たとえ複雑なモデルを作ったとしても，マルコフチェー
ン・モンテカルロ (MCMC) 法を利用して数値的な計算が可能になる。
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[3] 一般的な線形混合モデル. (2.3) で記述されたモデルは，より一般的
な線形混合モデル

y =Xβ +Zv + e, (2.4)

v ∼Nq(0,G), e ∼ NN(0,R)

に拡張することができる。ここで，y は N × 1 の観測データのベクトル，
X は N × p の共変量からなる既知の行列，Z は N × q の既知の計画行列
である。y の共分散行列は

Cov (y) = Σ = R+ZGZ ′ (2.5)

と表される。共分散行列 G, R は一般に分散成分を含む母数を用いて表さ
れるので，それらを α = (α1, . . . , αm) として Σ = Σ(α) と書く。

2.2 混合モデル方程式と最良線形不偏予測量 (BLUP)

[1] BLUP. 一般的な線形混合モデル (2.4) において観測できない母数効
果 β と変量効果 v の推定を考えよう。v は変量効果なので推定というより
は予測という方がふさわしい。共分散行列 G, R が既知の場合には v の標
準的な予測量は y の線形関数として与えられる。線形で不偏な予測量の中
で最良なものを最良線形不偏予測量 (BLUP) といい v̂ で表すことにする。
また β の最良線形不偏推定量を β̂ で表すと，それらは次の連立方程式の解
として与えられることが Henderson (1950)によって示された。(

X ′R−1X X ′R−1Z

Z ′R−1X Z ′R−1Z +G−1

)(
β̂

v̂

)
=

(
X ′R−1y

Z ′R−1y

)
(2.6)

これは，混合モデル方程式と呼ばれ，その解は

β̂ = (X ′Σ−1X)−X ′Σ−1y, v̂ = GZ ′Σ−1(y −Xβ̂) (2.7)

で与えられる。ここで (X ′Σ−1X)− は X のランクが落ちている場合を考
慮した X ′Σ−1X の一般化逆行列を表している。β̂ は β の一般化最小 2乗
推定量 (GLS)であることがわかる。既知のベクトル a ∈ Rp, b ∈ Rq に対
して µ = a′β + b′v を推定したいときには，その BLUP は

µ̂ = a′β̂ + b′GZ ′Σ−1(y −Xβ̂) (2.8)
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で与えられることになる。

ここで，連立方程式 (2.6) の解が (2.7) で与えられることを確かめよう。
まず，(2.6) の 2番目の方程式 Z ′R−1Xβ̂ + (Z ′R−1Z +G−1)v̂ = Z ′R−1y

より
v̂ = (Z ′R−1Z +G−1)−1Z ′R−1(y −Xβ) (2.9)

と書ける。ここで，(Z ′R−1Z +G−1)−1Z ′R−1 を変形すると，

(Z ′R−1Z +G−1)−1Z ′R−1

=GZ ′R−1 −G
{
(Z ′R−1Z +G−1)−G−1

}
(Z ′R−1Z +G−1)−1Z ′R−1

=GZ ′R−1 −GZ ′R−1Z(Z ′R−1Z +G−1)−1Z ′R−1

=GZ ′ {R−1 −R−1Z(G−1 +Z ′R−1Z)−1Z ′R−1
}

=GZ ′Σ−1

と書けることがわかる。最後の等式は，逆行列の計算でしばしば用いられ
る等式

Σ−1 = (ZGZ ′ +R)−1 = R−1 −R−1Z(G−1 +Z ′R−1Z)−1Z ′R−1 (2.10)

から従う。これを (2.9) に代入すると (2.7) の v̂ が得られることがわかる。
次に，いま求めた v̂ を (2.6) の 1番目の方程式 X ′R−1Xβ̂ +X ′R−1Zv̂ =

X ′R−1y に代入して整理すると，

X ′R−1Xβ̂ +X ′R−1ZGZ ′Σ−1(y −Xβ̂) = X ′R−1y

より，

X ′R−1(Σ−ZGZ ′)Σ−1Xβ̂ = X ′R−1(Σ−ZGZ ′)Σ−1y

となる。Σ = ZGZ ′ +R より，R−1(Σ − ZGZ ′) = I となるので，結局,

X ′Σ−1Xβ̂ = X ′Σ−1y となり，(2.7) の β̂ が得られることが確かめられる。

[2] 混合モデル方程式の導出. 混合モデル方程式 (2.6) の導出に関しては
いくつかのアプローチが知られている。代表的なものに最尤法に基づいた
方法と経験ベイズ法によるものがある。y と v の同時密度関数は，基準化
定数を除くと

|G|−1/2|R|−1/2

× exp

{
−1

2

(
v

y −Xβ −Zv

)′(
G−1 0

0 R−1

)(
v

y −Xβ −Zv

)}
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と書ける。exp{·} の中身を (−2) 倍したものを

h(β,v) = v′G−1v + (y −Xβ −Zv)′R−1(y −Xβ −Zv)

とおく。これを β と v に関して最小化するために β, v に関して偏微分す
ると

∂h(β,v)

∂β
=− 2X ′R−1(y −Xβ −Zv),

∂h(β,v)

∂v
=2G−1v − 2Z ′R−1(y −Xβ −Zv),

となり，∂h(β,v)/∂β = 0, ∂h(β,v)/∂v = 0 の連立方程式を行列で表すと，
(2.6) が得られる。これが最尤法に基づいた導出方法である。

もう 1つの方法は，y を与えたときの v の条件付き分布に基づいている。
(y,v) の共分散行列は

Cov (y,v) =

(
Σ ZG

GZ ′ G

)
(2.11)

で与えられるので，y を与えたときの v の条件付き期待値は多変量正規分
布の基本的な性質から

E[v|y] = GZ ′Σ−1(y −Xβ)

となる。この条件付き分布は,ベイズの枠組みでは, y を与えたときの v の事
後分布に相当しており，v|y ∼ Nq

(
GZ ′Σ−1(y −Xβ),G−GZ ′Σ−1ZG

)
で与えられる。また (2.10) を用いて y の周辺分布を計算すると，y ∼
NN(Xβ,Σ) となることがわかる。周辺分布の密度は定数項を除いて

|Σ|−1/2 exp

{
−1

2
(y −Xβ)′Σ−1(y −Xβ)

}
(2.12)

と表されるので，周辺分布に基づいた β の最尤推定量は一般化最小 2乗推
定量 β̂ に一致する。また v のベイズ推定量は事後分布の平均で与えられる
ので GZ ′Σ−1(y −Xβ) がベイズ推定量になる。これに β̂ を代入したもの
GZ ′Σ−1(y−Xβ̂) は経験ベイズ推定量と呼ばれるが，混合モデル方程式の
解 v̂ に一致している。従って混合モデル方程式の解は経験ベイズ解として
導出されることがわかる。

70



上の 2つの方法の違いは，後者が事後分布の平均で推定するのに対して
前者は事後分布のモードで推定している点である。正規分布の場合には両
者が一致するので同じ解が得られたことになるが，一般には異なったもの
になり，前者はベイズ的最尤法と呼ばれる手法である。

観測できない変量を予測するためには (2.11) で与えられる相関関係が本
質的であることを上で説明した。観測できなくても相関関係を利用して条
件付き期待値で予測可能なわけである。このことは，広く用いられている
考え方で，例えば，欠測値がある場合には条件付き期待値を用いることに
よって補完することができる。EMアルゴリズムや有限母集団の予測問題で
も同様な方法が用いられている。

[3] 枝分かれ誤差回帰モデルにおける BLUP. 2.1節で紹介したモデル
(2.2)において,各郡におけるとうもろこしの平均的作付面積（農作区画単位）

µi = x′
iβ + vi

に対して BLUP を求めてみよう。ここで，xi =
∑ni

j=1 xij/ni である。この
場合，G(σ2

v) = σ2
vIk, Σi(σ

2
e , σ

2
v) = σ2

eIni
+ σ2

vJni
,

Σ(σ2
e , σ

2
v) = block diag(Σ1(σ

2
e , σ

2
v), . . . ,Σk(σ

2
e , σ

2
v))

となる。

Σ−1
i =

1

σ2
e

(
Ini

− σ2
v

σ2
e + niσ2

v

Jni

)
に注意し，θ = σ2

v/σ
2
e とおくと，µi の BLUP µ̂i(θ) は，(2.8) から

µ̂i(θ) = x′
iβ̂(θ) +

θni

1 + θni

{
yi − x′

iβ̂(θ)
}

(2.13)

となる。ただし，yi =
∑ni

j=1 yij であり，β の GLS は次で与えられる。

β̂(θ) =
{ k∑

i=1

(
xix

′
i −

n2
i θ

1 + niθ
xix

′
i

)}−1
k∑

i=1

(
xiy

′
i −

niθ

1 + niθ
xiyi

)

2.3 変量効果と共通母数の役割

線形混合モデル (2.4) の特徴は，

（データ）＝（共通母数）＋（変量効果）＋（誤差項）
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なる構造をしている点であり，（共通母数）と（変量効果）がデータ解析にお
いてどのように働くのか調べてみたい。モデル (2.2) において平均的作付面
積 µi = x′

iβ + vi の予測問題を取り上げてみると，各郡の標本平均 yi を用
いて予測するのが基本であるが，ni が 1∼5 程度であるため予測誤差が大き
いという問題がある。これに対して，(2.13) で与えられる BLUP µ̂i(θ) は
yi と x′

iβ̂(θ) との加重平均になっていることがわかる。yi は直接取られた
データに基づいた平均値であるので，個々の郡の特徴を反映している。しか
し ni が小さいときには，yi の予測誤差が問題となる。他方，x′

iβ̂(θ) は全
データに基づいて構成されているので安定しているが，郡の特徴は yi ほど
強くは現れないと考えられる。BLUP は，これらの点を考慮した方法であ
り，ni もしくは θ が小さければ yi を x′

iβ̂(θ) の方向へ縮小することによっ
て安定化を図っている。すなわち，ni が小さければ，データの不足を周辺
もしくは全体のデータで補うことによって予測精度を高めていると解釈さ
れる。このようにして BLUP が小地域の予測問題に役立つことがわかる。
言い換えれば，BLUP を生み出すところのモデルの形に，小地域の予測を
効果的に行う仕組みが備わっていることになる。

[1] 変量効果と縮小推定. vi を母数効果とし β = 0 としたときには，µi

の最適な推定量は yi となる。これに対して，vi を変量とすると，(yi, vi) の
共分散行列が

Cov (yi, vi) =

(
σ2
v + σ2

e/ni σ2
v

σ2
v σ2

v

)
となることからわかるように，yi と vi の間に相関が生ずる。このことから
条件付き期待値が E[vi|yi] = θni(1+ θni)

−1(yi −x′
iβ) となり，yi が x′

iβ の
方向へ縮小される。こうして，線形混合モデルにおいて変量効果が yi を縮
小する作用を生むことがわかる。

[2] 共通母数によるデータのプーリング. モデル (2.2) からわかるよう
に yi の期待値は E[yi] = x′

iβ であり，これは i に依存しない共通な母数 β

に基づいている。β は全データ y1, . . . , yk の加重平均 β̂(θ) により推定され
る。すなわち，母数を共通にとることによってデータをプーリングする作
用が働き，結果として安定した推定が可能になる。

以上述べてきたように，主要項の母数に等号制約や順序制約などの母数
制約をいれることによってデータのプーリングがなされて安定した推定値
が得られ，また変量効果を組み入れることによって yi をその安定化された
推定値の方向へ縮小することができ，その結果，推定精度を高めることが
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できる。この考え方は経験ベイズ法の枠組みで Efron and Morris (1975) の
論文の中で示されたものであり，ベイズ的アプローチの現実的な有用性は
このような考え方に基づいている。

2.4 分散成分の推定と経験最良線形不偏予測量 (EBLUP)

[1] 最尤法 (ML) と制限最尤法 (REML) 線形混合モデル (2.4) におい
て，一般に共分散行列G,Rは分散成分等の未知母数に依存している。それら
の母数を α = (α1, . . . , αm) とし，Σ(α) = R(α)+ZG(α)Z ′ と書くことに
すると，BLUP (2.8)は µ̂(α) = a′β̂(α)+b′G(α)Z ′{Σ(α)}−1{y−Xβ̂(α)}
と表される。α をその推定量 α̂ で置き換えたもの µ̂(α̂) を経験最良線形不
偏予測量 (EBLUP) という。

α を推定する代表的な方法に最尤法 (Maximum Likelihood, ML) と制限
付き最尤法 (Restricted Maximum Likelihood, REML) がある。y の周辺分
布は，(2.12) より y ∼ NN(Xβ,Σ(α)) で与えられるが，この尤度に基づ
いた推定法が ML である。β を GLS β̂(α) で推定すると，α の ML は，
log |Σ(α)|+(y−Xβ̂(α))′Σ(α)−1(y−Xβ̂(α)) を最小にする解として与え
られる。一方，X のランクを r とし K を K ′X = 0 なる N × (N − r) 行
列とすると，K ′y ∼ NN−r(0,K

′Σ(α)K) となり，この分布に基づいた最
尤法が REML である。従って，log |K ′Σ(α)K|+ y′K(K ′Σ(α)K)−1K ′y

の最小値を達する解が REML になる。

P (α) = Σ(α)−1 −Σ(α)−1X
{
X ′Σ(α)−1X

}−
X ′Σ(α)−1

とおくとき，

y′P (α)y =(y −Xβ̂(α))′Σ(α)−1(y −Xβ̂(α)),

P (α) =K(K ′Σ(α)K)−1K ′

が成り立つことに注意する。また

(∂/∂αi) log |Σ| =tr (Σ−1∂Σ/∂αi),

∂P /∂αi =− P (∂Σ/∂αi)P ,

(∂/∂αi) log |K ′ΣK| =tr (P ∂Σ/∂αi)

73



が成り立つので，ML と REML は次の方程式の解として得られることがわ
かる。

[ML] tr

(
Σ(α)−1∂Σ(α)

∂αi

)
= y′P (α)

∂Σ(α)

∂αi

P (α)y (2.14)

[REML] tr

(
P (α)

∂Σ(α)

∂αi

)
= y′P (α)

∂Σ(α)

∂αi

P (α)y (2.15)

右辺は

y′P (α){∂Σ(α)/∂αi}P (α)y

=(y −Xβ̂(α))′Σ(α)−1{∂Σ(α)/∂αi}Σ(α)−1(y −Xβ̂(α))

=− (y −Xβ̂(α))′{∂Σ(α)−1/∂αi}(y −Xβ̂(α))

と変形できるので，いずれか計算しやすいものを利用すればよい。ML と
REMLとではどちらがよいかについてMcCulloch and Searle (2001)の 6.10

節で議論されているが，REML は分散成分の推定が不偏に近くなるように
自由度が調整されている点で優れていると思われる。ML と REML の具体
的な例が 3.1 節で取り上げられているので両者の違いを見ることができる。

[2] 枝分かれ誤差回帰モデルにおける推定. 一般には ML, REML を明示
的に導くことができないため (2.14), (2.15) の方程式を数値的に解く必要が
ある。枝分かれ誤差回帰モデル (2.2) についても，n1, . . . , nk が異なる場合
には明示的な解をもたない。そこで，ここでは分散成分の明示的な推定量
を与えておこう。まず，σ2

e の不偏推定量は，

σ̂2UB
e =

S1

N − k − p+ λ
, S1 =

k∑
i=1

ni∑
j=1

{
(yij − yi)− (xij − xi)

′β̂1

}2

(2.16)

で与えられる。ただし，p−λは行列
∑k

i=1

∑ni

j=1(xij−xi)(xij−xi)
′ のランク

を表しており，通常は線形モデル (2.2)が定数項をもつときには λ = 1,もた
ないときには λ = 0となる。また β̂1は

∑k
i=1

∑ni

j=1{(yij−yi)−(xij−xi)
′β}2

における β の最小２乗推定量を表している。一方，y1, . . . , yk は σ̂2UB
e と

独立に分布し，yi ∼ N (x′
iβ, σ

2
e/ni + σ2

v), i = 1, . . . , k, に従う。σ2
v を推定

するために，ヘンダーソンの方法 IIIが使われる。β̂0 = (X ′X)−1X ′y に
対して，S = (y − Xβ̂0)

′(y − Xβ̂0) とおき，N =
∑k

i=1 ni, N∗ = N −
tr (X ′X)−1

∑k
i=1 n

2
ixix

′
i とおくと，S の期待値は E[S] = (N −p)σ2

e +N∗σ
2
v

と書ける。従って，σ2
v の１つの不偏推定量は

σ̂2UB
v = N−1

∗ {S − (N − p)σ̂2UB
e }
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となる。分散成分 σ2
v の不偏推定量 σ̂2UB

v の欠点は正の確率で負の値をとっ
てしまうことである。Kubokawa (2000) は σ2

e , σ
2
v の不偏推定量に修正を加

えた打ち切り推定量を提案し不偏推定量を優越することを示した。ここで
は分散成分の比 θ = σ2

v/σ
2
e の打ち切り推定量として，

θ̂ = max
{ 1

N∗

{ S

σ̂2UB
e

− (N − p)
}
,

1

k2/3

}
(2.17)

を用いることにする。結局，この θ̂ を (2.13)に代入することにより EBLUP

µ̂i(θ̂) が得られる。

3 線形混合モデルを利用した小地域推定と誤差評
価

2.3 節で説明されたように EBLUP は予測精度を高める手法として用い
られ，特に官庁統計の分野では小地域推定のための実用的な方法として利
用可能である。その際，EBLUP がどの程度 予測誤差を改善しているのか
を見積もる必要がある。この節では，小地域推定に焦点をしぼって EBLUP

の平均２乗誤差の推定と EBLUP に基づいた信頼区間の構成を行い，実際
の応用例に当てはめる。

3.1 地域レベルのモデル

官庁から発行される数値には集計データが多いことから，Fay and Herriot

(1979) は，
yi = x′

iβ + vi + ei, i = 1, . . . , k, (3.1)

なる形のモデルを扱った。ただし，誤差項 ei は ei ∼ N (0, σ2
e/ni) に従う。

個々のデータに基づいたモデル (2.2) が個体レベルのモデルであるのに対し
て，これは地域レベルのモデルとなっている。また，特に Fay-Herriotモデル
とも呼ばれる。このモデルのもとでは誤差分散 σ2

e は既知として扱われるが，
実際上は何らかの形で σ2

e を推定してやる必要がある。しかし解析上扱いやす
いので，小地域推定の論文ではこのモデルを設定することが少なくない。モ
デル (2.2)との関係については記号上 yi =

∑ni

j=1 yij/ni, xi =
∑ni

j=1 xij/niに
対応しているが，観測されるデータは個々のデータではなく集計データ yi, xi
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である点に注意する。y = (y1, . . . , yk)
′, X = (x1, . . . ,xk)

′, e = (e1, . . . , ek)
′

として行列表現すると，

y =Xβ + v + e, (3.2)

v ∼N (0, σ2
vIk), e ∼ N (0,D)

と表されることがわかる。ただしDは対角行列D = diag (σ2
e/n1, . . . , σ

2
e/nk)

である。これ以降は，このモデルを用いて説明する。モデル (3.1) において
σ2
v 及び 分散成分比 θ = σ2

v/σ
2
e は (y1, . . . , yk) に基づいて推定される。θ の

推定量を θ̂ = θ̂(y1, . . . , yk) で表すことにすると，µi = x′
iβ + vi の EBLUP

は (2.13) よりこの θ̂ を用いて

µ̂i(θ̂) = yi − γ̂i(ȳi − x̄′
iβ̂(θ̂)), γ̂i = γi(θ̂) = (1 + niθ̂)

−1 (3.3)

なる形で表現できる。このモデルでは β の GLS は次のようになる。

β̂(θ) =
( k∑

i=1

nixix
′
i

1 + niθ

)−1
k∑

i=1

nixiyi
1 + niθ

(3.4)

θの推定についてはいくつかの方法が知られている。ML, REMLは (2.14),

(2.15) より，

[ML] σ2
e

k∑
i=1

ni

1 + niθ
=

k∑
i=1

n2
i {yi − x′

iβ̂(θ)}2

(1 + niθ)2

[REML] σ2
e

k∑
i=1

ni

1 + niθ
− σ2

etr
( k∑

i=1

nixix
′
i

1 + niθ

)−1
k∑

i=1

n2
ixix

′
i

(1 + niθ)2

=
k∑

i=1

n2
i {yi − x′

iβ̂(θ)}2

(1 + niθ)2

の非負の解もしくは 0 として与えられる。それらを θ̂ML, θ̂REML で表す。
また Fay and Herriot (1979) はモーメント推定量として次の方程式の解で
推定することを提案した。

[FH] σ2
e(k − p) =

k∑
i=1

ni{yi − x′
iβ̂(θ)}2

1 + niθ
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これは，θ̂FH で表される。β̂2 = (
∑k

j=1 njxjx
′
j)

−1
∑k

j=1 njxjyj に対して，

S2 =
∑k

i=1 ni(yi −x′
iβ̂2)

2 とおくと，(2.16) の下で与えられた議論と同様に
して

[TR] θ̂TR = max
{ 1

n∗

{S2

σ2
e

− (k − p)
}
,

1

k2/3

}
なる形の明示的な推定量が得られる。ただし，

n∗ = N − tr (
k∑

i=1

nixix
′
i)
−1

k∑
i=1

n2
ixix

′
i

である。n1 = · · · = nk = n のときには，θ の ML は n−1max{n
∑k

i=1{yi −
x′
iβ̂(θ)}2/(kσ2

e) − 1, 0}, REML は n−1 max{n
∑k

i=1{yi − x′
iβ̂(θ)}2/((k −

p)σ2
e) − 1, 0} となり，REML は不偏に近いことがわかる。この場合，FH

は REML と同じであり，また θ̂TR も近い推定値を与えている。

3.2 平均２乗誤差の推定

さて EBLUP の予測誤差を見積もるために EBLUP の平均２乗誤差の推
定量を求めよう。EBLUP の µi = x′

iβ + vi に対する推定誤差として，

Mi(θ, µ̂i(θ̂)) = E
[{
µ̂i(θ̂)− µi

}2]
/σ2

e (3.5)

を用いる。これは標準化平均２乗誤差と呼ぶべきものであるが，ここでは
混乱がない限りこの誤差を平均２乗誤差 (Mean Squared Error, MSE) と呼
ぶことにする。この MSE を推定することによって EBLUP の誤差を評価
することができる。

まず，yi が N (x′
iβ, σ

2
e/ni + σ2

v) に従うことに注意し，縮小推定の理論に
おいて知られている Stein の等式を用いると，EBLUP の MSE に対して
正確な不偏推定量が得られる。詳しい形は 久保川 (2007) で与えられてい
るが，これは多くの項から構成されているのでそれだけ分散が大きくなっ
てしまうという弊害をもつことになる。実際，Datta, Kubokawa, Rao and

Molina (2011) は正確な不偏推定量の推定誤差が大きいことを数値実験を通
して検証している。データを当てはめてみると MSE 推定値が負の値をとっ
てしまうこともおこる。そこで，MSE を漸近的に近似した推定量を求める
ことにしよう。

小地域推定の問題を扱っているので各郡の標本サイズ ni が小さいため，
郡の個数 k が大きい場合を考えて k についての漸近近似を求める。θ̂ の
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バイアスと分散を Biasθ(θ̂) = E[θ̂ − θ], V arθ(θ̂) = E[(θ̂ − E[θ̂])2] で表す。
Biasθ(θ̂) = Op(k

−1) となることを仮定する。θ̂ が ML, REML, FH, TR で
与えられるときにはこの条件がみたされる。

g1i(θ) =n
−1
i − n−1

i γi(θ),

g2i(θ) = {γi(θ)}2 x′
i

{ k∑
j=1

γjnjxjx
′
j

}−1

xi,

g3i(θ) =ni{γi(θ)}3V arθ(θ̂),

とおくと，EBLUP の MSE の k に関する２次近似は

Mi(θ, µ̂i(θ̂)) = g1i(θ) + g2i(θ) + g3i(θ) +O(k−3/2)

となる。この近似式を用いると MSE の２次近似に基づいて MSE の２次漸
近不偏推定量を構成することができ，

M̂U
i (θ̂) = g1i(θ̂) + g2i(θ̂) + 2g3i(θ̂)−Biasθ̂(θ̂)

{
γi(θ̂)

}2

(3.6)

で与えられる。実際，E[M̂U
i (θ̂)] =Mi(θ, µ̂i(θ̂)) +O(k−3/2) が成り立つ。

前節で与えられた θ の推定量 θ̂ML, θ̂REML, θ̂FH , θ̂TR の分散について
は，V arθ(θ̂ML) = V arθ(θ̂

REML) = 2/
∑k

i=1(niγi)
2+O(k−3/2), V arθ(θ̂

FH) =

2k/(
∑k

i=1 niγi)
2 + O(k−3/2), V arθ(θ̂

TR) = 2
∑k

i=1 γ
−2
i /N2 + O(k−3/2) とな

る。またバイアスについては，Biasθ(θ̂REML) = Biasθ(θ̂
TR) = O(k−3/2),

Biasθ(θ̂
ML) =− tr (

∑
i niγixix

′
i)
−1
∑

i(niγi)
2xix

′
i∑

i(niγi)2
+O(k−3/2),

Biasθ(θ̂
FH) =2

k
∑

i(niγi)
2 − (

∑
i niγi)

2

(
∑

i niγi)3
+O(k−3/2)

となるので，これらを用いて MSE の２次漸近不偏推定値が計算できる。
EBLUP の MSE Mi(θ, µ̂i(θ̂)) において θ̂ の影響は，g3i(θ) の中の V arθ(θ̂)

に現れるので，分散の小さい推定量 θ̂ を用いれば MSE の２次近似が小さ
くなる。V arθ(θ̂ML) = V arθ(θ̂

REML) ≤ V arθ(θ̂
FH)となることが示されるの

で，FH よりも ML, REML を用いた方が漸近的には MSE が小さくなるこ
とがわかる。また (3.6) の中の項の数が増えれば推定量 M̂U

i (θ̂) のバラツキ
が大きくなるので，Bias(θ̂) = 0 となる推定量を用いた方がよい。その点か
ら θ の推定量として REML を用いるのがよいと思われる。以上の内容は，
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Datta et al . (2011), Rao (2003), Datta, Rao and Smith (2005), Kubokawa

(2011b) などで詳しく説明されている。また，パラメトリック・ブートス
トラップ法を用いた２次不偏推定も導出されており，詳しくは，Butar and

Lahiri (2003), Hall and Maiti (2006a,b), Kubokawa and Nagashima (2011)

を参照してほしい。

3.3 信頼区間の構成

EBLUP の誤差を評価するもう一つの方法は EBLUP に基づいた信頼区
間を構成することで，その誤差の程度が信頼区間の幅として表されるので実
用上有用である。前節と同様，i番目の小地域の平均 µi = x′β+vi の推定に
興味があるとし，σ2

e が既知として話を進める。まず，µi の標本平均に基づ
いた信頼区間は，µi を与えたときの yi の条件付分布が yi|µi ∼ N (µi, σ

2
e/ni)

であることに注意すると，

I∗i : yi ± zα/2
√
σ2
e/ni (3.7)

で与えられる。ただし，zα/2 は標準正規分布の上側 α/2点を表す。これは
信頼係数 1 − α の信頼区間となるが，ni が小さいときには yi のバラツキ
が大きくなってしまうとともに信頼区間の長さが長くなってしまう。

そこで，線形混合モデル (3.1) の下での信頼区間の構成について考えてみ
よう。そのモデルをベイズモデルの枠組みで捉えると，µiに µi ∼ N (0, σ2

vIk)

なる事前分布を仮定していることになる。µi のベイズ推定量は，γi = (1 +

niθ)
−1 に対して µ̂B

i (β, θ) = x′
iβ+ (1− γi)(yi −x′

iβ) で与えられるので，yi
を所与としたときの µi の事後分布は，

µi|yi ∼ N
(
µ̂B
i (β, θ), (σ

2
e/ni)(1− γi)

)
となり，µi に対する信頼係数 1− α のベイズ的信頼区間は，

IBi (β, θ) : µ̂
B
i (β, θ)± zα/2

√
(σ2

e/ni)(1− γi)

と書ける。これは未知母数 β, θ を含んでいるので，それらの推定量を代入
した信頼区間が考えられる。一般に θ̂ を y1, . . . , yk に基づいた θ の推定量
とし，β を (3.4) で与えられる一般化最小 2乗推定量 β̂(θ̂) で推定すると，
µi の経験ベイズ推定量は

µ̂EB
i (θ̂) = x′

iβ̂(θ̂) + (1− γ̂i)
(
yi − x′

iβ̂(θ̂)
)
, γ̂i = (1 + niθ̂)

−1
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と書けるので，経験ベイズ的信頼区間は IBi (β, θ) から

IEB
i (θ̂) : µ̂EB

i (θ̂)± zα/2
√

(σ2
e/ni)(1− γ̂i)

となる。経験ベイズ推定量 µ̂EB
i (θ̂) は yi に比べて推定精度が高いだけでな

く，信頼区間の長さも短くなっている。しかし，その被覆確率が 1 − α 以
上になることは保証されていない。k = 50, p = 3, 1− α = 0.95 とし β, ni,

xi 等を適当に与えたときの被覆確率をシミュレーション実験によって求め，
横軸に θ の値をとって描いたものが図 1 で示されている。この図からわか
るように，IEB

i (θ̂) の被覆確率は 95% をかなり下回ってしまう。
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図 1: 標本平均に基づく信頼区間 I∗i , 経験ベイズ信頼区間 IEB
i , 補正後の信頼区間 IAEB

i

の被覆確率の比較

そこで，3.2節の議論を用いて，被覆確率が k に関して２次漸近的に 1−α
で近似できるような信頼区間を構成する。このような信頼区間は, n1 = · · · =
nk で σ2

e が既知のときには Basu, Ghosh and Mukerjee (2003) などによっ
て求められ，n1, . . . , nk が等しいことを仮定せず，σ2

e が未知という一般的
な設定の下では笹瀬-久保川 (2005), Kubokawa (2010) によって得られた。
Basu et al . (2003)の論法に従って, zα/2 の代わりに zα/2{1+(2k)−1h(θ̂)}を
用いた信頼区間

IAEB
i : µ̂EB

i (θ̂)± zα/2

[
1 + (2k)−1h(θ̂)

]√
(σ2

e/ni)(1− γ̂i) (3.8)
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を考える。ここで，補正関数 h(θ̂) は，

h(θ̂) =− kniγ̂
2
i

1− γ̂i
Biasθ̂(θ̂) + (1 + z2α/2)

kn2
i γ̂

4
i

4(1− γ̂i)2
V arθ̂(θ̂)

+
kniγ̂

2
i

1− γ̂i

{
x′
i

( k∑
j=1

njxjx
′
j

1 + nj θ̂

)−1

xi + 2niγ̂iV arθ̂(θ̂)
}

(3.9)

で与えられる。このとき，Biasθ(θ̂) = Op(k
−1), ∂θ̂/∂yi = Op(k

−1) を仮定す
ると，

P [µi ∈ IAEB
i ] = 1− α + o(k−1), (k → ∞)

が成り立つことが示される。(3.1) で与えられた推定量 θ̂TR に対しては，
Biasθ(θ̂

TR) = o(k−1), V arθ(θ̂
TR) = 2

∑k
i=1(1 + niθ)

2/N2 + o(k−1) となるの
で，これを (3.9) に代入すれば補正項が得られる。特に n1 = · · · = nk = n

のときには次のようになる。

h(θ̂) =
1 + z2α/2

2n2θ̂2
+

1

nθ̂

{
kx′

i

( k∑
j=1

xjx
′
j

)−1

xi + 4
}

図 1 からわかるように，2 次補正後の経験ベイズ信頼区間 IAEB
i の被覆

確率は 95% より大きく, θ > 0.25 に対してはほぼ 95% になっている。図 2

は同じ設定のもとでの信頼区間の長さの平均値を描いたものであり，IAEB
i

の長さが I∗i より短くなっていることがわかる。このことから，補正した経
験ベイズ信頼区間 IAEB

i が被覆確率と区間の長さの意味で優れているとい
えよう。

一般的なLMMにおける信頼区間の構成については Kubokawa (2011b)を，
パラメトリック・ブートストラップ法を用いた信頼区間については Chatterjee,

Lahiri and Li (2008), Hall and Maiti (2006b), Kubokawa and Nagashima

(2011) を参照してほしい。

3.4 応用例：地価公示価格の小地域推定

さて，具体的な小地域に関するデータを用いて EBLUP の特徴，平均２
乗誤差推定及び EBLUP に基づいた信頼区間の挙動を調べてみよう。ここ
で用いるデータは，京浜急行電鉄本線及び久里浜線沿いの宅地物件について
2001年に公表された 1m2 当たりの地価公示価格である。各駅を１つの小地
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図 2: 標本平均に基づく信頼区間 I∗i , 経験ベイズ信頼区間 IEB
i , 補正後の信頼区間 IAEB

i

の長さの比較

域と考え，また i 番目の駅を最寄り駅とする物件のデータをその小地域か
らとられたデータと考えて，その個数を ni で表す。小地域の総数は k = 48

であり，ni は 1 から 12 まで不均一な値をとっているが平均 3.73 程度で
ある。各地価公示価格を対数変換したものを yij とし，(2.2) に対応するモ
デル

yij = β0 + x1iβ1 + x2ijβ2 + x3ijβ3 + vi + eij

を想定してみる。ここで，共変量 x1iは i番目の駅から品川駅に到着するのに
要する時間，x2ij は物件 (i, j)から最寄り駅 (i)までの時間距離, x3ij は物件
(i, j) の容積率を表している。xij = (1, x1i, x2ij, x3ij)

′, xi = (1, x1i, x2i, x3i)
′

とおくと, 行列
∑k

i=1

∑ni

j=1(xij − xi)(xij − xi)
′ のランクは 2 となるので，

(2.16) の σ̂2
e における λ は λ = 2 となることに注意する。このモデルにお

いて，駅 (小地域)ごとに平均的な地価公示価格

µi = β0 + x1iβ1 + x2iβ2 + x3iβ3 + vi

の予測に関して，これまで説明してきた手法の挙動を調べてみよう。

θ̂ として 3.1 節の打ち切り推定量 θ̂TR を用いて，データから推定値 θ̂TR,

β̂(θ̂TR), σ̂2
e を計算すると，̂θ

TR = 0.551775, β̂(θ̂TR) = (12.927,−0.014251, 9.38×
10−6, 0.001444), σ̂2

e = 0.020936 となる。β1 の推定値が負の値であることか
ら，品川駅から遠くなるにつれて地価公示価格は低くなる傾向にあり，合
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表 1: 京浜急行線沿線の物件の 1m2 当たりの駅ごとの平均価格の予測値と予測誤差
(EBLUP∗

i は時系列データを組み込んだ予測量 (4.6) による値)

予測値 予測誤差 時系列予測値
No. 最寄り駅 ni v̂∗i yi EBLUPi β̂(θ̂TR) 1/ni M̂U

i EBLUP∗
i

1 北品川 1 1.73 607000 470301 408538 1.000 0.428 465078
2 新馬場 3 0.29 536217 528604 516239 0.333 0.229 565306
3 青物横丁 1 -0.02 484000 485410 486190 1.000 0.402 535321
4 鮫洲 1 1.38 569000 463645 414112 1.000 0.405 470527
5 立会川 2 1.08 508199 469206 429639 0.500 0.291 482257
6 大森海岸 2 0.77 525882 496574 466124 0.500 0.293 528852
7 平和島 2 0.16 470500 464950 458901 0.500 0.289 502266
13 京急川崎 4 0.13 604995 601955 595299 0.250 0.197 650621
14 鶴見市場 7 -1.28 319928 328736 365095 0.143 0.119 353112
18 京急新子安 2 -1.41 321134 356534 400146 0.500 0.286 407568
19 子安 1 1.70 525000 408045 355071 1.000 0.391 417252
27 弘明寺 6 0.02 243983 243815 243260 0.167 0.136 251979
32 能見台 12 1.42 244788 240536 214183 0.083 0.075 239566
33 金沢文庫 10 -0.29 236221 237245 242974 0.100 0.088 244637
34 金沢八景 2 -1.05 210000 226995 247350 0.500 0.282 253148
35 追浜 7 -1.92 189859 197708 231197 0.143 0.119 214788
39 汐入 2 -1.65 174379 196973 225318 0.500 0.284 226449
41 県立大学 6 -0.03 208107 208260 208766 0.167 0.137 219065
45 京急久里浜 6 2.31 240698 227358 188249 0.167 0.137 224582
46 ＹＲＰ野比 6 2.80 200674 187314 149112 0.167 0.138 181381
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図 3: 標本平均 yi の MSE と EBLUPi の MSE 推定値 M̂U
i の比較

(No.1 から No.48 までの各駅を横軸に並べている。)

理的な符号を示している。表 1 は，京浜急行沿線の物件 1m2 当たりの駅ご
との平均価格の予測値と予測誤差を与えている。No.1 北品川から No.48 津
久井浜までの 48 の駅のうち 20 の駅だけを表 1 に載せている。ni は利用
可能なデータ数，yi は標本平均値，EBLUPi は (3.3) から計算される予測
値，β̂(θ̂TR) はプールされた推定値に基づいた回帰推定値を示している。こ
れらの推定値を指数変換した値が，表 1 の「予測値」の欄で与えられてい
る。この表から，EBLUPi は yi を β̂(θ̂TR) の方向へ縮小しており，特に ni

が小さいときに縮小の度合いが大きくなり ni が大きくなるにつれて縮小の
程度は小さくなることがわかる。表 1 の「予測誤差」の欄は，(3.5) で与え
られた平均２乗誤差 (MSE)の推定値が与えられている。1/ni は，vi を母数
としたときの yi の MSE であり，M̂U

i は EBLUPi の MSE の２次漸近不偏
推定値を表しており，(3.6) から計算されたものである。図 3 は yi の MSE

と M̂U
i と ni の値を，駅を No.1 から No.48 まで横軸にとって描いた図で

ある。これらの数値的な結果をながめてみると，EBLUPi の予測誤差は yi
よりもかなり小さく，特に ni が小さいときには著しい改善がなされている
ことがわかる。ni が大きいところでは両者の差は小さいようである。表 1

では与えられていないが，MSE の正確な不偏推定量の値を計算したところ
負の値になってしまった。全体的にかなり縮小がなされているため MSE の
正確な不偏推定値が 0 を越えて負の値を取ってしまったのかもしれないが，
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正確な不偏推定値が好ましくないことを意味している。

表 1 の中の v̂∗i は変量効果の予測値を標準化した値を示している。変量で
ある地域効果の分布が駅毎に与えられており，共変量の影響を取り除いた
後の地域的な差をみるのに役に立つ。例えば，能見台，京急久里浜，ＹＲ
Ｐ野比はそれぞれ 1.42, 2.31, 2.80 と高く，追浜，汐入は -1.92, -1.65 と低
いが，これらの要因を調べてみるのも興味深いであろう。v̂∗i の分布のヒス
トグラムを描いてみると正規分布を仮定したことは悪くなかったことが確
かめられる。

図 4 は，２次補正した経験ベイズ的信頼区間 IAEB
i と yi に基づいた信

頼区間 I∗i の両端の値を，駅を No.1 から No.48 まで横軸にとって描いた図
である。IAEB

i の値は (3.8) から計算できる。I∗i の信頼区間の動きが ni が
小さいときに不安定になるのに比べ，IAEB

i は安定した信頼区間を与えてい
る。IAEB

i の動きをながめてみると，全体として東京から遠くなるにつれて
価格が減少するという合理的な傾向がみられる。図 5 は，信頼区間の長さ
とデータ数 ni との関係を示したものである。I∗i の長さは，ni が大きいと
きには IAEB

i と同程度であるものの, ni が小さいときには IAEB
i に比べて

かなり大きくなってしまうことがわかる。
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図 4: 補正後の信頼区間 IAEB
i と 標本平均に基づく信頼区間 I∗i の両端の値の比較

(No.1 から No.48 までの各駅を横軸に並べている。)

85



0 5 10 15 20 25 30 35 40 45 50

50000

100000

150000

200000

250000

300000

350000

Ii
* 

Ii
AEB 

ni 

図 5: 補正後の信頼区間 IAEB
i と 標本平均に基づく信頼区間 I∗i の長さの比

較とデータ数 ni との関係 (ni のスケールは縦軸 1000 が 1 個のデータを表
している。No.1 から No.48 までの各駅を横軸に並べている。)

4 線形混合モデルの様々な応用
線形混合モデル (LMM) の理論と小地域推定への応用について紹介して
きたが，線形混合モデルは長い歴史と幅広い応用分野があり，様々な拡張や
変形，推測手法及び計算方法などが活発に研究されてきた。2.3 節で説明し
たように，LMMが小地域推定を行う上で優れた予測量を導くことのできる
要因は，共通母数と変量効果を組み込んでいる点である。したがって，共
通母数と変量効果を巧みに組み入れることによって，変量係数モデル, 分散
変動モデルなど応用例に即した様々なモデルを構築することができる。こ
こでは，経時測定データのモデル，一般化線形混合モデル，経験ベイズと
階層ベイズモデルについて説明する。なお，久保川 (2007) でも詳しく解説
されているので参照してほしい。

4.1 経時測定データのモデル

線形混合モデルの最近の中心的な話題は，空間的かつ時系列的に取られた
データを扱うモデルであり，Laird and Ware (1982), Tsimikas and Ledolter

(1997), Das, Jiang and Rao (2004)などの論文の他，Diggle, Liang and Zeger
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(1994), Verbeke and Molenberghs (2000), McCullock and Searle (2001),

Demidenko (2004), Fitzmaurice, Laird and Ware (2004), Molenberghs and

Verbeke (2006) などの解説書でも章を割いて扱っている。またこのモデル
は，計量経済学の分野ではパネル計量モデルと呼ばれ，経済データを解析
するために用いられている。パネルデータの解析については，Hsiao (2003)

で詳しく解説されている。

ここでは，地域レベルのモデル (3.1) に関連して地域レベルの集計データ
が T 時点で時系列的にとられている場合を考える。これは，経時測定デー
タ (repeated measures data, longitudinal data) という。本来ならば標本サ
イズはデータがとられた時点と小地域により異なるのであるが，簡単のた
めに同じ小地域ならば各時点で同じサイズの標本が得られているという設
定のもとで考える。いま時点 t = 1, . . . , T において yi1, . . . , yiT なるデータ
が観測され，そのときの共変量を xi1, . . . ,xiT とする。yi = (yi1, . . . , yiT )

′,

X i = (xi1, . . . ,xiT ) とおき，yi は

yi = X
′
iβ + jTvi + ei (4.1)

に従うとする。ただし，ei と vi は独立に分布し，ei ∼ NT (0, (σ
2
e/ni)Q),

vi ∼ N (0, σ2
v) に従うとする。ei = (ei1, . . . , eiT )

′ として成分で表すと

yit = x′
itβ + vi + eit, i = 1, . . . , k, t = 1, . . . , T,

となり，多くの文献で扱われてきた。また eis と eit, s ̸= t, の間には相関関
係が入っており，その関係は共分散行列 Q の中に時間的な相関構造として
埋め込まれることになる。通常は一様共分散構造もしくは自己共分散構造
AR(1) を仮定する。例えば，T = 4 の場合，それらは |ρ| < 1 に対して

Q1 =


1 ρ ρ ρ

ρ 1 ρ ρ

ρ ρ 1 ρ

ρ ρ ρ 1

 = (1− ρ)I4 + ρJ4,

Q2 =
1

1− ρ2


1 ρ ρ2 ρ3

ρ 1 ρ ρ2

ρ2 ρ 1 ρ

ρ3 ρ2 ρ 1

 = (1− ρ2)−1
(
ρ|i−j|)
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と表される。いまこのようなモデルを k 個の地域について考えることにし，

y =

 y1
...

yk

 , X =

 X
′
1
...

X
′
k

 , v =

 v1
...

vk

 , e =

 e1

...

ek

 ,

Z = block diag(jT , . . . , jT ) とおくと，

y = Xβ +Zv + e (4.2)

と表される。p × q 行列 A = (aij), r × s 行列 B のクロネッカー積は
A⊗B = (aijB) で定義されるが，これを用いると Z は Z = Ik ⊗ jT と書
ける。v の共分散行列を Cov (v) = G とし，D = diag (σ2

e/n1, . . . , σ
2
e/nk)

とおくと，y の共分散行列は，

Σ = ZGZ ′ +D ⊗Q

となる。さらに ZGZ ′ = (Ik ⊗ jT )(G ⊗ 1)(Ik ⊗ j ′T ) = G ⊗ JT に注意す
ると，結局

Σ = G⊗ JT +D ⊗Q

と書ける。G = Cov (v) には空間的相関構造を入れることができ，例えば
一様共分散構造

G = σ2
v {(1− ρv)Ik + ρvJk}

を仮定すると，他の地域の情報を有効に利用する予測量が作れる。空間的
な広がり方は 2次元的なので，局所的にこの相関構造を用いて隣接する地
域の情報を利用する手法を構成することができるが，広い範囲にわたって
この相関構造をおくことは好ましくない。G として空間的な自己回帰モデ
ルを仮定する方が自然である。

モデル (2.2), (3.1)では空間的に無相関 Cov (v) = σ2
vIk を仮定している。

その代わり β を共通にとることによってデータの空間的プーリングがなさ
れている。以降は v が無相関として議論する。このとき，Σ = Cov (y) は

Σ =σ2
vIk ⊗ JT +D ⊗Q = diag (Σ1, . . . ,Σk) ,

Σi =σ
2
vJT + (σ2

e/ni)Q, i = 1, . . . , k

と書ける。Σ−1 = diag
(
Σ−1

1 , . . . ,Σ−1
k

)
であり，θ = σ2

v/σ
2
e に対して

Σ−1
i =

ni

σ2
e

{
Q−1 − niθQ

−1jTj
′
TQ

−1

1 + niθj
′
TQ

−1jT

}
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となることから，v̂ = (v̂1, . . . , v̂k)
′ = GZ ′Σ−1(y −Xβ̂) は

v̂i =σ
2
vj

′
TΣ

−1
i

(
yi −X

′
iβ̂
)

=
niθ

1 + niθj
′
TQ

−1jT
j ′TQ

−1
(
yi −X

′
iβ̂
)

となる。また，β の GLS は

β̂ =
( k∑

i=1

X iΣ
−1
i X

′
i

)−1
k∑

i=1

X iΣ
−1
i yi

となる。従って，小地域の T 期間における平均値 µi = j ′TX
′
iβ/T + vi を

推定したいときには，その推定量は µ̂i = j ′TX
′
iβ̂/T + v̂i で与えられる。

Q に一様共分散構造 Q1 = (1− ρ)IT + ρJT を仮定すると，

Q−1
1 =

1

1− ρ

{
IT − ρ

1 + (T − 1)ρ
JT

}
より，j ′TQ

−1
1 = {1 + (T − 1)ρ}−1j ′T となることに注意して，

v̂i =
niθ

1 + (T − 1)ρ+ niθT

T∑
t=1

(
yit − x′

itβ̂
)

と書ける。Q に自己共分散構造 Q2 = (1 − ρ2)−1(ρ|i−j|) を仮定すると，例
えば T = 4 の場合

Q−1
2 =


1 −ρ 0 0

−ρ 1 + ρ2 −ρ 0

0 −ρ 1 + ρ2 −ρ
0 0 −ρ 1


と書けることから，j ′TQ

−1
2 = (1− ρ)(1, 1− ρ, . . . , 1− ρ, 1) = (1− ρ)2

{
j ′T +

ρ(1 − ρ)−1(1, 0, . . . , 0, 1)
}
, j ′TQ

−1
2 jT = (1 − ρ)2

{
T + 2ρ/(1 − ρ)

}
となるこ

とに注意する。従って，

v̂i =
niθ

(1− ρ)−2 + niθ{T + 2ρ/(1− ρ)}

×
{ T∑

t=1

(
yit − x′

itβ̂
)
+

ρ

1− ρ

(
yi1 − x′

i1β̂ + yiT − x′
iT β̂
)}

となる。いずれの場合も，niを大きくし ρ→ 0とすると全体の平均
∑T

t=1

(
yit−

x′
itβ̂
)
/T に近づくことになる。
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4.2 モデルの修正と小地域推定への応用

以上の設定では，変量効果 vi を全期間 t = 1, . . . , T にわたって同一として
いるため vi の予測量は T 個の時点にわたって合算した量

∑T
t=1(yit −x′

itβ)

に基づいている。しかし，１年ごとにデータが取られていて最新の予測値を
知りたいときには，上述の予測量は明らかに好ましくない。第 T 期のデー
タにウェイトをかけた予測量を導くためにはモデル (4.1) の中の変量効果の
部分 jTvi を地域と時点に依存させて

yi = X
′
iβ + vi + ei (4.3)

と変えてみるとよい。ここで vi = (vi1, . . . , viT )
′ は NT (0, σ

2
vIT ) に従う変

量とする。すなわち，変量効果が時点に関して独立に分布すると仮定する。
このとき，yi の共分散行列は

Σi = σ2
vIT + (σ2

e/ni)Q, i = 1, . . . , k

となる。第 T 期の平均値 µiT = x′
iTβ+ viT を予測したいときには，条件付

き期待値が E[viT |yi] = σ2
v(0, . . . , 0, 1)Σ

−1
i (yi −x′

iβ) となることより，予測
量は

µ̂iT = x′
iT β̂ + σ2

v(0, . . . , 0, 1)Σ
−1
i (yi −X

′
iβ̂)

で与えられる。Σi = (σ2
e/ni)(niθIT +Q) と書けるので，

niθIT +Q = A =

(
A11 a12

a21 a22

)
, A−1 =

(
A11 a12

a21 a22

)

と表すことにする。ただし，a22 はスカラーである。a22.1 = a22−a21A
−1
11 a12

とおくと a21 = −a21A
−1
11 /a22.1, a

22 = 1/a22.1 と書けるので，µ̂iT は

µ̂iT = x′
iT β̂ +

niθ

a22.1

{
(yiT − x′

iT β̂)− (a21A
−1
11 , 0)(yi −X

′
iβ̂)
}

(4.4)

となる。これは，yiT − x′
iT β̂ を過去の T − 1 個のデータに基づいた予測量

の方向へ縮小した形をしていることがわかる。

Qに一様共分散構造 Q1 = (1−ρ)IT +ρJT を仮定すると，a22.1 = (niθ+

1 − ρ)(niθ + 1 + (T − 1)ρ)/(niθ + 1 + (T − 2)ρ), a21A
−1
11 = {ρ/(niθ + 1 +
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(T − 2)ρ)}j ′T−1 となることから,

µ̂iT =x′
iT β̂ +

niθ(niθ + 1 + (T − 2)ρ)

(niθ + 1− ρ)(niθ + 1 + (T − 1)ρ)

{
(yiT − x′

iT β̂)

− ρ

niθ + 1 + (T − 2)ρ

T−1∑
t=1

(yit − x′
itβ̂)

}
(4.5)

と表される。ni → ∞ とすると µ̂iT → yiT , ρ → 0 とすると µ̂iT → x′
iT β̂ +

{niθ/(1 + niθ)}(yiT − x′
iT β̂) に近づくことがわかる。一方，Q に自己共分

散構造 Q2 = (1 − ρ2)−1(ρ|i−j|) を仮定したときには一般の次元に対しては
予測量 (4.4) を明示的に書き下すことはできないが，例えば T = 3 の場合
には，

µ̂iT =x′
iT β̂ +

niθ

niθ + 1

(niθ + 1)2 − ρ2(niθ)
2

(niθ + 1)2 − ρ2niθ(niθ − 1)

{
(yiT − x′

iT β̂)

− ρ

(niθ + 1)2 − ρ2(niθ)2
[
niθρ(yi,T−2 − x′

i,T−2β̂)

+ (niθ + 1)(yi,T−1 − x′
i,T−1β̂)

]}
(4.6)

と表される。(4.5) が過去のデータを同じ重みでプーリングしているのに対
して，niθρ < niθ + 1 となることからわかるように，(4.6) はより最近の
データをより重くして加重和をとっている。この場合も，ni → ∞ とする
と µ̂iT → yiT , ρ → 0 とすると µ̂iT → x′

iT β̂ + {niθ/(1 + niθ)}(yiT − x′
iT β̂)

に近づくことがわかる。

θ, ρ を推定するには ML もしくは REML を数値的に求める必要がある。
しかし次のような簡便な推定量も利用可能である。時点 tでの β の最小２
乗推定量を β̂t = (

∑k
j=1 njxjtx

′
jt)

−1
∑k

j=1 njxjtyjt とおいて êit = yit−x′
itβ̂t

とする。θ については (2.16) の下で与えられた議論と同様にして, S2 =∑T
t=1

∑k
i=1 niê

2
it,

n∗ =
T∑
t=1

{
k∑

i=1

ni − tr (
k∑

i=1

n2
ixitx

′
it)(

k∑
i=1

nixitx
′
it)

−1}

に対して

θ̂TR = max
{ 1

n∗

(S2

σ2
e

− T (k − p)
)
,

1

k2/3

}
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で推定できる。ρ については, ρ̂ =
∑k

i=1 niρ̂i/N で推定できる。ここで，ρ̂i
は，Q1 の場合, ei =

∑T
t=1 êit/T に対し,

ρ̂i = 2
T−1∑
t=1

T∑
s=t+1

(êis − ei)(êit − ei)
′/{(T − 1)

T∑
t=1

(êit − ei)
2}

であり，Q2 の場合, ρ̂i =
∑T

t=2(êit − ei)(êi,t−1 − ei)/
∑T

t=1(êit − ei)
2 である。

いずれも |ρ̂| < 1 であり一応これらを用いて推定できるが, それらを初期値
として ML, REML を数値的に解くのがよいであろう。

さて，自己共分散構造 Q2 を仮定するとき， (4.4) もしくは (4.6) によっ
て予測される値を実際のデータに基づいて計算してみよう。実は，3.4 節で
取り上げた宅地物件の地価公示価格に関するデータは時系列的に得られて
おり，ここでは 1997 年から 2001 年までの 5 年間 (T = 5) のデータを利用
することができる。θ̂TR = 0.686732, ρ̂ = 0.244273 となり，駅毎の予測値が
表 1 の EBLUP∗

i の欄で与えられている。ほとんどの予測値が 2001 年だけ
のデータに基づいた予測値 EBLUPi を上方修正していることがわかる。こ
れは，この 5 年間の宅地の価格が年々低下する傾向にあることと, (4.4) が
過去のデータに基づいた予測値の方向へ縮小する作用があることに起因し
ている。図 6 は，変量効果の予測値 v̂it を標準化した値 v̂∗it の経年的変化を，
Nos.1, 3, 4, 13, 14, 33 の６つの駅について描いたものである。地価公示価
格から共変量の影響を取り除いたものを縮小した値が v̂it であり，v̂∗it はそ
の相対的な値を示していることになる。この５年間で全体的には価格が低
下している状況の中にあって，品川駅に近い駅 (No.1, 3, 4) の地域効果が相
対的に上昇し，No.13, 14, 33 の地域効果が相対的に下降していることがわ
かる。地価の下落の影響を強く受けた地域とそれほど影響をうけなかった
地域など，小地域の価格変動に関する経年的変化の様子を捉えることがで
きる。

4.3 一般化線形混合モデル

データが死亡数など離散的に変動するときには，２項分布やポアソン分布
などに基づいたモデルを考える必要がある。こうした離散分布に回帰項と変
量効果を組み入れてモデルを構築することができ，それを統一的に扱ったモ
デルが一般化線形混合モデル (GLMM)である。いま，全体で k 個の地域が
あり，i 番目の地域から ni 個のデータ（もしくは集計データ）yi1, . . . , yini
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図 6: 変量効果（地域効果）の予測値 v̂it を標準化した値 v̂∗it の経年的変化

が取られており，vi を所与としたときの yij の条件付分布が

f(yij|vi) = exp {[yijθij − b(θij)]/τij + c(yij, τij)} ,

j = 1, . . . , ni; i = 1, . . . , k, で与えられるとする。これは一般化線形モデル
と呼ばれる。この密度関数は自然母数 θij と尺度母数 τij(> 0)を用いて表現
されており，τij は既知と仮定される。yij の条件付期待値を E[yij|vi] = µij

と書くとき，µij がリンク関数 g(·) を通して共変量 xij と関係づけること
ができることを仮定して

g(µij) = x′
ijβ + vi

なる形で表現できるとする。ここで，vi ∼ N (0, σ2
v) であり，すべて互いに

独立であると仮定する。これを GLMM という。GLMM の詳しい解説につ
いては，McCullagh and Nelder (1989, 14.5節)，Fahrmeir and Tutz (2001),

McCulloch (2003) で与えられている。また，McCulloch and Searle (2000)

はわかりやすく書かれた本であり，疾病地図など空間モデルを扱った本と
しては，Lawson, Browne and Vidal Rodeiro (2003), Lawson (2006) などが
あるので参照してもらいたい。

共通母数と変量効果を組み入れた GLMM は，地域の特性値に対して精
度の高い安定した推定値を与えることができる。その代表的な例が疾病地
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図の作成に用いられる死亡率及び死亡指標の推定である。死亡率の代表的
な指標として用いられるのが標準化死亡率 (Standardized Mortality Rate,

SMR)で, (観測死亡数)/(期待死亡数) で定義される。地域と年齢階級を細
分していくと SMR のバラツキが大きくなってしまう。この問題に対して
GLMM が安定した推定値を与えるために有用であることが示されており肺
ガンの死亡率地図が作成されている。丹後 (1988) はポアソン・ガンマモデ
ルによる経験ベイズ推定値の導出方法について議論し安定した疾病地図の
作成が可能であることを示した。

4.4 経験ベイズモデルと階層ベイズモデル

枝分かれ誤差回帰モデル (2.2) を yij = µij + eij, µij = x′
ijβ + vi と分解

すると，条件付分布は yij|(µij, σ
2
e) ∼ N (µij, σ

2
e) となり，µij の事前分布が

µij ∼ N (x′
ijβ, σ

2
v) で与えられるベイズモデルの形で捉えることができる。

母数 β, σ2
v , σ

2
e が既知のときが主観的ベイズモデルであり，それらの事前の

値に強く依存してしまう。そこで客観性を持たせるために２つの方法が知
られている。１つは β, σ2

v , σ
2
e を未知母数として扱う方法で経験ベイズモデ

ルと呼ばれる。未知母数とすることで事前分布の恣意性を排除できる。経
験ベイズ推定量は事前分布の情報を取り入れながらもその情報の誤りに対
する実害が生じないという利点をもっている。いいかえると，事前情報に
関して頑健であることを意味する。(2.2) などこの論文で扱ってきた線形混
合モデルは経験ベイズモデルに対応している。

事前分布に客観性を持たせるもう１つの方法は， β, σ2
v , σ

2
e を変量として

扱う方法で階層ベイズモデルと呼ばれる。この場合，(i, j)-成分に µij をも
つ行列を µ とおくと，(µ, σ2

e)|(β, σ2
v) ∼ π1(µ, σ

2
e |β, σ2

v) を第１段階事前分
布，(β, σ2

v) ∼ π2(β, σ
2
v) を第２段階事前分布という。客観的なベイズ推定を

構成するためには，一般に，第１段階事前分布は正確に，第２段階事前分
布は無情報的に設定するのがよいとされている。例えば，第１段階事前分
布 π1(µ, σ

2
e |β, σ2

v) として

µij|(β, σ2
v) ∼N (x′

iβ, σ
2
v),

σ2
e ∼σ−2

e dσ2
e

がとられる。σ−2
e dσ2

e は尺度変換に関して不変な測度で無情報事前分布を表
している。また第２段階事前分布 π2(β, σ

2
v)としては σ2

v には無情報事前分布
σ−2
v dσ2

v を想定し，β に対しては，(1)一様分布 dβ, (2) β|σ2
v ∼ N (β0, σ

2
vA),
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(3) β|(σ2
v , λ) ∼ N (β0, λσ

2
vA), λ ∼ π3(λ), などの設定が考えられる。ここで

β0, Aは既知の値とする。このような階層ベイズ推定量の理論的な性質につ
いては Kubokawa and Strawderman (2007)とその中の参考文献を参照して
ほしい。また階層ベイズを用いた空間データの解析については，Banerjee,

Carlin and Gelfand (2004) に述べられている。

5 おわりに
線形混合モデルと経験最良線形不偏予測量について基本的な性質を解説
し，小地域推定や経時測定データへの応用について主に説明してきた。最
後に，線形混合モデルと関係のある推定問題について若干説明を加えて本
稿を終えることにする。

まず，家畜育種学という分野で生まれ育ってきた線形混合モデルの手法
が，数理統計学において有名なスタイン問題と関係している点を指摘して
おこう。C. Stein が 1956 年に発見した理論は，「3 次元以上の正規分布の平
均を同時に推定する問題において標本平均よりも平均２乗誤差 (MSE) を一
様に小さくする縮小推定量が存在する」ということであった。そこで登場
した縮小推定量を n1 = · · · = nk = n の地域モデル (3.1) に当てはめてみる
と，平均 µi = x′

iβ+ vi からなるベクトル µ = (µ1, . . . , µk)
′ の縮小推定量は

µ̂S = Xβ̂ +max
{
1− (k − p− 2)σ2

e

n∥y −Xβ̂∥2
, 0
}
(y −Xβ̂)

という形で表される。ここで β̂ = (X
′
X)−1Xy は β の OLSである。Stein

の理論によると，k− p ≥ 3 ならば µ̂S の MSE は y の MSE より一様に小
さいことになる。Stein 問題については篠崎 (1991)，下平，伊藤，久保川，
竹内 (2004) に詳しく説明されているが，この問題は理論家の興味の対象と
なり 20 世紀の数理統計学の一分野に発展した。一方，n1 = · · · = nk = n

の地域モデル (3.1) に対して µ の EBLUP は，θ を REML で推定すると
(3.3) より，縮小推定量 µ̂S において (k− p− 2) を (k− p) に置き換えたも
のに一致する。Henderson の BLUP についての論文が出されたのが 1950

年であり，その数年後に全く違う分野で Stein が EBLUP と同等な手法を
考案していたことになる。しかも，Henderson は家畜育種という応用分野，
Stein は統計的決定理論という理論分野であり，応用・理論の双方向から研
究されてきたトピックであるといえよう。
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次に，2.4 節で扱ったように，LMM の分散成分に関する推定は LMM の
主要な研究テーマの一つであるが，この問題が分散の不等式制約に関係し
ている点を指摘しておこう。例えば, n1 = · · · = nk = n の枝分かれ誤差回
帰モデル (2.2) を取り上げてみると，(2.16) 周辺の議論から S1 と S2 が独
立になり，S1/σ

2
1 ∼ χ2

m1
, S2/σ

2
2 ∼ χ2

m2
に従うことがわかる。ここで m1, m2

は対応する自由度を表し，σ2
1 = σ2

e , σ
2
2 = σ2

e + nσ2
v である。従って分散 σ2

1,

σ2
2 の間に σ2

1 < σ2
2 なる不等式制約が入っていることがわかる。一般に多元

配置の変量モデルにおいては分散の間に複雑な順序関係が入ることになり，
母数制約のもとでの推定問題として定式化される。また多変量へ拡張した
モデルを考えると，共分散行列の間に不等式制約が入った推定問題になり，
Srivastava and Kubokawa (1999), Kubokawa and Tsai (2006) などで議論さ
れている。

LMM の変数選択などのモデル選択規準の導出は非常に興味ある問題で
あり，Jiang, Rao, Gu and Nguyen (2008) の Fence 法や Kubokawa and

Srivastava (2010)の経験ベイズ情報量規準は一致性をもつ変数選択法になっ
ている。LMM の赤池情報量規準 (AIC)には縮小推定量が規準の中に現れ
ないため，小地域の推定に関わる変数選択規準としてはあまり好ましくな
い。そこで，Vaida and Blanchard (2005) は条件付き AIC 規準を導入し，
縮小推定量に基づいた規準を導出した。Kubokawa (2011a), Kubokawa and

Nagashima (2011) はこの結果を一般的な LMM に拡張している。

本稿で取り上げてきた内容からわかるように，筆者が線形混合モデルの
魅力に惹かれたのは小地域推定という問題を通してであった。カナダのオ
タワにある Carleton 大学へ滞在していた 1989年，91年当時，そこの数学・
統計学科の教授 John N.K. Rao の研究テーマが LMM を利用した小地域推
定であった。Rao はオタワ市内にあるカナダ統計局 (Statistica Canada) の
スタッフとつねに連携を取り統計調査の現場において何が必要とされてい
るのかに関心をもちながら研究を進めていた。当時の PhD 学生の論文テー
マもその現場にモチベーションをもつ内容であり，PhD を取得した後にカ
ナダ統計局へ就職して活躍している研究者もいる。Rao のこのような研究
姿勢に，応用と理論の両輪で発展する統計学の生きた姿をみた思いがして
大変感銘したことが思い出される。

謝辞. 編集者及び査読者の方々から貴重なコメントを頂きました。ここに
深く感謝申し上げます。本研究は，科学研究費補助金 16500172, 21540114

及び東京大学大学院経済学研究科２１世紀ＣＯＥプログラムから研究助成
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「21世紀の統計科学」第 III巻
日本統計学会HP版, 2011年 10月
第 2部 統計数理の展開と統計科学

第5章　接合分布関数（コピュラ）
の理論と応用

塚原 英敦1

（成城大学経済学部 教授）

この章では，接合関数（コピュラ）の理論と応用について概観
する．まずその定義から始め，基本的な結果を述べた後，2次元
接合関数の例を挙げる．また重要なクラスであるアルキメデス
型接合関数について詳述する．次に，関連性尺度やその他の従
属性概念，裾従属性との関連について説明し，周辺分布と接合
関数が与えられた場合の乱数発生方法を解説する．接合関数モ
デルにおける統計的推定についても簡単に言及する．応用とし
ては，生存解析やファイナンス，そして保険の分野における応
用例を紹介し，さらに多変量極値理論やマルコフ過程論といっ
た確率論の分野で接合関数が果たす役割を簡潔に説明する．

1tsukahar@seijo.ac.jp．本稿は，最新の情報に基づいて塚原 (2003)に大幅な加筆・
修正を施したものである．
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1 はじめに
接合分布関数とは copula（コピュラ）の訳語である．接合分布とは，1次
元周辺分布を接合して多次元分布を構成する基本的標準分布という意味合
いであり，特に連続の場合，多次元確率変数の各成分を確率積分変換した
ものの分布に等しい．その接合分布の分布関数を接合分布関数と呼ぶので
あるが，以下では短く接合関数と書くことにする．
接合関数，あるいはその変形は多次元分布や従属性の研究に古くから現
れていたが，Sklar (1959)により ‘copula’と命名された．しかし，その後も
名前の認知度が低く，いくつかの論文中で ‘再発見’されている（日本人研
究者による例としては，Sibuya (1960)やYanagimoto (1970)がある）．正
確な定義は次節で述べるが，接合関数は周辺分布を所与とした確率分布の
研究（例えば，Rüschendorf, Schweizer and Taylor (1996)参照），および分
布関数から成る空間上の 2項演算族との関連で確率距離空間 (probabilistic

metric spaces) の理論（Schweizer and Sklar (1983)参照）において古くか
ら用いられてきた道具であった．
しかし近年，統計学の立場から，複数の確率変数間の従属性を理解し，そ
れをモデル化するための有用かつ柔軟な道具として，また 1次元周辺分布が
与えられたときの（あるいは特定化しないままの）多変量モデルの構成法
として，様々な応用分野で接合関数が脚光を浴びている（Fisher (1997)参
照）．数学的に扱いやすい分布族が多変量正規分布以外には見当たらないと
いうことから，伝統的な多変量推測統計の分野では，母集団分布として多変
量正規分布を前提とすることが圧倒的であったが（例えば，竹村 (1991)を
参照），多変量正規分布の仮定が理論的，または経験的に問題のある状況も
また少なからず存在する．そうした場合には，接合関数によるモデリング
が有効である．さらに，接合関数は非正規多変量データを擬似発生させる
場合にも便利である．この接合関数を主題として詳しく扱っている書物と
しては，Drouet Mari and Kotz (2001), Joe (1997), Nelsen (2006)の 3冊が
あるが，Nelsenによるものが最も読み易い好著であり，本稿を書く上でも
かなり参考にした書物である．また，McMeil, Frey and Embrechts (2005)

の第 5章にもよくまとまった接合関数の解説がある．
本稿の目的は，この接合関数の理論と応用について概観することである．
まず次節で接合関数の定義から始めて，その基本的な性質を述べた後，2次
元接合関数の具体例をいくつか挙げる．そして，関連性尺度やその他の従
属性概念とのつながりについて説明し，周辺分布と接合関数が与えられた
場合の乱数発生方法を解説する．さらに，データに基づく接合関数の推定
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量を定義し，その性質を考察する．また，接合関数モデルを多変量データ
に適用した場合のパラメータ推定法についても簡単に解説する．3節では，
生存解析やファイナンス，保険などいくつかの分野における接合関数の応
用例を紹介し，さらに多変量極値理論やマルコフ過程論といった確率論の
分野で接合関数が果たす役割を簡潔に説明する．

2 定義と基本的性質
定義 2.1 d次元接合関数 (copula function) とは，すべての 1次元周辺分
布が [0, 1]上の一様分布である d次元分布関数のことである．通常，次元は
文脈から明らかであることがほとんどであるから，以下では単に接合関数と
呼ぶことにする．

接合関数に関する最も基本的な結果は次の定理である：

定理 2.2 (Sklar (1959)) 任意の d次元分布関数 F に対して，

F (x1, . . . , xd) = C
(
F1(x1), . . . , Fd(xd)

)
, (2.1)

となる d次元接合関数Cが存在する．ここで，Fiは F の i番目の 1次元周
辺分布関数である (i = 1, . . . , d)．

この定理，そして 2.1節で述べる他の定理について，その証明は数学付録に
まとめられているので，適宜参照されたい．
定理 2.2は接合関数が多次元同時分布とその 1次元周辺分布をつなぐ役割
をもっていることを示す．よって，多次元分布をモデル化するときに周辺分
布と確率変数間の従属構造を表す接合関数とを別々に特定化することが可
能となり非常に便利である．

F が連続である場合にはCは一意的に定まり，F の接合関数と呼ばれる．
この場合，Cは

C(u1, . . . , ud) = F
(
F−1

1 (u1), . . . , F
−1
d (ud)

)
(2.2)

と与えられることが容易にわかる．

2.1 接合関数の基本的性質

次の不等式は，d = 2の場合にHoeffding (1940)と Fréchet (1951)により
独立に発見された．
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定理 2.3 (Frechét-Hoeffdingの不等式) 任意の d次元接合関数 Cに対し
て，

max

( d∑
i=1

ui − d + 1, 0

)
≤ C(u1, . . . , ud) ≤ min(u1, . . . , ud). (2.3)

注意 2.4 上限M(u1, . . . , ud) := min(u1, . . . , ud)は常に接合関数であるが，
下限W (u1, . . . , ud) := max

(∑d
i=1 ui − d + 1, 0

)
は d ≥ 3のとき接合関数に

ならないことに注意しよう．

定義 2.5 (X1, . . . , Xd)の同時分布関数を F (x1, . . . , xd)とする．記号
L
= は

右辺と左辺の確率ベクトルが同じ分布をもつことを意味する．

(i) F の Sklar分解 (2.1)において，C(u1, . . . , ud) = M(u1, . . . , ud)ととれ
るとき，(X1, . . . , Xd)は共単調 (comonotone)であるという．このとき，
確率変数Zと非減少関数fi (i = 1, . . . , d)が存在して，(X1, . . . , Xd)

L
=

(f1(Z), . . . , fd(Z))となることが示せる．これはある意味で，X1, . . . , Xd

の間に存在しうる最も強い正の従属関係である．

(ii) d = 2とする．F の Sklar分解 (2.1)において，C(u1, u2) = W (u1, u2)

ととれるとき，(X1, X2)は反単調 (countermonotone) であるという．
このとき，確率変数 Z，非減少関数 f1 と非増加関数 f2 が存在して，
(X1, X2)

L
= (f1(Z), f2(Z))となることが示せる．これもX1とX2の間

に存在しうる最も強い負の従属関係であると言えよう．

共単調性の理論と応用について良くまとまった展望論文としては，Dhaene

et al. (2002a, 2002b)がある．

以下では，(X1, . . . , Xd)の同時分布関数をF (x1, . . . , xd)とし，その Sklar

分解が (2.1)で与えられているとする．まず次のHoeffdingの公式を思い起
こそう：E|X1|, E|X2|, E|X1X2|がすべて有限であるとき，X1とX2の共分
散は

cov(X1, X2) =

∫ ∞

−∞

∫ ∞

−∞

(
F (x1, x2) − F1(x1)F2(x2)

)
dx1dx2 (2.4)

と書ける（証明は数学付録参照）．
この公式とFrechét-Hoeffdingの不等式 (2.3)を合わせて用いると，次のこ
とが容易にわかる．
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定理 2.6 分散が有限かつ非ゼロである 2つの確率変数X1とX2の周辺分布
がそれぞれ F1, F2 であるとするとき，X1とX2の相関係数がとり得る値の
集合は閉区間 [ ρ, ρ ]となる（ ρ < 0 < ρ）．ρが達成されるための必要十分
条件はX1とX2が反単調となることであり，ρが達成されるための必要十
分条件はX1とX2が共単調となることである．

このことから，2つの確率変数の周辺分布だけが指定されている場合にお
いても，従属性を自由に設定することによって相関係数の値がとり得る範
囲を [−1, 1]とできるとは限らないことがわかる．実際，McNeil, Frey and

Embrechts (2005)の例 5.26では，周辺分布を対数正規分布としたとき，区
間 [ ρ, ρ ]が非常に狭くなる可能性があることが示されている．

定理 2.7 (独立性の必要十分条件) F が連続であると仮定する．このとき，
X1, . . . , Xdが独立であることとC(u1, . . . , ud) =

∏d
i=1 ui =: Π(u1, · · · , ud)が

成り立つことは同等である．

この事実は，データから接合関数を推定して独立性を検定できることを示
唆している．これについてはTsukahara (2000)に要約と検定統計量の漸近
理論が与えられている．また，Genest and Rémillard (2004)も参照のこと．

定理 2.8 (単調変換の下での不変性) F が連続であるとする．hiがXiの値
域上で a.s.狭義単調増加ならば，(X1, . . . , Xd)と

(
h1(X1), . . . , hd(Xd)

)
は同

一の接合関数をもつ．

この結果は，接合関数がXiの単調増加変換により不変であり，接合関数
が確率変数間の順序的な (ordinal) 従属性を支配していると解釈できる．

次の性質は接合関数に関する技術的事実を示す場合等に役立つ．

定理 2.9 (Lipschitz連続性) (u1, . . . , ud), (v1, . . . , vd) ∈ [0, 1]dに対して，∣∣C(u1, . . . , ud) − C(v1, . . . , vd)
∣∣ ≤ d∑

i=1

|ui − vi|.

この定理と Sklarの定理から，d次元分布関数F とその 1次元周辺分布関
数 F1, . . . , Fd に対して，∣∣F (x1, . . . , xd) − F (y1, . . . , yd)

∣∣ ≤ d∑
i=1

|Fi(xi) − Fi(yi)|

が成り立つことがわかる．よって，d次元分布関数 F の連続性とそのすべ
ての 1次元周辺分布関数 F1, . . . , Fdの連続性は同等である．
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2.2 2次元接合関数の1パラメータ族の例

応用上よく用いられている 2次元接合関数の 1パラメータ族をいくつか
挙げよう．

(i) Clayton-Cook-Johnson族 (Clayton (1978), Cook and Johnson (1981))

Cθ(u1, u2) =
(
u−θ

1 + u−θ
2 − 1

)−1/θ
, θ ∈ [−1,∞) \ {0}

(ii) Gumbel-Hougaard族 (Gumbel (1960), Hougaard (1986))

Cθ(u1, u2) = exp
{
−

[
(− log u1)

θ + (− log u2)
θ
]1/θ

}
, θ ≥ 1

(iii) Frank族 (Frank (1979))

Cθ(u1, u2) =
1

θ
log

(
1 +

(eθu1 − 1)(eθu2 − 1)

eθ − 1

)
, θ ∈ R \ {0}

(iv) Plackett族 (Plackett (1965))

Cθ(u1, u2)

=


1 + (θ − 1)(u1 + u2) −

√
{1 + (θ − 1)(u1 + u2)}2 − 4u1u2θ(θ − 1)

2(θ − 1)
, θ > 0, θ 6= 1

u1u2, θ = 1

(v) Gauss族
Cθ(u1, u2) = Φθ

(
Φ−1(u1), Φ

−1(u2)
)

ここで，Φθは平均
(

0
0

)
，共分散行列

(
1 θ

θ 1

)
をもつ 2変量正規分布の分

布関数，Φは 1次元標準正規分布の分布関数である．

これらのうち，Gumbel-Hougaard族を除く 4つの族はFrechét-Hoeffdingの
不等式における上限と下限，さらに独立接合関数Πを含む（このような族
は包括的 (comprehensive) と呼ばれる）．よって，幅広い従属関係を表すこ
とのできるモデルとして多用されている．
下の図 1–3では，上記の (i)–(iii), (v)について，Kendallの τ（2.4節参照）
がそれぞれ 0.2，0.5，0.8になるようにパラメータ θの値を定めた上で，周
辺分布はすべて標準正規分布として 1,000個の擬似乱数を発生させプロット
したものである．これらの図から，異なる接合関数によって表現される従
属性の性質はかなり違ったものになるということが直観的に理解できよう．
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なお，これらの乱数発生には自前のMatlabコードを用いたが，現在で
は S+FinMetricsTM 2.0に接合関数のためのオブジェクト・クラスが装備さ
れており，大変有用である．その用例については，Zivot and Wang (2006)

の第 19章を参照せよ．
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図 1: τ = 0.2での従属性 (周辺分布はN(0, 1))

2.3 アルキメデス型接合関数

定義 2.10 区間 (0, 1] 上で定義され，R+ の値をとる単調減少凸関数 φが
φ(1) = 0を満たすとする．このとき，

Cφ(u1, u2) = φ−1
(
φ(u1) + φ(u2)

)
, (u1, u2) ∈ (0, 1]2

を（2次元）アルキメデス型接合関数 (Archimedean copula) と呼び，φ

はCφの生成素 (generator) という．

このアルキメデス型という名前の由来については，Schweizer and Sklar

(1983)，あるいはNelsen (2006)を参照されたい．これは数学的に扱いやす
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図 2: τ = 0.5での従属性 (周辺分布はN(0, 1))

-4 -2 0 2 4
-4

-2

0

2

4

Frank(theta=18.2)

-4 -2 0 2 4
-4

-2

0

2

4

Clayton-Cook-Johnson(theta=8)

-4 -2 0 2 4
-4

-2

0

2

4

Gumbel-Hougaard(theta=5)

-4 -2 0 2 4
-4

-2

0

2

4

Gauss(theta=0.951)

図 3: τ = 0.8での従属性 (周辺分布はN(0, 1))
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い性質をもつ接合関数のクラスであり，2.2節に挙げた例の中で (i), (ii), (iii)

はこのクラスに属する．対応する生成素は

Clayton族： φ(t) =
t−θ − 1

θ
, Gumbel-Hougaard族： φ(t) = (− log t)θ,

Frank族： φ(t) = − log
eθt − 1

eθ − 1

である．独立接合関数Π(u1, u2) = u1u2とFrechét-Hoeffding不等式の下限に
対応する接合関数W (u1, u2) = max(u1+u2−1, 0)もそれぞれφ(t) = − log t,

φ(t) = 1 − tととればアルキメデス型接合関数であることがわかる．

注意 2.11 d次元 (d ≥ 3) への拡張としては当然

Cφ(u1, . . . , ud) = φ−1
(
φ(u1) + · · · + φ(ud)

)
, (u1, . . . , ud) ∈ (0, 1]d (2.5)

とすることが考えられるが，これは必ずしも接合関数とはならない（反例：
φ(t) = 1− t）．条件 limt→0 φ(t) = ∞が成り立つときには，φ−1がR+上で完
全単調 (completely monotone) であることと (2.5)の Cφが任意の d ≥ 2に
対して接合関数となることが同値となる（証明はKimberling (1974)参照）．
ここで，関数 g(t)が区間 I上で完全単調とは，gが I上で連続であり，かつ
Iの内点 tと k = 0, 1, 2, . . . に対して，(−1)k(dk/dtk)g(t) ≥ 0が成り立つこ
とと定義される．

複数の確率変数間の関連を共通の潜在変数への依存という形で説明しよ
うとする ‘random effect’モデル（生存解析では frailtyモデルと呼ばれる）
において，アルキメデス型接合関数は必然的に現れる．正の確率変数W を
潜在変数 (frailty) とする．X1, . . . , Xdは，W が与えられたとき，条件付き
で独立な確率変数であり，Xiの条件付き分布関数が

Hi(xi|W ) =
(
Hi(xi)

)W

という形になっていると仮定する．ここでHiはある分布関数である．さら
に，ψ(t) := E[e−tW ]をW の Laplace変換とすると，Xiの周辺分布関数は
Fi(xi) = ψ(− log Hi(xi))となり，X1, . . . , Xdの同時分布関数 F (x1, . . . , xd)

は

E
[(

H1(x1) · · ·Hd(xd)
)W

]
= ψ

[
ψ−1

(
F1(x1)

)
+ · · · + ψ−1

(
Fd(xd)

)]
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で与えられる．この分布関数の接合関数はアルキメデス型であり，その生
成素はW のLaplace変換の逆関数で与えられることになる．W の分布とし
て，ガンマ分布をとるとClayton-Cook-Johnson族，正の狭義安定 (positive

strictly stable) 分布をとると Gumbel-Hougaard族が得られる（Hougaard

(1986)参照）．

2.4 関連性尺度

確率変数X1とX2の同時分布関数をF (x1, x2)，それぞれの周辺分布関数
をF1，F2とする．さらに，F は連続と仮定し，F の Sklar分解が (2.1)で与
えられているとする．以下では，Kruskal (1958)に述べられているような関
連性の順序尺度（ordinal measures of association）が接合関数 Cのみの関
数になることを示す．

X1とX2の間の最も単純な関連性尺度としては，まず (x∗
1, x

∗
2)を固定した

点として

P
[
(X1 − x∗

1)(X2 − x∗
2) > 0

]
= 1 − F1(x

∗
1) − F2(x

∗
2) + 2F (x∗

1, x
∗
2)

が考えられる．これは一方向しか考えていないので対称化すると，

P
[
(X1 − x∗

1)(X2 − x∗
2) > 0

]
− P

[
(X1 − x∗

1)(X2 − x∗
2) < 0

]
= 2 P

[
(X1 − x∗

1)(X2 − x∗
2) > 0

]
− 1 = E

[
sgn(X1 − x∗

1)sgn(X2 − x∗
2)

]
となる．特に (x∗

1, x
∗
2)をX1とX2のミディアンとした場合，Blomqvist (1950)

により提案された関連性尺度となる．しかしながら (x∗
1, x

∗
2)をどう選ぶかは

恣意性を伴うため，特定の (x∗
1, x

∗
2)の影響をなくすのが望ましい．このため

の方法として次の 2つがある．

(i) (x∗
1, x

∗
2)に重み F (x1, x2)をつけて積分すると，これはよく知られた

Kendallの τ となる．すなわち，(X1, X2)と (X̃1, X̃2)が独立であり，同一
分布 F をもつとすると，

P
[
(X1 − X̃1)(X2 − X̃2) > 0

]
− P

[
(X1 − X̃1)(X2 − X̃2) < 0

]
= 2 P

[
(X1 − X̃1)(X2 − X̃2) > 0

]
− 1 = E

[
sgn(X1 − X̃1)sgn(X2 − X̃2)

]
であり，右辺はKendallの τの定義式に等しい．このKendallの τがCを通
してのみ F に依存することは容易にわかる：(X1, X2)と (X̃1, X̃2)が交換可
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能であることから，

τ = 2 P
[
(X1 − X̃1)(X2 − X̃2) > 0

]
− 1 = 4 P(X1 < X̃1, X2 < X̃2) − 1

= 4 E
(
P
(
X1 < X̃1, X2 < X̃2

∣∣ X̃1, X̃2

))
− 1

= 4

∫ ∞

−∞

∫ ∞

−∞
P (X1 < x1, X2 < x2) dF (x1, x2) − 1

= 4

∫ 1

0

∫ 1

0

C(u1, u2) dC(u1, u2) − 1.

また，−1 ≤ τ ≤ 1も定義よりすぐわかる．

(ii) (x∗
1, x

∗
2)に重み F1(x1)F2(x2)をつけて積分すると，これもまたよく用

いられる Spearmanの ρ (の定数倍)となる．まず，(X1, X2), (X̃1, X̃2),

(X̂1, X̂2)が独立かつ同一分布 F をもつとすると，重み F1(x1)F2(x2)をつけ
た積分の結果は，(i)での計算と同様にして，

P
[
(X1 − X̃1)(X2 − X̂2) > 0

]
− P

[
(X1 − X̃1)(X2 − X̂2) < 0

]
(2.6)

= 4

∫ ∞

−∞

∫ ∞

−∞
P (X1 < x1, X2 < x2) dF1(x1)dF2(x2) − 1

= 4

∫ 1

0

∫ 1

0

C(u1, u2) du1du2 − 1 = 4

∫ 1

0

∫ 1

0

[
C(u1, u2) − u1u2

]
du1du2

と表される．一方，Spearmanの ρは定義からF1(X1)とF2(X2)の相関係数
であるが，それらは共に一様分布U(0, 1)に従い，その分散が 1/12であるこ
とから，ρ = 12 cov(F1(X1), F2(X2))となる．さらに，F1(X1)と F2(X2)の
同時分布関数はCであるから，(2.4)を用いると，

ρ = 12

∫ 1

0

∫ 1

0

[
C(u1, u2) − u1u2

]
du1du2

となる．よって，この ρもCを通してのみF に依存し，(2.6)の 3倍となっ
ていることがわかる．

2.2節で挙げた 1パラメータ接合関数族に対するKendallの τとSpearman

の ρの値はすべて θの関数となるが，それらを表 1としてまとめておく．こ
こで，Dk(x)は次のように定義される k次のDebye関数である．

Dk(x) =
k

xk

∫ x

0

tk

et − 1
dt

他の関連性尺度については，Schweizer and Wolff (1981)や Yanagimoto

(1970)を参照せよ．
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接合関数族 Kendallの τ Spearmanの ρ

Clayton-Cook-Johnson θ/(θ + 2) —

Gumbel-Hougaard (θ − 1)/θ —

Frank 1 − (4/θ){1 − D1(θ)} 1 − (12/θ){D1(θ) − D2(θ)}
Plackett — (θ + 1)/(θ − 1) − 2θ log θ/(θ − 1)2

Gauss (2/π) arcsin θ (6/π) arcsin(θ/2)

表 1: Kendallの τ と Spearmanの ρ（—：θの明示的な関数として書けない
場合）

2.5 従属性の諸概念

上記の関連性尺度は，2つの確率変数間の関連の強さを 1つの数値として
表そうというものであるが，一方，定性的な従属性の概念も数多く存在す
る．そこでも，特に連続分布を考える場合には，接合関数が本質的な役割
を果たす．最も基本的な例は定理 2.7 であり，独立性は対応する接合関数が
Πであるということによって特徴付けられるのである．
まず，大域的な従属性を表す代表的な例を 2つ紹介する．記号は前節と全
く同様であるが，ここでも F は連続であると仮定する．

象限従属性：X1とX2が正に象限従属である (positively quadrant depen-

dent) とは，すべての (x1, x2) ∈ R2に対して，

F (x1, x2) ≥ F1(x1)F2(x2)

が成り立つことである．負の象限従属性は不等号を逆向きにして定義
される．このLehmann (1966)による正の象限従属性は，明らかに，す
べての (u1, u2) ∈ [0, 1]2に対して，C(u1, u2) ≥ u1u2ということと同等
である．

確率的単調性：X2がX1について確率的に増加 (stochastically increasing)

であるとは，固定された各x2に対して，P(X2 > x2 |X1 = x1)がx1の
関数として増加関数であることをいう．この概念も Lehmann (1966)

に端を発するが，その論文では正の回帰従属性 (positive regression

dependence) と呼ばれている．X2 が X1 について確率的に増加であ
るための必要十分条件を接合関数を用いて述べると，ほとんどすべて
の u1に対して，∂C(u1, u2)/∂u1が u1の関数として減少関数であるこ
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ととなる（接合関数は各引数に関して増加だから，その偏微分係数は
ほとんどいたるところ存在することに注意せよ）．もちろん，これは
C(u1, u2)が u1の関数として凹であることと同等である．

次に，X1とX2の極端に大きな（小さな）値同士が関連する度合を表す
ことを考える．

定義 2.12 X1とX2の上裾従属性係数 (coefficient of upper tail depen-

dence) は，
λU := lim

u↑1
P
(
X2 > F−1

2 (u) |X1 > F−1
1 (u)

)
と定義される．ただし，右辺の極限は存在するものとする．同様に，X1と
X2の下裾従属性係数 (coefficient of lower tail dependence) は，

λL := lim
u↓0

P
(
X2 ≤ F−1

2 (u) |X1 ≤ F−1
1 (u)

)
と定義される．ただし，右辺の極限は存在するものとする．

λU ∈ (0, 1]のとき，X1とX2は上裾従属であるといい，λU = 0のときに
は，X1とX2は（漸近的に）上裾独立であるという．λLについても同様で
ある．

F1と F2が連続である場合，この裾従属性係数は F の接合関数Cのみに
依存する：

λU = lim
u↑1

C(u, u)

1 − u
, λL = lim

u↓0

C(u, u)

u

が成り立つ．ここで，C(u1, u2) := 1 − u1 − u2 + C(u1, u2)である．
若干の計算により，Frank族，Plackett族，Gauss族についてはλU = λL =

0，Gumbel-Hougaard族については，λU = 2−21/θ, λL = 0，Clayton-Cook-

Johnson族については，λU = 0, λL = 2−1/θ (θ > 0)，λL = 0 (θ ≤ 0) となる
ことがわかる．これらの結果は，図 1–3からも直観的に納得できよう．
これらの他にも多くの従属性概念が存在する．それらの詳しい解説につ
いては，Nelsen (2006)の第 5章，Joe (1997)の第 2章，Drouet Mari and

Kotz (2001)を参照せよ．また，関連する多変量分布の確率順序に関しては，
Müller and Stoyan (2002)が詳しく扱っている．

2.6 擬似乱数発生の方法

まず 2次元の場合を考える．分布関数Cからの乱数 (u1, u2)を発生させる
ことができれば，任意の周辺分布関数F1とF2に対して，

(
F−1

1 (u1), F
−1
2 (u2)

)
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と変換することにより，同時分布関数F (x1, x2) = C
(
F1(x1), F2(x2)

)
からの

乱数が得られる．

いま (U1, U2)が分布Cに従うとする．(∂/∂u1)C(u1, u2)は，U1 = u1が与
えられたときのU2の条件付き分布関数C2 | 1(u2 |u1) := P(U2 ≤ u2 |U1 = u1)

に等しいから，一般の接合関数Cに従う (u1, u2)を生成するには次のステッ
プに従えばよい：

(i) U(0, 1)に従う一様乱数 u1と zを独立に発生させる．

(ii) u2 = C−1
2 | 1(z |u1)を計算する．

C−1
2 | 1が解析的に求まる場合，この方法は非常に容易である．

Cが 2.3節で述べたアルキメデス型接合関数の場合には，次の 2つの方法
がある．

(I) C(u1, u2) = φ−1
(
φ(u1) + φ(u2)

)
を微分して，

C2 | 1(u2 |u1) =
φ′(u1)

φ′
(
C(u1, u2)

) ⇒ C(u1, u2) = (φ′)−1

(
φ′(u1)

C2 | 1(u2 |u1)

)
.

よって，次の手順に従えばCからの乱数 (u1, u2)を生成できる：

(i) U(0, 1)に従う一様乱数 u1と zを独立に発生させる．

(ii) w = (φ′)−1
(

φ′(u1)
z

)
を計算する（wは C(U1, U2)の分布からの乱

数と考えられる）．

(iii) u2 = φ−1
(
φ(w) − φ(u1)

)
を計算する．

この方法が有効であるためには (φ′)−1が明示的に求まる必要がある．
Clayton-Cook-Johnson族やFrank族については (φ′)−1が簡単に求まる
が，Gumbel-Hougaard族については (φ′)−1が解析的には求まらない．

(II) Genest and Rivest (1993)によれば，(U1, U2)がCに従うとき，

S :=
φ(U1)

φ(U1) + φ(U2)
, T := C(U1, U2)

で定義されるSと T は独立であり，Sの分布はU(0, 1)，T の分布関数
はKC(t) := t − φ(t)

φ′
+(t)
で与えられる．ただし，φ′

+は φの右導関数であ

る．この結果を用いると，
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(i) U(0, 1)に従う一様乱数 sと zを独立に発生させる．

(ii) t = K−1
C (z)を計算する（tはC(U1, U2)の分布からの乱数と考え

られる）．

(iii) u1 = φ−1
(
sφ(t)

)
，u2 = φ−1

(
(1 − s)φ(t)

)
とおく．

という手順で C からの乱数 (u1, u2)を発生させることも可能である．
しかし，一般にK−1

C は明示的に求まらず，このためにステップ (ii)で
数値的に方程式を解くことが必要となる．

しかし，ステップ (iii)を見ればわかるように，最終的に必要なのは φ(T )

の分布からの乱数発生である．Gumbel-Hougaard族については，この点を
考慮して，K−1

C が求まらないという問題をうまく回避できる．この接合関
数族に対しては φ(t) = (− log t)θ であり，− log T の分布が密度関数 (1 −
1/θ)e−x + (1/θ)xe−xをもつガンマ分布の混合分布となることが容易に確認
できる（Lee (1979)を参照せよ）．よって，

(i) U(0, 1)に従う一様乱数 zと，それとは独立に密度関数 (1− 1/θ)e−s +

(1/θ)se−sをもつ分布からの乱数 sを発生させる．

(ii) u1 = exp
[
−z1/θs

]
，u2 = exp

[
−(1 − z)1/θs

]
とおく．

という手順に従えばよい．

次元が 3以上の場合には，Gauss族などの特別な接合関数の場合を除い
て，この節の最初に述べた基本的な考え方を適用する．(U1, . . . , Ud)が分布
Cに従うとする．まず，(U1, . . . , Uk) (k = 1, . . . , d)の周辺分布関数を

Ck(u1, . . . , uk) =


u1 k = 1のとき

C(u1, . . . , uk, 1, . . . , 1) k = 2, . . . , d − 1のとき

C(u1, . . . , ud) k = dのとき

としたとき，U1 = u1, . . . , Uk−1 = uk−1が与えられたときの Ukの条件付分
布関数が帰納的に

Ck | 1,...,k−1(uk |u1, . . . , uk−1) =
∂k−1Ck(u1, . . . , uk)

∂u1 · · · ∂uk−1

/
∂k−1Ck−1(u1, . . . , uk−1)

∂u1 · · · ∂uk−1

とCの偏導関数で計算できることに注意する．Cからの乱数 (u1, . . . , ud)を
生成するには，
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(i) U(0, 1)からの乱数 u1を発生させる．

(ii) U(0, 1)からの乱数 z2を発生させ，u2 = C−1
2 | 1(z2 |u1)を計算する．

...

(d) U(0, 1)からの乱数 zdを発生させ，ud = C−1
d | 1,...,d−1(zd |u1, . . . , ud−1)を

計算する．

という手順を踏めばよい．

2.7 経験接合関数

Xk = (Xk
1 , . . . , Xk

d ), k = 1, . . . , nを d次元連続分布関数F からの iid標本
とし，Fiを i番目の周辺分布，Cを F の接合関数とする．同時経験分布関
数と周辺経験分布関数はそれぞれ

Fn(x1, . . . , xd) :=
1

n

n∑
k=1

1{Xk
1≤x1,...,Xk

d≤xd} =
1

n

n∑
k=1

d∏
i=1

1{Xk
i ≤xi},

Fni(xi) :=
1

n

n∑
k=1

1{Xk
i ≤xi}

で定義される．(2.2)式より，X1, . . . , Xkに基づく経験接合関数 (empirical

copula) を
Cn(u1, . . . , ud) := Fn(F−1

n1 (u1), . . . , F−1
nd (ud))

で定義するのは自然な考え方である．このCnの確率分布はCを通してのみ
F に依存することが容易にわかるので，Cnの確率的挙動を調べるためには，
Cからの iid標本 ξk = (ξk

1 , . . . , ξk
d), k = 1, . . . , nに基づく経験接合関数を考

えれば十分である．よって以下では，ξ1, . . . , ξnに基づく経験分布関数と経
験接合関数をそれぞれGn，Cnで表すことにする．そして，通常の経験過
程 (empirical process) UC

n と経験接合過程 (empirical copula process) DC
n を

UC
n :=

√
n(Gn − C), DC

n (u) :=
√

n(Cn − C)

で定義する．次のBahadur-Kiefer型漸近表現は Stute (1984)によって述べ
られた（その証明の細部はTsukahara (2000)に与えられている）．
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定理 2.13 F の接合関数 C が (0, 1)d上 2回連続微分可能で，2次導関数が
[0, 1]d上で連続であると仮定する．このとき，確率 1で (u1, . . . , ud)につい
て一様に

DC
n (u1, . . . , ud) = UC

n (u1, . . . , ud) −
d∑

i=1

Ci(u1, . . . , ud)UC
n (1, ui,1)

+ O
(
n−1/4(log n)1/2(log log n)1/4

)
が成り立つ．ここで，1は1のみからなる適当な長さのベクトルであり，Ci =

∂C/∂ui, i = 1, . . . , dである．

DC
n の弱収束はこの定理から容易に従うが，より弱い条件の下で示すことが
可能である（Tsukahara (2005)参照）．
経験接合関数はDeheuvels (1979)によって初めて定義された．彼はその
漸近理論を考察し，独立性の検定への応用についていくつかの結果を残し
ている．

セミパラメトリック・モデル 上記の結果を応用して接合関数を用いたセ
ミパラメトリック・モデルの推定に関する漸近理論を導くことができる．
Xk = (Xk

1 , . . . , Xk
d ), k = 1, . . . , nが d次元連続分布関数F からの iid標本と

したとき，F の接合関数としてパラメータ族 {Cθ : θ ∈ Θ ⊂ Rm}を考える：

F (x1, . . . , xd) = Cθ

(
F1(x1), . . . , Fd(xd)

)
.

このモデルで θが興味のあるパラメータであり，この θを周辺分布 Fiが未
知のまま推定したいとする．この問題に対してGenest, Ghoudi and Rivest

(1995)は，尤度方程式において現れるFiを経験分布関数で置き換えた推定
方程式の解を推定量として提案し，その性質を述べた．この推定方程式は
経験接合関数の関数となっており，定理 2.13を用いて推定量の漸近的性質
を導くことが可能である．Tsukahara (2005)では，彼らの推定量を一般化
したものの漸近分布を厳密に求め，また経験接合関数を用いた最小距離法
による推定量を提案し，さらにその一致性と漸近正規性を示し，頑健性に
ついて調べた．
この接合関数を用いたセミパラメトリック・モデルに対する一般論がBickel

et al. (1993)に試みられているが，{Cθ}がGauss族である場合以外には θの
セミパラメトリックな意味での有効スコアや情報量の計算は難しい問題で
あり，従って効率性についてはまだあまりわかっていない．Sieve最尤法を
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用いたノンパラメトリックな推定については，Chen, Fan and Tsyrennikov

(2006)を見よ．Hoff (2007)では，F が必ずしも連続ではない場合において，
順位尤度に基づく推定方法が提案されている．

3 応用

3.1 多変量生存時間解析

簡単のため，2次元の場合を考える．T1と T2を生存時刻 (survival time)

とし，我々の関心が T1と T2の間の従属構造にあるとする．例えば，疫学に
おける先駆的研究である Clayton (1978)では，父と息子のある病気による
死亡時刻をそれぞれ T1と T2としてそれらの従属関係が分析されている．
いま，Tiの周辺分布関数を Fi，T1と T2の同時分布関数を F とする．F

の接合関数をCで書き表すと同時生存関数 F は

F (t1, t2) = P(T1 > t1, T2 > t2) = Ĉ
(
F 1(t1), F 2(t2)

)
と書ける．ここで，F i = 1−Fiは周辺生存関数であり，生存接合関数 (survival

copula) Ĉは

Ĉ(u1, u2) = u1 + u2 − 1 + C(1 − u1, 1 − u2)

で定義されている．
Oakes (1989)によるクロス比は

θ∗(t1, t2) :=
λ1(t1 |T2 = t2)

λ1(t1 |T2 > t2)

で定義される．ここで，λ1(t1 |T2 = t2)は T2 = t2が与えられたときの T1の
条件付分布に関するハザード関数であり，λ1(t1 |T2 > t2)は T2 > t2が与え
られたときの T1の条件付分布に関するハザード関数である．F

(1,2)
(t1, t2) =

(∂2/∂t1∂t2)F (t1, t2)，F
(i)

(t1, t2) = (∂/∂ti)F (t1, t2) (i = 1, 2)とおくと，簡
単な計算により，

θ∗(t1, t2) =
F (t1, t2)F

(1,2)
(t1, t2)

F
(1)

(t1, t2)F
(2)

(t1, t2)

となることがわかる．Oakes (1989)は微分可能性に関する適当な条件の下
で，θ∗(t1, t2) = θ

(
F (t1, t2)

)
がある関数 θに対して成り立つ（すなわち，ク
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ロス比が同時生存関数を通してのみ時刻 (t1, t2)に依存する）ことと，T1と
T2の生存接合関数がアルキメデス型であることの同等性を示した．この場
合，関数 θは θ(v) = −vφ′′(v)/φ′(v)で与えられる．もし θ∗(t) = c，すなわ
ちクロス比が一定ならば，満たされるべき関数関係から c = θ + 1とした
Clayton族が導かれる．
いま，n個の独立で同一分布をもつ生存時刻の組 (T1k, T2k)に対して，打切
り時刻の組 (C1k, C2k)があり，実際に観測されるのは (X1k, X2k, δ1k, δ2k)であ
るとする．ただし，i = 1, 2と k = 1, . . . , nに対して，Xik = Tik ∧Cik，δik =

1{Tik≤Cik}である．ここで2.7節と同様に，(T1k, T2k)の同時分布に対する生存
接合関数がパラメータ族 {Cθ : θ ∈ Θ ⊂ Rm}に属しているというモデルを考
えることができる．このようなモデルの望ましさはCox and Oakes (1984)に
述べられている．このモデルで，周辺分布が未知のまま (X1k, X2k, δ1k, δ2k),

k = 1, . . . , nに基づいて θを推定する問題は，{Cθ}が Clayton族の場合に
Clayton (1978)によって初めて考えられた．Oakes (1982)はやはりClayton

族の場合に，いくつかのセミパラメトリックな推定量を提案し，それらの性
質を調べた．Shih and Louis (1995)は {Cθ}が一般のパラメータ族の場合を
考察したが，彼らの推定量はGenest, Ghoudi and Rivest (1995)による推定
量の打切りがある場合への拡張となっている．Tsukahara (2005)の最小距
離推定量も自然にこの場合へ拡張でき，理論的にはどちらの推定量も 3次
元以上の場合への拡張は容易である．その他，多変量生存時間解析におけ
る接合関数の応用については，Hougaard (2000)も参照されたい．

3.2 ファイナンス

3.2.1 相互依存性のあるデフォルト事象のモデリング

Tiを証券 iのデフォルト時刻を表す正の確率変数とし (i = 1, . . . , d)，Ti

の周辺分布関数をFi，T1, . . . , Tdの同時分布関数をF とする．CDO (collat-

eralized debt obligation) に代表される信用デリバティブの価格付け，そし
てこれらのリスク管理を行うためには，デフォルト時刻T1, . . . , Tdのモデリ
ングを実務的に扱いやすい形で行うことが不可欠であり，この目的のため
に接合関数を用いることができる．

生存時間解析アプローチ このアプローチでは，分布関数 F の接合関数C

を既知の接合関数族を用いて直接モデル化する．F の同時生存関数 F は

F (t1, . . . , td) = P(T1 > t1, . . . , Td > td) = Ĉ
(
F 1(t1), . . . , F d(td)

)
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と書ける．ここで，F i = 1 − Fiは証券 iの周辺生存関数であり，生存接合
関数 Ĉは

Ĉ(u1, . . . , ud) =
d∑

i=1

ui − d + 1 +
∑
i<j

C(1, 1 − ui,1, 1 − uj,1)

−
∑

i<j<k

C(1, 1−ui,1, 1−uj,1, 1−uk,1)+ · · ·+(−1)dC(1−u1, . . . , 1−ud)

で定義されている（1は成分がすべて 1であるベクトルである）．
Li (2000)はCとしてGauss接合関数を用いることを提案し，主に 2次元
の場合に接合関数のパラメータをどう推定すればよいかを示し，クレジッ
ト・デフォルト・スワップや first-to-default契約などの信用デリバティブを
評価する際の接合関数の用い方を示した．このアプローチの拡張について
は，例えばHull and White (2006)を参照せよ．

閾値アプローチ Schönbucher and Schubert (2001)は，デフォルト時刻間
の従属性を直接モデル化するのではなく，デフォルト時刻を定義するとき
の閾値に接合関数を用いる方法を導入した．
各 i = 1, . . . , dに対して，債務者 iのデフォルト時刻 Tiを

Ti = inf{t : γi(t) ≤ Ui}

によって定義する．ただし，Uiは一様分布に従う確率変数であり，デフォ
ルト・カウントダウン過程 γi(t)はある正の過程（擬生起度過程）λi(t)を用
いて

γi(t) = exp

[
−

∫ t

0

λi(u) du

]
と定義される．デフォルト時刻間の従属性は (U1, . . . , Ud)の同時分布関数が
ある接合関数Cであると仮定することにより導入される．生存確率はCと
その導関数に依存した形で書くことができるが，Schönbucher and Schubert

(2001)はどの接合関数を選べばよいかについては述べていない．この設定
は明らかにモンテカルロ・シミュレーションに適したものとなっている．
上記 2つのアプローチ以外にも，やはり接合関数をうまく用いた潜在変
数アプローチと呼ばれるものがあるが，それについては Frey, McNeil and

Nyfeler (2001)を参照されたい．信用リスクモデリングにおける接合関数の応
用については，McNeil, Frey and Embrechts (2005)や Schönbucher (2003)，
室町 (2007)を推奨する．
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3.2.2 リスク管理

リスク管理の分野では，様々な資産の価格，あるいは収益率間の相互依
存性が非常に重要な分析対象である．古典的な平均・分散アプローチでは，
暗に多変量正規分布が仮定されてきたため，資産価格（収益率）間の従属
性は相関係数のみで記述されることになる．
ところが，Embrechts, McNeil and Straumann (2002)は，いくつかの反
例やよくある誤信を接合関数を使って例示することにより，Pearsonの相関
係数は非楕円型分布の世界では誤った従属性の尺度となり得ることを指摘
した．これらは，ファイナンスの分野で接合関数が注目されるきっかけを
作った論文であるといってよいだろう．彼らはモンテカルロ・シミュレー
ションを通じて，互いに関連し合うリスク間の従属関係を理解しモデル化
するための新たな道具として接合関数を用いることを提案した．

Embrechts, Höing and Juri (2003)，Embrechts and Puccetti (2006)では，
接合関数を用いてVaRに対する上限・下限を求めている．また，条件付分
布関数に付随する接合関数を用いてファイナンスや経済の時系列を分析し
ようというアプローチが，Granger, Teräsvirta and Patton (2006)やPatton

(2006，2009)に述べられている．定量的リスク管理全般の優れた教科書と
しては，McNeil, Frey and Embrechts (2006)があり，2.5節で説明した裾
従属性との関連など，接合関数の応用も包括的に扱っている．接合関数を
利用した多変量オプションの価格付けについては，Cherubini, Luciano and

Vecchiato (2004)に詳しい．Malevergne and Sornette (2006)も接合関数に
かなり重点をおき，極端なリスクのモデリングについて解説している．

3.3 保険

ここでは，保険の分野で接合関数が用いられた初期の応用例を 2つ簡潔
に挙げるに止める．

例 3.1 (死亡率が互いに関連する年金評価) 共同年金 (joint annuity)や last-

survivor年金では，幾人かの個人から成る団体に対して最後の 1人が死亡す
るまで，定期的に一定の支払が行われる．終身年金の評価は年金受給者の
生存確率に依存するため，上のような年金を正確に評価するためには同時
生存確率を推定しなければならない．
この問題に対して，Free, Carriere and Valdez (1996)はGompertz分布

F (t) = exp
[
e−m/σ(1 − et/σ)

]
,
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を周辺分布とし，Frank族の接合関数を用いてパラメトリック・モデルとし，
そのパラメータを最尤法によって推定している．

例 3.2 (損害保険における損失と費用の従属関係) 支払請求に関連する次の
2つの確率変数を導入する：X1は補償金額（損失），X2は allocated loss

adjustment expenseと呼ばれるものである．保険証券の支払上限と控除条
項 (deductibles) の存在から，データは右からの打切り (right-censoring) と
左側の切断 (left-truncation) を被る可能性がある．
数学的扱い易さとこの分野の慣習からKlugman and Parsa (1999)はFrank

族を選択し，周辺分布は分布関数が F (x) = (xγ/(xγ + θγ))τ で与えられる
逆Burr分布と仮定した．彼らは最尤法によってパラメータを推定し，当て
はめたモデルを使って再保険料を計算し，損失金額からそれに関わる費用
を予測する回帰関数を推定している．

Frees and Valdez (1998)は，接合関数の保険理論への応用を念頭において
書かれた，優れた展望論文である．また最近出版されたDenuit et al. (2005)

は，接合関数の基礎や従属性，リスク尺度，確率順序について，保険数理
の観点から非常に読み易くまとめられた教科書である．

3.4 確率論への応用

3.4.1 多変量極値理論

F を d次元分布関数とし，X i = (Xi1, . . . , Xid)
′, i = 1, . . . , nを F からの

iid標本とする．このとき，成分毎の最大値Mjn = max{X1j, . . . , Xnj}を並
べたベクトルMn = (M1n, . . . ,Mdn)′を基準化したものが非退化分布に分布
収束するならば，よく知られたGnedenko-Fisher-Tippettの定理により，極
限分布は

C

(
Hξ

(x1 − µ1

σ1

)
, . . . , Hξ

(xd − µd

σd

))
の形にならなければならない．ここで，Hξ(x)は一般化極値分布の分布関数
である（渋谷・高橋 (2007)参照）．Cは接合関数であるが，この極限に現
れる接合関数のクラスを極値接合関数という．このクラスは実は，すべて
の t > 0に対して C(ut

1, . . . , u
t
d) = Ct(u1, . . . , ud) が成り立つという性質で

特徴付けられる．この代表的な例は 2.2節で紹介したGumbel-Hougaard族
である．
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この極値接合関数は極値同士の従属性に関する情報をすべてもっていると
考えることができるが，この極限に現れるCは，F の周辺分布とは無関係に
F の接合関数のみから定まることも知られており，そのことから接合関数の
最大吸引域という概念も導入されている．その他，Pickandsによる極値接合
関数の表現定理など多変量極値理論と極値接合関数については，Galambos

(1987)や Joe (1997)の第 6章が詳しい．また，本論文集所収の渋谷・高橋
(2007)も参照されたい．日本人による 2変量の場合の先駆的研究としては
Sibuya (1960)がよく知られている．極値理論のリスク管理論への応用につ
いては，McNeil, Frey and Embrechts (2005)を参照せよ．

3.4.2 マルコフ過程への応用

2次元接合関数C(u1, u2)に対して，D1C := ∂C/∂u1, D2C := ∂C/∂u2と
おく．そして，2つの 2次元接合関数C1とC2の積 C1 ∗ C2を

(C1 ∗ C2)(u1, u2) :=

∫ 1

0

D2C1(u1, t)D1C2(t, u2) dt

で定義する．この積について次のことが成り立つ．

(i) C1 ∗ C2は接合関数となる．

(ii) Π(u1, u2) = u1u2は任意の接合関数 Cに対して，C ∗ Π = Π ∗ C = Π

を満たす．

(iii) M(u1, u2) = min(u2, u2)は任意の接合関数 C に対して，C ∗ M =

M ∗ C = Cを満たす．

(iv) ∗は可換ではないが (W (u1, u2) = max(u1+u2−1, 0)に対して，W ∗C 6=
C ∗ W )，結合律は満たす．

いま，マルコフ過程 (Xt)に対して，P (x, s, y, t) = P(Xt ≤ y |Xs = x) と
おくと，よく知られたChapman-Kolmogorovの方程式は

P (x, s, y, t) =

∫ ∞

−∞
P (z, u, y, t)

∂P (x, s, z, u)

∂z
dz, s < u < t (3.1)

と書かれる．これは (Xt)がマルコフ過程であるための必要条件である．

定理 3.3 (Darsow, Nguyen and Olsen (1992)) CstをXsとXtの同時
分布に対する接合関数とするとき，次の 2つの条件は同等である：
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(i) すべてのs < u < tとほとんどすべてのx, y ∈ Rに対して，{P (x, s, y, t)}
はChapman-Kolmogorovの方程式 (3.1)を満たす．

(ii) すべての s < u < tに対して，Cst = Csu ∗ Cutが成り立つ．

例 3.4 (Xt)を標準ブラウン運動とすると，

P (x, s, y, t) = Φ

(
y − x√
t − s

)
, s < t

であり，対応する接合関数は

Cst(u1, u2) =

∫ u1

0

Φ

(√
tΦ−1(u2) −

√
sΦ−1(w)√

t − s

)
dw

で与えられることが若干の計算でわかる．ここから，適当な周辺分布を選
んでこの接合関数と組み合わせることによって，ブラウン運動のもつ順序
的従属構造を保持しつつ，非正規の周辺分布をもつようなマルコフ過程を
作ることができる．さらに，他のよく知られたマルコフ過程から接合関数
を取り出しても同様のことが可能である．

4 おわりに
‘copula’でGoogle検索を行えばすぐわかるように，接合関数の応用は多
岐に渡っており，すべてを網羅することはできない．ファイナンスや保険，
生存解析については，これまですでにいくつか紹介してきたが，近年，接合
関数の応用を扱った多くの書物が出版されているので適宜それらを参照さ
れたい．本稿で論じなかった応用分野の一例として，Salvadori et al. (2007)

は自然災害の研究における接合関数の応用を解説している．
接合関数に関する統計理論を包括的に扱った書物はないが，Genest and

Favre (2007)は統計家にとって有益な展望論文である．今後は，適合度・独
立性の検定やパラメータ推定などの統計的推測理論ばかりではなく，探索
的データ解析の道具としてもより発展させることが必要である．
接合関数に関して過度に批判的だと思われるMikosch (2006)では，多変
量分布を理解するために接合関数を用いる利点はなく，モデルにおける接
合関数の選択は便宜的であり，時系列的従属性のモデリングには無益であ
るなどという接合関数不要論が展開されている．確かに接合関数を用いる
ことでいわゆる次元の呪いが解消される訳ではないが，多変量モデリング
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の一手法として，また従属性の様々な側面を分析する道具として応用上有
効であることは間違いない事実であると筆者は考える．また，上記論文で
挙げられた接合関数アプローチの欠点は，これからの研究課題であると前
向きに考えることもできよう．
接合関数の応用範囲が今後広がるためには，高次元における確率変数間
の従属性を幅広く表現できるような接合関数のパラメータ族が見出される
ことが望ましい．さらに，時空間での従属構造の分析に接合関数がどう用
いられうるかというのも興味深い課題である．

謝辞 本研究は科研費（18500217）の助成を受けたものである．本稿は，匿
名のレフェリー及び編集者の方々の意見を取り入れることにより格段に読
み易さが上昇した．これらの方々が査読の労を執ってくださったことに対
して深くお礼を申し上げたい．さらに，原稿の誤りをいくつか指摘してく
れた東京大学大学院経済学研究科院生の三崎広海君にも感謝する．

A 増補・HP版への補遺
増補・HP版の出版に際して，接合関数に関する最新の研究結果のなかで
もとりわけ重要と思われる 2つの話題について解説を試みる．ここで扱えな
かった話題については，最近の学会報告論文集である Jaworski et al. (2010)

などを参照されたい．

A.1 ヴァイン接合関数

まず，Aas et al. (2009)に従って，ヴァイン接合関数（vine copula）とい
う考え方を導入しよう．これは，2次元接合関数のみを用いて任意の多次元
分布を構成しようというアプローチであり，対接合関数構成とも呼ばれる．
まず，確率変数X1, . . . , Xdの同時密度関数を

f(x1, . . . , xd)

= f1(x1) · f2|1(x2|x1) · f3|12(x3|x1, x2) · · · fd|12···d−1(xd|x1, . . . , xd−1) (A.1)

と分解する．2次元分布関数 F12の Sklar分解（定理 2.2）を

F12(x1, x2) = C12

(
F1(x1), F2(x2)

)
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とし，両辺を x1, x2で微分すると，密度関数は

f12(x1, x2) = c12

(
F1(x1), F2(x2)

)
· f1(x1) · f2(x2)

である．ただし，c12(u, v) = ∂2C12(u, v)/∂u∂vは接合密度関数である．よっ
て，X1 = x1を所与としたときのX2の条件付き密度関数は

f2|1(x2|x1) = c12

(
F1(x1), F2(x2)

)
· f2(x2)

となる．
同様の議論を，f23|1に対して行うと，

f23|1(x2, x3|x1) = c23|1
(
F2|1(x2|x1), F3|1(x3|x1)

)
· f2|1(x2|x1) · f3|1(x3|x1)

ここで，f23|1(x2, x3|x1)/f2|1(x2|x1) = f3|12(x3|x1, x2)より，

f3|12(x3|x1, x2) = c23|1
(
F2|1(x2|x1), F3|1(x3|x1)

)
· f3|1(x3|x1)

= c23|1
(
F2|1(x2|x1), F3|1(x3|x1)

)
· c13

(
F1(x1), F3(x3)

)
· f3(x3)

を得る．一般に，v = (v1, . . . , vk) = (xi1 , . . . , xik)と xm /∈ {xi1 , . . . , xik}に
対して，v−j = (v1, . . . , vj−1, vj+1, . . . , vk)と書くと

f(x|v) = cmij |i1,··· ,ij−1,ij+1···ik
(
F (x|v−j), F (vj|v−j)

)
· f(x|v−j)

が成り立つから，これを繰り返し用いると，同時密度関数 f(x1, . . . , xd)は，
適当な条件付き分布関数を引数とする条件付き 2次元接合関数と 1次元密
度関数の積として書けることがわかる．もちろん，変数のラべリングも含
めてこのような分解の仕方はたくさんあり，うまく整理して考えなくては
ならない．そこで，グラフィカルモデリングの分野で Bedford and Cooke

(2002)により導入されたヴァイン（vine）という概念が援用される．以下で
用いるグラフ理論の用語・定義については，宮川 (1997)を参照せよ．

定義 A.1 d個の要素 {1, 2, . . . , d}上のヴァイン（vine）とは，木（tree）Ti,

i = 1, . . . , d − 1の集合であり，次の入れ子条件を満たすものである．

(i) T1は {1, 2, . . . , d}を頂点集合，E1を辺集合とする連結な木である．

(ii) i = 2, . . . , d − 1に対して，TiはEi−1を頂点集合，Eiを辺集合とする
木である．
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ヴァインV = {T1, . . . , Td−1}が正則（regular）であるとは，i = 2, . . . , d−1

に対して，{a, b} ∈ Eiならば，a4bの要素の個数が 2となることである（こ
こで，4は対称差を表す）．

よく取り上げられるヴァインの例を 2つ挙げよう．

例 A.2 (Dヴァイン) まずDヴァインに基づく対接合関数構成による同時
密度関数を d = 3, 4, 5について書き下してみると，

f(x1, x2, x3) = f1(x1) · f2(x2) · f3(x3) · c12

(
F1(x1), F2(x2)

)
· c23

(
F2(x2), F3(x3)

)
· c13|2

(
F (x1|x2), F (x3|x2)

)
f(x1, x2, x3, x4) =f1(x1) · f2(x2) · f3(x3) · f4(x4)

· c12

(
F1(x1), F2(x2)

)
· c23

(
F2(x2), F3(x3)

)
· c34

(
F3(x3), F4(x4)

)
· c13|2

(
F (x1|x2), F (x3|x2)

)
· c24|3

(
F (x2|x3), F (x4|x3)

)
· c14|23

(
F (x1|x2, x3), F (x4|x2, x3)

)
f(x1, x2, x3, x4, x5)

= f1(x1) · f2(x2) · f3(x3) · f4(x4) · f5(x5)

· c12

(
F1(x1), F2(x2)

)
· c23

(
F2(x2), F3(x3)

)
· c34

(
F3(x3), F4(x4)

)
· c45

(
F4(x4), F5(x5)

)
· c13|2

(
F (x1|x2), F (x3|x2)

)
· c24|3

(
F (x2|x3), F (x4|x3)

)
· c35|4

(
F (x3|x4), F (x5|x4)

)
· c14|23

(
F (x1|x2, x3), F (x4|x2, x3)

)
· c25|34

(
F (x2|x3, x4), F (x5|x3, x4)

)
· c15|234

(
F (x1|x2, x3, x4), F (x5|x2, x3, x4)

)
となる．一般の dに対するDヴァインに基づく同時密度関数は，

d∏
k=1

fk(xk)
n−1∏
j=1

n−j∏
i=1

ci,i+j|i+1,...,i+j−1

(
F (xi|xi+1, . . . , xi+j−1), F (xi+j|xi+1, . . . , xi+j−1

)
と書ける．

Dヴァインは，どの木 Tiにおいても，各頂点に接続する辺の本数が 2を
超えないという定義である．このヴァインから構成される分布は各変数を
同等に扱っているものとも解釈できよう．d = 5についてグラフ表示は図 4

のようになる．
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図 4: Dヴァインのグラフ表示 (d = 5)

例 A.3 (正準ヴァイン) 上の例と同様に，正準ヴァインに基づく対接合関
数構成による同時密度関数を d = 3, 4, 5について書き下してみると，

f(x1, x2, x3) = f1(x1) · f2(x2) · f3(x3) · c12

(
F1(x1), F2(x2)

)
· c13

(
F1(x1), F3(x3)

)
· c23|1

(
F (x2|x3), F (x3|x1)

)
f(x1, x2, x3, x4) = f1(x1) · f2(x2) · f3(x3) · f4(x4)

· c12

(
F1(x1), F2(x2)

)
· c13

(
F1(x1), F3(x3)

)
· c14

(
F1(x1), F4(x4)

)
· c23|1

(
F (x2|x1), F (x3|x1)

)
· c24|1

(
F (x2|x1), F (x4|x1)

)
· c34|12

(
F (x3|x1, x2), F (x4|x1, x2)

)
f(x1, x2, x3, x4, x5)

= f1(x1) · f2(x2) · f3(x3) · f4(x4) · f5(x5)

· c12

(
F1(x1), F2(x2)

)
· c13

(
F1(x1), F3(x3)

)
· c14

(
F1(x1), F4(x4)

)
· c15

(
F1(x1), F5(x5)

)
· c23|1

(
F (x2|x1), F (x3|x1)

)
· c24|1

(
F (x2|x1), F (x4|x1)

)
· c25|1

(
F (x2|x1), F (x5|x1)

)
· c34|12

(
F (x3|x1, x2), F (x4|x1, x2)

)
· c35|12

(
F (x3|x1, x2), F (x5|x1, x2)

)
· c45|123

(
F (x4|x1, x2, x3), F (x5|x1, x2, x3)

)
となる．一般の dに対する正準ヴァインに基づく同時密度関数は，

d∏
k=1

fk(xk)
n−1∏
j=1

n−j∏
i=1

cj,j+i|1,...,j−1

(
F (xj|x1, . . . , xj−1), F (xj+i|x1, . . . , xj−1

)
である．
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定義により，正準ヴァインでは各木 Tiにおいて，d− i本の辺で結ばれて
いる頂点が唯一つ存在する．上の例では変数 1からその重要度の順に変数
が並んでいるものと考えられる．d = 5について対応するヴァインのグラフ
表示は図 5のようになる．

T1
n1
n2

n3
n4

n5 12

13
14

15 T2
n12

n13

n14n15

23|1

cc
24|1##

25|1
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®­ ©ª23|1
®­ ©ª24|1

®­ ©ª25|1
34|12 35|12

T4

®­ ©ª34|12

®­ ©ª35|12

45|123

図 5: 正準ヴァインのグラフ表示 (d = 5)

高次元（d ≥ 3）では接合関数の族として使いやすいものは少ない一方で，
2.2節で述べたように，2次元接合関数については多くの具体的な族が知ら
れている．そのため，上記のような 2次元接合関数と条件付き分布関数の
みを用いて一般の多次元分布を構成するアプローチは非常に有効であると
考えられる．しかし，このモデリングでは，条件付き接合関数が条件付け
変量に依存しないという形になっており，これがどのくらい一般性を失う
ことになるのか，その影響についてはわかっていない．また，このクラス
の同時分布で表現される従属性についての理解もまだ十分に進んでいると
は言えないのが現状である．
ヴァインの平易な解説と多次元従属性モデリングについては Kurowicka

and Cooke (2006)を参照せよ．Aas et al. (2009)は，多次元分布の対接合関
数構成に関して，その分布からの乱数発生法やモデル選択，統計的推測の
方法について様々な提案を行っている．ヴァイン接合関数全般について，最
新の成果をまとめた有益な書物としてはKurowicka and Joe (2011)がある．

A.2 多次元アルキメデス型接合関数

注意 2.11では，次元 dが 3以上の場合におけるアルキメデス型接合関数
について触れた．ここでは記号を少し変えて，(2.5)を

C(u1, . . . , ud) = ψ
(
ψ−1(u1) + · · · + ψ−1(ud)

)
, (u1, . . . , ud) ∈ [0, 1]d (A.2)
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と書いておく．さらに次の定義を置く．

定義 A.4 ψがアルキメデス生成素であるとは，ψが単調減少かつ連続であ
り，ψ(0) = 1, limx→∞ ψ(x) = 0を満たし，さらに [0, inf{x : ψ(x) = 0})上
で狭義単調減少となることである．

まず問題になるのは，dを 1つ固定したとき，C が接合関数となるために
ψが満たすべき条件であるが（すべての dについて上の Cが接合関数とな
るための条件は ψが完全単調の場合である），最近McNeil and Nešlehová

(2009)により必要十分条件が得られた．まず，d単調性を定義する．

定義 A.5 実数値関数 f が (a, b)上で d単調であるとは（a, b ∈ R, d ≥ 2），
f が d − 2回微分可能であり，導関数がすべての x ∈ (a, b)に対して

(−1)kf (k)(x) ≥ 0, k = 0, 1, . . . , d − 2

を満たし，かつ (−1)d−2f (d−2)が単調減少な凸関数となることである．

この定義を用いれば，(A.2)のCが接合関数となるための必要十分条件は次
のように述べられる．

定理 A.6 ψをアルキメデス生成素とする．このとき，(A.2)で定義される
関数 Cが d次元接合関数であるためには，ψが d単調であることが必要十
分である．

アルキメデス生成素 ψが完全単調であるためには，ψが非負確率変数の
ラプラス変換となることが必要十分である（Widder (1946)参照）．これに
類似の結果を述べるためには，次の定義が必要である．

定義 A.7 (Williamson(1956)) X を非負確率変数，F をその分布関数と
する．F のWilliamson d変換とは，

WdF (x) =

∫
(x,∞)

(
1 − x

t

)d−1

dF (t) =

E
(
1 − x

X

)d−1

+
x > 0のとき

1 − F (0) x = 0のとき

で定義される [0,∞)上の関数WdF である．

定理 A.8 アルキメデス生成素 ψが d単調であるためには，ψが，0に正の
確率をもたない非負確率変数の分布関数F のWilliamson d変換であること
が必要十分である．
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この証明については，Williamson (1956)とMcNeil and Nešlehová (2009)

を参照せよ．後者の論文では，このクラスの接合関数と `1ノルム対称分布
の関係についても詳述している（`1ノルム対称分布については Fang et al.

(1990)も参照せよ）．Genest et al. (2011)は，さらに進んで多変量アルキメ
デス型接合関数モデルに関する統計的推測と漸近理論を論じており，いく
つかの未解決の課題も提示されている．

B 数学付録
定理 2.2 の証明 X = (X1, . . . , Xd) が分布関数 F をもつとする．また，
V1, . . . , Vdを独立，かつ同一分布 U(0, 1)をもつ確率変数とし，X とは独立
であるとする．Fi(x−) := limt↑x Fi(t)とするとき，

Ui := (1 − Vi)Fi(Xi−) + ViFi(Xi), i = 1, . . . , d

で定義される確率変数 U1, . . . , Ud の分布関数を C とおく．Ui が一様分布
U(0, 1)に従うことは容易に確認できる．さらに，Ui ≤ Fi(xi) ⇔ F−1

i (Ui) ≤
xiであり，確率 1で F−1

i (Ui) = Xiとなることを用いれば，

P(U1 ≤ F1(x1), . . . , Ud ≤ Fd(xd)) = P(X1 ≤ x1, . . . , Xd ≤ xd)

が得られる．よって，(2.1)が成り立つ． ¥

この証明はMoore and Spruill (1975)によるものであるが，与えられた分
布をもつ確率変数をある確率空間上に構成できるというKolmogorovの定理
を暗に用いているため，他の直接的な証明（例えばNelsen (2006)参照）よ
りはるかに簡単になっている．

定理 2.3の証明 同時分布関数 C をもつ確率ベクトル (U1, . . . , Ud)を考え
ると，明らかにすべての iに対して

C(u1, . . . , ud) = P
(
{U1 ≤ u1} ∩ · · · ∩ {Ud ≤ ud}

)
≤ P(Ui ≤ ui) = ui

が成り立つから，(2.3)の 2番目の不等号が示される．次に，確率の劣加法
性より

C(u1, . . . , ud) = P
(
{U1 ≤ u1} ∩ · · · ∩ {Ud ≤ ud}

)
= 1 − P

(
{U1 > u1} ∪ · · · ∪ {Ud > ud}

)
≥ 1 −

d∑
i=1

P(Ui > ui) = 1 −
d∑

i=1

(1 − ui) =
d∑

i=1

ui − d + 1
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C(u1, . . . , ud) ≥ 0は明らかだから，これで (2.3)の下限が示された． ¥

(2.4)の証明 分布関数F をもつ確率ベクトル (X1, X2)と，それとは独立に
分布関数 F をもつ (X̃1, X̃2)を考えると，

2 cov(X1, X2) = E
[
(X1 − X̃1)(X2 − X̃2)

]
と書ける．ここで，任意の a ∈ Rと b ∈ Rに対して，

a − b =

∫ ∞

−∞

(
1{b≤x} − 1{a≤x}

)
dx

という恒等式を (X1 − X̃1)と (X2 − X̃2)に適用すると，Fubiniの定理から

2 cov(X1, X2)

= E

[∫ ∞

−∞

∫ ∞

−∞

(
1{ eX1≤x1} − 1{X1≤x1}

)(
1{ eX2≤x2} − 1{X2≤x2}

)
dx1dx2

]
= 2

∫ ∞

−∞

∫ ∞

−∞
[P(X1 ≤ x1, X2 ≤ x2) − P(X1 ≤ x1)P(X2 ≤ x2)] dx1dx2

を得る（この証明は Lehmann (1966)による）． ¥

定理 2.6の証明 まず定理の後半から示す．定理 2.3から，

max{F1(x1) + F2(x2) − 1, 0} ≤ F (x1, x2) ≤ min{F1(x1), F2(x2)}

が成り立つが，F1とF2が固定されていれば，F (x1, x2)の接合関数がC(u1, u2)

= min{u1, u2}であるとき，すなわちX1とX2が共単調の場合に，(2.4)の
被積分関数は各点で最大化される．同様に，被積分関数が最小化されるの
は，X1とX2が反単調である場合である．
次に，明らかに ρ ≥ 0であるが，ρ = 0ではあり得ない．なぜならば，す
べての x1, x2に対して，min{F1(x1), F2(x2)} = F1(x1)F2(x2)が成り立つと，
F1かF2が 1点に退化した分布となってしまい，それは分散がゼロではない
という仮定に反するからである．同様の議論により，ρ < 0も得られる．さ
らに，混合分布 λW (F1, F2) + (1 − λ)M(F1, F2), 0 ≤ λ ≤ 1を考えること
により，ρと ρの間の任意の値 ρを相関係数とする同時分布を作ることがで
きる． ¥
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定理 2.7の証明 Fiは連続だから Fi(F
−1
i (ui)) = uiが成り立つ．このこと

から，X1, . . . , Xdが独立ならば，C = Πとなることは明らかである．逆に
C = Πとすると，F の連続性より C は (2.2)で一意的に与えられるから，
F

(
F−1

1 (u1), . . . , F
−1
d (ud)

)
= u1 · · ·udがすべての (u1, . . . , ud) ∈ [0, 1]dについ

て成り立たなければならない．xi = F−1
1 (u1)とおくと，{(x1, . . . , xd) : (u1, . . . , ud) ∈

[0, 1]d}はFの台となる．Fi(xi) = uiだからF (x1, . . . , xd) = F1(x1) · · ·Fd(xd)

が容易に従う． ¥

定理 2.8の証明 定義を素直に確認していけばよい． ¥

定理 2.9の証明 ui ≥ vi，i = 1, . . . , dとw1, . . . , wdに対して，

C(w1, . . . , ui, . . . , wd) − C(w1, . . . , vi, . . . , wd)

= P(U1 ≤ w1, . . . , vi < Ui ≤ ui, . . . , Ud ≤ wd) ≤ P(vi < Ui ≤ ui) = ui − vi

ここで，(U1, . . . , Ud)は分布関数Cをもつ確率ベクトルである．よって，任意
のui, vi，w1, . . . , wdに対して，|C(w1, . . . , ui, . . . , wd)−C(w1, . . . , vi, . . . , wd)|
≤ |ui − vi|が成り立つ．これを繰り返し用いると，

|C(u1, . . . , ud) − C(v1, . . . , vd)|
≤ |C(u1, . . . , ud) − C(u1, v2, . . . , vd)| + |C(u1, v2, . . . , vd) − C(v1, . . . , vd)|
≤ |C(u1, . . . , ud) − C(u1, v2, . . . , vd)| + |u1 − v1|
≤ |C(u1, . . . , ud) − C(u1, u2, . . . , vd)| + |C(u1, u2, . . . , vd) − C(u1, v2, . . . , vd)|

+ |u1 − v1|
≤ |C(u1, . . . , ud) − C(u1, u2, . . . , vd)| + |u2 − v2| + |u1 − v1|

≤ · · · ≤
d∑

i=1

|ui − vi|. ¥
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[23] Frees, E. W. and Valdez, E. A. (1998). Understanding relationships

using copulas, North Amer. Actuar. J., 2, 1–25.

[24] Frees, E. W., Carriere, J. and Valdez, E. A. (1996). Annuity valuation

with dependent mortality, J. Risk Insurance, 63, 229–261.

[25] Frey, R., McNeil, A. and Nyfeler (2001). Copulas and credit models,

Risk Magazine, October, 111–114.

135



[26] Galambos, J. (1987). The Asymptotic Theory of Extreme Order Statis-

tics, 2nd ed., Krieger, Melbourne.

[27] Genest, C. and Favre, A.-C. (2007). Everything you always wanted to

know about copula modeling but were afraid to ask, J. Hydrologic Eng.,

12, 347–368.

[28] Genest, C., Ghoudi, K. and Rivest, L.-P. (1995). A semiparametric

estimation procedure of dependence parameters in multivariate families

of distributions, Biometrika, 82, 543–552.
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dimensions, Publ. Inst. Statist. Univ. Paris, 9, 171–173.

[35] Hoeffding, W. (1940). Masstabinvariante Korrelationstheorie, Schriften

des Mathematischen Instituts und Instituts für Angewandte Mathe-

matik der Universität Berlin, 5, 181–233 [English translation “Scale-

invariant correlation theory”, in:The Collected Works of Wassily Ho-

effding, pp. 57–107, N. I. Fisher and P. K. Sen (eds.), 1994, Springer-

Verlag, New York].

[36] Hoff, P. D. (2007). Extending the rank likelihood for semiparametric

copula estimation, Ann. Appl. Statist., 1, 265–283.

136



[37] Hougaard, P. (1986). A class of multivariate failure time distributions,

Biometrika, 73, 671–678.

[38] Hougaard, P. (2000). Analysis of Multivariate Survival Data, Springer-

Verlag, New York.

[39] Hull, J. C. and White, A. D. (2006). Valuing credit derivatives using

an implied copula approach, J. Derivatives, 14 (Winter), 8–28.
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第6章　時系列分析の理論と応用

田中勝人1

(一橋大学大学院経済学研究科 教授)

本章は，時系列分析に関する理論と応用の両面について，最近の研
究成果を踏まえて論じたものである．時系列分析の進展はめざま
しく，その研究成果は多くの分野に影響を与えている．例えば，計
量経済学の標準的なテキストでは，時系列分析に関する最新のト
ピックスが，１変量のみならず多変量の場合についても，基礎知識
を前提として述べられることが多くなった．しかし，初学者にとっ
ては，それらの内容をすぐに理解することは至難の技であろう．以
下では，初学者の便宜のために，基礎理論を最初に解説した上で，
主として，1980 年代以降に発展した時系列分析のトピックスにつ
いて考察したい．
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1 は　じ め に
時系列分析の本格的な研究は 20 世紀初頭に始まったとされる．当初は，時

系列モデルに関連した推定や検定のためのさまざまな時系列統計量の標本分布
を導出することがメイン・テーマであった．この点については，例えば，イギ
リスの学術雑誌 Journal of the Royal Statistical Society, Series Bの 20世紀中
期のもので知ることができる。その後，1960年代までは，M.S. Bartlett, M.H.
Quenouille, H. Wold, A.M. Walker, P. Whittle, E.J. Hannan, T.W. Anderson
らによって，このような理論的な研究が積み重ねられた．

1970 年代に入り，コンピュータの進展という追い風の中で，時系列データ
を比較的容易に分析できる環境が整い始め，時系列分析は専門家の占有物とし
ての状態を脱し，ユーザーが新規参入することになった．G.E.P Box と G.M.
Jenkins により 1970 年に出版された Time Series Analysis: Forecasting and
Control は，この時代の金字塔である．彼らは，著書の中で，モデルの特定化
（identification），推定（estimation），診断（diagnostic checking）という手続
きを繰り返すことにより，よりよいモデルを見つけるというモデル・ビルディ
ングの方法を提案した．この最後の診断は，統計的な検定の手続きを踏むもの
であるが，それに対して，Akaike (1973) は，情報量規準の観点から，より実
際的なモデル選択の方法として，AIC (Akaike’s Information Criterion: 赤池
情報量規準) を提案した．これらの方法は，時系列データを扱う多くの分野に
及ぶこととなり，1980 年代にかけて時系列分析の隆盛が訪れた．

1980 年代は，それまでの時系列分析のフレームワークでは捉えられない諸
現象に対して，新たな理論や方法が提案された時期でもある．「長期記憶的な
時系列」，「フラクショナル・モデル」，「閾値モデル」，「GARCH モデル」，「単
位根時系列」，「共和分」，「ウェーブレット解析」などは，そのような例である．

1990 年代は，上述した新しい理論や方法を使って，実際の分析が盛んに行
われた時代である．さらに，ダイナミックな「パネル・データ・モデル」，空間
的な要因も取り入れた「時空間モデル」の分析手法が進展した時代でもある．
21 世紀に入った現在は，1980 年代のエポック・メーキングな時代に比べれば，
ディテールにこだわった研究が主流を占めている感があるが，いずれ，その中
から次のステップへの架け橋となる研究成果が生まれるであろう．
以下では，まず，第 2 節で，一変量時系列に関する基礎理論的な事項を説

明する．その応用に関するトピックスに関しては，第 3 節から第 6 節で解説
する．第 7 節では，多変量時系列に関する説明を行う．上記のトピックスに
ついては，紙数の制約のために取り上げることができなかったものもあるが，
それらについては，最後の第 8 節で簡単に触れることにしたい．
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2 一変量時系列分析の基礎
本節では一変量時系列の基礎理論を 5 つの小節に分けて説明する．応用に

関しては，第 3 節から第 6 節で述べることにする．

2.1 時系列データと定常性

時系列分析は，端的にいえば，時間の経過とともに得られる時系列データを
分析するための方法論的科学である．時系列データは，背後にある母集団から
の標本であると仮定される．この母集団は確率過程と呼ばれ，時間の添え字を
もつ確率変数の全体からなっており，例えば，{Xt} のように表現される．時
間 t が連続な場合を連続時間確率過程，離散的な場合を離散時間確率過程とい
う．本節では，一変量の確率過程について，主として，離散時間の場合を対象
として話を進める．
一変量離散時間確率過程 {yt} は定常過程であるとする．すなわち，次の 2

つの性質をもつとする．

(i) E(yt) = μ （平均が時間に依存せずに一定）

(ii) Cov(yt, yt+h) = γ(|h|) （異時点間の共分散が時間差のみに依存）

定常過程に従う時系列データは，一定のレベルの回りで同程度の変動をして
いるということができる．簡単な例としては，γ(h) = 0 (h �= 0) となるような
平均 0 のホワイト・ノイズがある．ホワイト・ノイズは，分散が一定の無相関
過程である．
一般的な定常過程は，次のように表すことができる．

yt =
∞∑

j=0

αj εt−j , {εt} ∼ i.i.d.(0, σ2), α0 = 1,
∞∑

j=0

α2
j < ∞ (2.1)

ここで，i.i.d.(0, σ2) は，互いに独立で，平均 0，分散 σ2 の同一分布を意味す
る．このような i.i.d. 系列は，平均 0 のホワイト・ノイズでもある．この仮定
と，(2.1) の最後に記述した係数列 {αj} に関する収束条件のもとで，{yt} は
定常過程となる．実際，

E(yt) = 0, Cov(yt, yt+h) = σ2
∞∑

j=0

αj αj+|h| (2.2)

となる．
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式 (2.1) の定常過程を線形過程と呼ぶ．分解定理（例えば，Brockwell-Davis
(1991), Fuller (1996) を参照）によれば，任意の定常過程は，線形過程（ただ
し，i.i.d. 系列ではなく，ホワイト・ノイズから生成される表現）と，決定論的
（完全な予測が可能）な定常過程の和として表現できる．したがって，後者の
成分がなければ，線形過程は定常過程の一般的な表現とみなすことができる．
定常過程では，時点 s と時点 t の共分散 Cov(ys, yt) が，時差 |s− t| のみに

依存するので，γ(|s− t|) と表現することができる．これを，時差 |s− t| の自
己共分散という．自己共分散は，時間的従属性の強さ，あるいは弱さを表す指
標であるが，測定単位に依存するので扱いにくい．それに対して，

ρ(h) =
γ(h)

γ(0)
=

γ(h)

V(yt)
= ρ(−h) (2.3)

は無名数であり，これを時差 h の自己相関という．また，ρ(h) の全体をコレ
ログラムという．ρ(h) は，いかなる h に対しても，絶対値が常に 1 以下であ
り，1 に近いとき相関の程度が強くなる．
図 1 には，コンピュータにより生成された定常過程に従う時系列データの

2 つの例がプロットされている．これら 2 種類のデータの違いは何か．また，
それぞれのデータは，どのような特徴をもっているのか．あるいは，いかなる
メカニズムで生み出されたのか，というようなことを統計的に解明するのが時
系列分析の仕事である．これらのデータについては，あとで再び取り上げるこ
とにするが，先取りしていえば，実線のデータは，次の小節で説明する短期記
憶時系列のデータ，点線のデータは，第 3 節で説明する長期記憶時系列のデー
タである．
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図 1　時系列データの例
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2.2 短期記憶的な時系列モデル

定常過程 {yt} の従属性の程度を測るために，すべての時差の自己共分散の
絶対総和

S =
∞∑

h=−∞
|Cov(yt, yt+h)| =

∞∑
h=−∞

|γ(h)| (2.4)

を考えよう．このとき，S が有限確定ならば短期記憶的，発散するならば長期
記憶的であるという．
式 (2.1)で定義した線形過程が短期記憶的となるか長期記憶的となるかは，係

数列 {αj}の j → ∞の場合の挙動に依存する．例えば，αj = O(|λ|j), (|λ| < 1)
のように幾何級数的に減少する場合は，S < ∞ となるので，短期記憶的であ
る．しかし，例えば，αj = O(jd−1), (0 < d < 1/2) のように，減衰の程度が遅
い場合には，S が発散して，長期記憶的となる．以下，本節では短期記憶的な
時系列モデルについて考える．
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確率過程 {yt} が次の ARMA(p, q) モデルに従う場合を考えよう．

yt = m + φ1 yt−1 + · · · + φp yt−p + εt − θ1 εt−1 − · · · − θq εt−q (2.5)

ここで，{εt} は i.i.d.(0, σ2) の誤差項である．上記の ARMA(p, q) モデルは，
ラグ多項式

φ(L) = 1 − φ1 L − · · · − φp Lp, θ(L) = 1 − θ1 L − · · · − θq Lq

を定義することにより，

φ(L) yt = m + θ(L) εt (2.6)

と表すことができる．
ARMA(p, q) モデルが定常となる条件は，AR 部分の特性方程式 φ(x) = 0

の根の絶対値がすべて 1 よりも大きいことである．定常性のためには，MA 部
分の特性方程式 θ(x) = 0 の根に制約は不要である．しかし，モデルの識別性
のために，θ(x) = 0 の根の絶対値は，すべて 1 以上であることが仮定される．
さらに，2 つの特性方程式は共通根をもたないものとする．これらの詳細につ
いては，例えば，Anderson (1971) を参照されたい．
式 (2.6) の ARMA(p, q) モデルが定常な場合には，{yt} の平均 μ は，両辺

の期待値を取ることにより，次のように求めることができる．

μ =
m

φ(1)
=

m

1 − φ1 − · · · − φp

また，このとき，(2.6) の ARMA(p, q) モデルは，次のように表現できる．

yt = μ + φ−1(L) θ(L) εt = μ +
∞∑

j=0

αj εt−j (2.7)

ここで，αj は，φ−1(L) θ(L) を無限次のラグ多項式で表現した場合の Lj の係
数である．式 (2.7) の最後の表現は，定常な ARMA モデルが線形過程として
表すことができることを示している．なお，線形過程は MA(∞) 過程である
ということもできる．
他方，ARMA(p, q)モデルは AR(∞)表現が可能かどうかという問題がある．

そのための条件は，MA 部分の特性方程式 θ(x) = 0 の根の絶対値がすべて 1
より大きくなることである．このとき，(2.7) は，

εt = θ−1(L) φ(L) (yt − μ) =
∞∑

j=0

βj (yt−j − μ)

と表現できる．ここで，βj は，θ−1(L) φ(L) を無限次のラグ多項式で表現した
場合の Lj の係数である．このように，誤差項 εt が yt, yt−1, · · · の線形結合で
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表現できるとき，ARMA(p, q) モデルは，反転可能であるという．反転不可能
な ARMA モデルとしては，例えば，yt = εt − εt−1 のような MA(1) モデルが
ある．定常な ARMA モデルにおいては，反転可能性は識別性よりも強い条件
である．両者の違いは，MA 単位根（MA 部分の特性方程式の根で絶対値が
1 となる根）をもつかどうかということである．反転不可能なモデルでは，パ
ラメータの推定量などの性質が反転可能な場合と異なることから，通常は，反
転可能性が仮定される．
例として，次の ARMA(2, 1) モデルを取り上げよう．

yt = 4.2 + 0.8yt−1 − 0.64yt−2 + εt − 0.5εt−1

= 5 +
1 − 0.5L

1 − 0.8L + 0.64L2
εt (2.8)

これは，平均 5 の定常な ARMA(2, 1) モデルである．第 2.1 節の図 1 にある
実線の時系列プロットは，このモデルにおいて，σ2 = 1 とした場合のデータ
である．定常性は，AR 部分の特性方程式の 2 根の逆数が，0.4 ± i

√
0.48 =

0.8 exp{±iπ/3}となることから保証される．MA(∞)表現の係数は，(1−0.8L+
0.64L2)(1 + α1L + α2L

2 + · · ·) = 1 − 0.5L の関係から，α1 = 0.3, α2 = −0.4,
一般に αj = 0.8αj−1 − 0.64αj−2 となる．
図 2 は，(2.8)の ARMA(2, 1)モデルのコレログラムを図示したものである．

図からは，コレログラムが，ほぼ周期 6 で減衰して行く様子が見てとれる．周
期をもつことは，AR 部分の特性方程式が複素根をもつことと関連しており，
周期が 6 となるのは，その根を極形式 rei ω で表したときの周波数 ω が π/3
であることによる．なお，時系列の周期については，別の観点から説明するこ
とも可能である．この点については次小節で述べる．

147



図 2　ARMA モデルのコレログラム
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2.3 短期記憶過程のスペクトラム

定常過程 {yt}が短期記憶的な場合，すなわち，式 (2.4)で定義された自己共
分散の絶対総和 S が収束する場合には，自己共分散 γ(h)を係数とする Fourier
級数

f(ω) =
1

2π

∞∑
h=−∞

γ(h) e−ihω (−π ≤ ω ≤ π) (2.9)

が定義されて，右辺の和は一様に絶対収束，そして極限の f(ω)は連続となる．
f(ω) を {yt} のスペクトル密度関数，あるいはスペクトラムという．
スペクトラムは，原点対称，周期 2π の非負値関数である．このことから，

f(ω) の挙動は [0, π] で考えれば十分である．このとき，ω は周波数の意味合
いをもち，2π/ω は周期となる．周期は，周波数が π のときに最小値 2 を取
り，周波数 0 で無限大となる．
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自己共分散の列 {γ(h)} が与えられれば，(2.9) によりスペクトラム f(ω) が
求まる．これは，時間領域の情報を周波数領域に変換したものと考えられる．
この逆の演算も可能である．すなわち，f(ω) が与えられれば，(2.9) の両辺に
eihω をかけて，[−π, π] の範囲で ω に関して積分することにより，γ(h) を次の
定理に述べるように求めることができる．

定理 1　短期記憶過程の自己共分散 γ(h)は，スペクトル密度関数 f(ω)を使っ
て次の形で与えられる．

γ(h) =
∫ π

−π
f(ω) eihω dω (2.10)

以上のことから，自己共分散とスペクトラムは，確率密度関数と特性関数の
関係と同様に，1 対 1 に対応する．スペクトラム f(ω) の意味合いは，(2.10)
において，γ(0) の場合を考えることにより，時系列に含まれる変動の周波数
ω における寄与を表すものと解釈できる．そして，f(ω) の値が大きければ大
きいほど，時系列に含まれる周波数 ω に対応する成分の変動の程度が強いこ
とを意味する．
スペクトラムの最も簡単な例は，{ut} がホワイト・ノイズの場合，すなわ

ち，分散が σ2（一定）の無相関過程の場合である．このときのスペクトラム
は，f(ω) = σ2/(2π) と定数になる．このことは，各周波数が同一の変動をも
たらすことを意味し，それは，白色光の波長としての性質と同じになる．定常
な無相関過程をホワイト・ノイズと呼ぶのは，このことに由来する．
一般の定常な線形過程

yt = μ +
∞∑

j=0

αj εt−j , {εt} ∼ i.i.d.(0, σ2),
∞∑

j=0

α2
j < ∞ (2.11)

のスペクトラム fy(ω) は，

fy(ω) =

∣∣∣∣∣∣
∞∑

j=0

αj eijω

∣∣∣∣∣∣
2

fε(ω) =
σ2

2π

∣∣∣α(eiω)
∣∣∣2 (2.12)

で与えられることがわかる．ここで，α(x) =
∑∞

j=0 αj xj である．
このことを使えば，定常な ARMA(p, q)過程のスペクトラムを求めることは

簡単である．例として，式 (2.8) で定義した ARMA(2, 1) モデルを考えよう．
このとき，スペクトラムは，

fy(ω) =
σ2

2π

|1 − 0.5eiω|2
|1 − 0.8eiω + 0.64e2iω|2 (2.13)
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となる．図 3 には，σ2 = 1 の場合のスペクトラムが図示されている．ピーク
は，ω = π/3（周期は 6）に対応している．この点については，すでに前小節
で自己相関の観点から見たが，周波数領域では，スペクトラムにより，このよ
うに明瞭に見ることができる．

図 3　ARMA モデルのスペクトラム
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スペクトラムは，ARMAモデルのパラメータの推定において，周波数領域に
おける推定を考える際に有用となる．この点については，例えば，Taniguchi-
Kakizawa (2000)を参照されたい．スペクトラムの別の有用性は，式 (2.10)の
関係が示唆するように，スペクトラムが与えられれば，自己共分散が積分に
より求められる点である．ただし，積分は複素積分となり，一般には，それほ
ど簡単でない点は，時間領域の場合と同様である．この点については，田中
(2006) を参照されたい．
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2.4 ARMA モデルの予測

定常な確率過程に対して ARMA モデルを使うことの利点は，予測を容易に
することである．このことを見るために，まず，{yt} を平均 μ の任意の定常
過程として，無限の過去から時点 T までの観測値 y(T ) = (yT , yT−1, · · ·) が与
えられた場合に，h 時点先の yT+h を予測する問題を考えよう．
そこで，望ましい予測量として，不偏で，かつ，予測誤差の分散を最小にす

るものを考える．すなわち，予測量を ŷT+h とするとき，次の条件をみたすも
のを求める．

(a) 予測誤差 eT+h = yT+h − ŷT+h の平均が 0 となる．

(b) 予測誤差分散 V(eT+h) を最小にする．

予測誤差分散を最小にするような不偏予測量を最良不偏予測量という．その
ような最良不偏予測量は，次の形で与えられる．

定理 2　 y(T ) = (yT , yT−1, · · ·) に基づいて，yT+h を予測する場合の最良不偏
予測量 y∗

T+h と，その予測誤差分散 V(e∗T+h) は，次のように与えられる．

y∗
T+h = E(yT+h|y(T )), V(e∗T+h) = E

[
{yT+h − E(yT+h|y(T ))}2

]
一般に，条件付き期待値の計算は困難であるが，ARMA モデルの場合には，

その計算は非常に容易となる．実際，定常かつ反転可能な平均 0の ARMA(p, q)
モデルにおいては，yT+h の最良不偏予測量 y∗

T+h は，次のように表すことが
できる．

y∗
T+h = φ1y

∗
T+h−1 + · · ·+ φpy

∗
T+h−p + ε∗T+h − θ1ε

∗
T+h−1 − · · · − θqε

∗
T+h−q

ここで，

y∗
j = yj (j ≤ T ), ε∗j =

{
εj (j ≤ T )

0 (j > T )

であり，{εt} の条件付き期待値の計算においては，反転可能性が使われてい
る. 一般の h 期先の予測量の予測誤差分散を求めるには，MA(∞) 表現を使う
と便利である．すなわち，ARMA(p, q) モデルを

yT+h =
∞∑

j=0

αj εT+h−j, α0 = 1 (2.14)

と MA(∞) 表現する．このとき，次の諸量を得る．

y∗
T+h =

∞∑
j=h

αj εT+h−j, e∗T+h =
h−1∑
j=0

αj εT+h−j, V(e∗T+h) = σ2
h−1∑
j=0

α2
j
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このことから，予測誤差分散は，予測時点が遠ざかるにつれて単調に増加し
て，系列の分散 V(yt) に近づいて行くことがわかる．
以上の議論では，モデルのパラメータが既知であるとして話を進めてきた

が，実際に予測を行う場合は，パラメータを推定する必要がある．この点につ
いては，次小節で説明する．

2.5 ARMA モデルの推定

ARMA モデルを推定するためには，まず，AR 部分の次数 p と MA 部分の
次数 q を決める必要がある．そのための手がかりとなる統計量としては，標
本の自己相関や偏自己相関などがある．しかし，データからモデルの次数を一
意的に絞り込むのは困難な場合が普通であるので，ひとまず，候補となるモデ
ルを ARMA(p, q) に特定化したものとしよう．
その上で，ARMA(p, q) モデル

φ(L) yt = θ(L)εt, {εt} ∼ i.i.d.(0, σ2) (2.15)

を推定するものとしよう．このモデルでは，平均を 0 としているが，平均が
0 でない場合は，標本平均を差し引いたあとに，モデルをあてはめるものとす
る．このモデルに含まれるパラメータは，次の通りである．

φ = (φ1, · · ·, φp)
′, θ = (θ1, · · ·, θq)

′, σ2 = V(εt)

これらのパラメータを推定するための主要な方法は，最小 2 乗法と最尤法
に大きく分けられる．そして，それぞれについて，時間領域と周波数領域にお
ける方法が提案されている．ここでは，時間領域における方法について説明
する．

2.5.1 最小 2 乗法
標本サイズ T の観測値が与えられたとき，時間領域における φ と θ の最

小 2 乗法による推定量は，次の関数を最小化することにより得られる．

f(φ, θ) =
T∑

t=1

ε2
t =

T∑
t=1

{
φ(L) yt

θ(L)

}2

(2.16)

この関数は，その形から明らかなように，MA 部分のラグ多項式 θ(L) が入り
込むために複雑となっている．もし，MA 部分を含まないならば，εt はパラ
メータ φ の線形関数となり，通常の回帰モデルの場合と同様に，推定も容易
である．しかし，MA 部分が存在すると，εt は常にパラメータの非線形関数
となる．したがって，そこから得られる推定量は NLSE (非線形最小 2 乗推
定量) と呼ばれる．式 (2.16)の最小化については，さまざまな方法が提案され
ており，Box-Jenkins-Reinsel (1994) に詳しい解説がある．
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なお，σ2 は，パラメータ φと θ の NLSEに基づいて計算される残差を使っ
て，事後的に推定することができる．

2.5.2 時間領域における最尤推定法
定常，反転可能なARMA(p, q)モデルからの観測値ベクトル y = (y1, · · · , yT )′

が，多変量正規分布 N(0, σ2 Σ) に従うものとしよう．ここで，Σは，T 次の正
値定符号行列であり，各要素は φ と θ の関数である．このとき，対数尤度は，

L(φ, θ, σ2) = − T

2
log(2πσ2) − 1

2
log |Σ| − 1

2σ2
y′ Σ−1 y (2.17)

となる．パラメータ φ と θ が与えられれば，(2.17) を最大にする σ2 は，
y′Σ−1y/T であるので，これを σ2 に代入することにより，集約対数尤度関数

l(φ, θ) = −T

2
log(y′ Σ−1 y) − 1

2
log |Σ| (2.18)

が定義される．これを最大化することにより，φ と θ のMLE (最尤推定量)

が得られる．そして，σ2 は，σ̂2 = y′ Σ̂−1 y/T により推定できる．ここで，Σ̂
は，Σ に含まれる φ と θ を MLE で置き換えたものである．
以上の方法で，時間領域における MLE が得られるが，T が大きくなると，

行列式 |Σ| や逆行列 Σ−1 の計算量は莫大なものとなるので，計算上の工夫が
必要となる．詳しくは，Box-Jenkins-Reinsel (1994)，Brockwell-Davis (1991)
などを参照されたい．
一般に，MLE は，前節で述べた NLSE よりも望ましい性質をもっている．

しかし，漸近的には，両者は同等であり，次のことが成り立つ．

定理 3　定常，反転可能な ARMAモデルにおいては，パラメータ β = (φ′, θ′)′

の NLSE および MLE は，漸近的に同一の正規分布に従い，次のことが成り
立つ．

√
T (β̂ − β) ⇒ N(0, Ω−1)

ここで，β̂ は β の MLE あるいは NLSE である．また，Ω は，パラメータ β
に関する Fisher の情報行列であり，次のように求めることができる．

Ω =
1

σ2

(
E(utu

′
t) E(utv

′
t)

E(vtu
′
t) E(vtv

′
t)

)

ここで，ut = (ut, · · · , ut−p+1)
′, vt = (vt, · · · , vt−q+1)

′ であり，{ut}, {vt}は，そ
れぞれ，AR(p) 過程 φ(L)ut = −εt，AR(q) 過程 θ(L)vt = εt に従う．

2.5.3 モデルの診断
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推定した ARMA モデルでは，次数の特定化が本当に適切かどうかを検討す
ることが必要である．ここでは，まず，仮説検定の観点から，次に，モデル選
択規準の観点から，モデル診断の方法について説明する．
推定されたモデルが適切ならば，そのモデルから計算される残差系列は無相関

であると考えられる．サイズ T の標本から ARMA(p, q)モデル φ(L)yt = θ(L)εt

を推定した場合の残差は，

et = yt −
p∑

j=1

φ̂jyt−j +
q∑

j=1

θ̂jet−j (t = 1, · · · , T ) (2.19)

で計算される．このような残差系列を使って，ラグ h の残差自己相関を次の
ように求める．

rh =

∑T−h
t=1 et et+h∑T

t=1 e2
t

(h = 1, · · · , T − 1) (2.20)

ARMA(p, q)モデルを推定したあとの残差系列の場合は，モデルが適切ならば，√
T rh の周辺分布は，漸近的に N(0, 1) となることが知られている．このこと
から，各 h ごとに，有意水準 5% で無相関が受容される rh の範囲は，[

−1.96 × 1√
T

, 1.96 × 1√
T

]

となる．すなわち，0 のまわりのほぼ ±2/
√

T の区間である．
各ラグごとの残差自己相関の有無を判断する以外に，これらを一括して検定

する方法も提案されている．整数 m を p + q よりも大きな値とするとき，次
の 2 つの統計量

Q = T
m∑

h=1

r2
h, Q̃ = T (T + 2)

m∑
h=1

1

T − h
r2
h (2.21)

は，ARMA(p, q) モデルが適切であるという帰無仮説のもとで，漸近的に自由
度 m− p− q の χ2 分布に従う．Q は，Box-Pierce 統計量と呼ばれる．他方，
Q̃ は，Ljung-Box 統計量と呼ばれ，Q の標本分布が χ2 分布よりも小さめな
値を取る傾向がある点を修正した統計量である．
ところで，適切なモデルを選択する際，候補となるモデルが多数あれば，検

定の観点から最終的なモデルを決定するのは，かなり大変な作業となる．ま
た，残差系列の無相関性に関する検定にパスするようなモデルが複数あれば，
どのモデルを採用したらよいか，判断に迷うこともありうる．
このような場合，実際のデータが従う真の分布との距離を各モデルごとに

推定し，その推定値が最小になるようなモデルを最良のモデルとして選択す
る方法が提案されている．ここで，真の分布との距離は，情報理論における
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Kullback-Leibler 情報量の考え方を援用して測ることができる．その代表的
なものが，本稿の冒頭で述べたように，Akaike (1973) により提案された AIC
である．平均が未知の ARMA(p, q) モデルに対する AIC は，

AIC(p, q) = −2 ×対数尤度の最大値+ 2(p + q + 1) (2.22)

により定義される．この値を最小にする p と q の組合せからなる ARMA(p, q)
モデルを最適なものとして選択するのが AIC によるモデル選択規準である．
式 (2.22) において，右辺第 1 項は，モデルのデータへの当てはまりのよさを
表し，モデルを複雑にすればするほど，単調に減少する．これに対して，第 2
項は，パラメータの個数 p + q の単調増加関数であり，モデルを複雑にするこ
とに対するペナルティーを考慮している．当然ながら，当てはまりが同程度の
モデルの中では，単純なモデルをよしとする原理である．なお，AIC 以外に
も，その修正版や改良版がいくつか提案されている．代表的なものは，Schwarz
(1978) により提案されたもので，

SBC(p, q) = −2 ×対数尤度の最大値+ (p + q + 1) log T (2.23)

を最小にするモデル選択規準である．SBCの第 2項は AICの第 2項よりも大
きいので，SBC は推定すべきパラメータの追加に対してペナルティーが厳し
くなっている．したがって，SBC 規準は，AIC 規準よりも「ケチの原理」が
強く，より単純なモデルを選ぶ傾向がある．

3 ARIMA モデルと ARFIMA モデル
時系列の中には，経済時系列に代表されるように，定常性をみたさない時系

列も多い．その場合でも，例えば d 回の差分を取れば定常とみなすことがで
きる時系列がある．そのような非定常時系列は，定常系列を和分したものであ
ると考えられるので，d 次の和分過程，あるいは I(d) 過程と呼ばれる．I は，
Integrated（和分された）の頭文字である．I(d) 過程に対するモデルは，次の
ように表すことができる．

φ(L) (1 − L)dyt = θ(L)εt, {εt} ∼ i.i.d.(0, σ2) (3.24)

ここで，d は非負の整数値を取る差分パラメータである．また，φ(L) = 1 −
φ1L − · · · − φpL

p, θ(L) = 1 − θ1L − · · · − θqL
q であり，2 つの特性方程式

φ(x) = 0, θ(x) = 0 は，互いに共通根をもたず，根の絶対値はすべて 1 より大
である．このとき，{yt} は，ARIMA(p, d, q) モデルに従うという．ARIMA
の I は，Integrated の頭文字である．
非定常な ARIMA モデルの最も単純な形は，ARIMA(0, 1, 0) であり，

yt = yt−1 + εt = ε1 + · · ·+ εt, y0 = 0 (3.25)
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と表される．このモデルは，ランダム・ウォークとも呼ばれる．さらに，AR
部分の特性方程式の根が 1 であることから，単位根モデルとも呼ばれる．ラ
ンダム・ウォークは，分散が時間に比例して増大するような確率過程であり，
yt = Op(

√
t)となる．一般の ARIMA(p, d, q)モデルの場合には，yt = Op(t

d−1/2)
となることが示される．ARIMA モデルの推定は，d が与えられれば，ARMA
モデルの場合と同様に行うことができる．
他方，(3.24) の ARIMA(p, d, q) モデルにおいて，d を実数の範囲に拡大し

たモデルを考えることもできる．その場合のモデルを，ARFIMA(p, d, q) モ
デルという．F は，Fractional の頭文字である．特に，d < 1/2 ならば定常，
d > −1/2 ならば反転可能，0 < d < 1/2 ならば長期記憶的であることが示さ
れる (Hosking (1981))．ここで，定常な確率過程が長期記憶的であるとは，第
4 節で述べたように，自己共分散の絶対値の総和が発散することである．した
がって，ARFIMA(p, d, q) モデルは，0 < d < 1/2 ならば，定常，反転可能，
長期記憶的となる．
定常な ARFIMA(p, d, q) モデルのスペクトラムと自己共分散は，ARMA の

場合と同様に，次のように表現される．

f(ω) =
σ2

2π

|θ(eiω)|2
|1 − eiω|2d |φ(eiω)|2 , γ(h) =

∫ π

−π
f(ω) eihω dω (3.26)

特に，ARFIMA(0, d, 0) の場合の自己共分散は，次のようになる．

γ(h) = σ2 Γ(1 − 2d)Γ(h + d)

Γ(d)Γ(1 − d)Γ(h − d + 1)
(h > 0) (3.27)

式 (3.26) から，スペクトラムは，ω → 0 のとき，f(ω) = O(ω−2d) であるこ
とがわかる．また，(3.27)から，ARFIMA(0, d, 0)の自己共分散は，h → ∞の
とき，γ(h) = O(h2d−1) であることがわかる．一般の定常な ARFIMA(p, d, q)
モデルの場合にも，自己共分散は同じオーダーとなることが示される（Hosking
(1981)）．
第 2.1 節の図 1 にある点線の時系列プロットは，ARFIMA(0, 0.45, 0) モデ

ルからの実現値の例（σ2 = 1）である．図 4 は，このデータに対する標本自
己相関である．自己相関は，ARMA の場合に比べて，減少のスピードが遅い
ことが見てとれる．
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図 4　長期記憶時系列の標本コレログラム
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ARFIMA モデルと ARMA モデルの違いは，次の中心極限定理に関する事
実にも見いだすことができる（Hosking (1996)）．

定理 4　定常，反転可能で平均 μ の ARFIMA(p, d, q) モデルからのサイズ T
の標本平均 ȳ に対して，次のことが成り立つ．

T 1/2−d (ȳ − μ) =
1

T d+1/2

T∑
t=1

(yt − μ) ⇒ N

(
0, σ2(d)

θ2(1)

φ2(1)

)

ここで，

σ2(d) = lim
T→∞

V

(
1

T d+1/2

T∑
t=1

(1 − L)−d εt

)
=

σ2 Γ(1 − 2d)

(1 + 2d) Γ(1 + d) Γ(1 − d)

定常，反転可能な ARMA(p, q) モデルの場合の結果は，この定理において，
d = 0 とすればよい．違いは，分布収束のオーダーと，極限の分散の値である．
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自己共分散に関しても，漸近的な違いが現れる．特に，ARFIMA モデルの場
合は，d の値が 1/4 を超えると正規分布とは異なる分布に収束することが知
られている（Hosking (1996)）．
ここで説明してきた ARIMA モデルと ARFIMA モデルは，季節性を含む

ような非定常データを扱うために，季節階差 1−Lm を適用したモデルに拡張
され，それぞれ，SARIMA モデル, SARFIMA モデルとして，提案されてい
る．S は，Seasonal の頭文字である．詳しくは，Box-Jenkins-Reinsel (1994)，
Journal of Econometrics (1996), Vol. 73 の特集号などが参考になるであろう．

4 単位根検定
時系列が単位根をもつ場合には，ランダム・ウォークの表現からわかるよう

に，時系列に固有の過去の確率的なショックが持続することを意味する．他方，
単位根をもたないならば，そのようなショックは時間とともに消滅する．この
ように，両者の違いは，時系列の変動に関して重要な示唆を与えることになる．
また，単位根をもつ場合には，階差変換後のデータは定常とみなされるが，複
数の単位根時系列を分析する場合には，変換後の定常なデータを分析すること
は，情報の損失を伴うことがありうる．この点については，第 7節で説明する．
時系列が単位根をもつかどうかは，検定の立場から判断する必要がある．説

明のため，最も単純な次の AR(1) モデル

yt = ρyt−1 + εt ⇔ Δ yt = δ yt−1 + εt (Δ = 1 − L, δ = ρ − 1) (4.28)

を考えよう．ここで，y0 = 0, {εt} ∼ i.i.d.(0, σ2) である．単位根検定は，帰無
仮説 H0 : ρ = 1 (δ = 0) を，対立仮説 H1 : ρ < 1 (δ < 0) に対して検定する
ものであり，直感的には，ρ あるいは δ の LSE の値が小さいときに H0 を棄
却する検定を考えることができる．標本サイズ T から得られる δ の LSE を δ̂
とするとき，局所対立仮説 H1 : ρ = 1 − c/T (c は正定数) のもとで次のこと
が成り立つ (Phillips-Perron (1988))．

T δ̂ =
1

Tσ2

T∑
t=2

yt−1Δyt

/
1

T 2σ2

T∑
t=2

y2
t−1 ⇒

∫ 1
0 Y (t) dY (t)∫ 1

0 Y 2(t) dt
(4.29)

ここで，{Y (t)} は [0,1] 上の Ornstein-Uhlenbeck (O-U) 過程であり，

dY (t) = −cY (t) dt + dW (t), Y (0) = 0 ⇔ Y (t) = e−ct
∫ t

0
ecs dW (s)

で定義される．{W (t)} は [0,1] 上の標準ブラウン運動である．
式 (4.29)の最後の極限分布は単位根分布と呼ばれ，分布関数は数値計算によ

り求めることができる (Nabeya-Tanaka (1990))．単位根検定のための検定統
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計量は，この他にも多くのものを考えることができる．また，モデルもより一
般的なものに拡張することができる．詳しくは，Fuller (1996), Tanaka (1996)
を参照されたい．
単位根検定は，ARMA モデルの特性方程式の根に関する検定であり，上記

のように AR部分に関する単位根検定の他に，MA部分の単位根検定について
も考えることができる．その主たる目的は，原系列に対して，過剰な階差変換
をしていないかどうかを調べるものである．以下で見るように，それはまた，
AR 部分の単位根検定と解釈することも可能である．

MA 部分の単位根検定のための基本的なモデルは，MA(1) モデル

yt = εt − α εt−1, {εt} ∼ i.i.d.(0, σ2) (4.30)

であり，yt は観測値そのものでも階差変換後の値でもよい．検定問題は，H0 :
α = 1 vs. H1 : α < 1 である．
系列 {yt} が階差系列の場合，すなわち，yt = (1−L)xt ならば，H0 のもと

では，(1−L)xt = (1−L)εt となり，過剰階差の状況となる．この結果，因数
1 − L が消去され，原系列は AR 部分に単位根をもたない．他方，H1 のもと
では適切な階差変換であり，原系列は AR 部分に単位根をもつことになる．し
たがって，階差系列に対する MA 部分の単位根検定は，AR 部分に「単位根
なし」という帰無仮説を，「単位根あり」という対立仮説に対して検定するも
のであり，通常とは逆向きの検定となる．
モデル (4.30) の誤差項 {εt} に正規性を仮定するとき，統計量

ST =
1

T

y′ Ω−2 y

y′ Ω−1 y
(4.31)

が大きいときに H0 を棄却する検定は，適当な変換群のもとで局所最良不変不
偏 (LBIU) 検定となる．ここで，Ω は，観測ベクトル y の共分散行列を H0

のもとで評価したものである．統計量 ST は，局所対立仮説 α = 1− (c/T ) の
もとで，次の漸近的な性質をもっている（詳細は，Tanaka (1996),田中 (2006)
を参照）．

ST ⇒
∞∑

n=1

[
1

n2π2
+

c2

n4π4

]
Z2

n, {Zn} ∼ NID(0, 1) (4.32)

MA 部分の単位根検定についても，より一般的なモデルにおける検定を考
えることができる．また，いずれの検定においても，さまざまな検定が考え
られるが，それらの検出力の比較結果が報告されている．詳しくは，Elliott-
Rothenberg-Stock (1996)，田中 (2006) を参照されたい．
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5 構造変化を考慮した時系列モデル
前節で議論した単位根検定の統計量は，モデルの特定化に誤りがあれば，そ

の影響を受けて，想定した分布とは異なる分布をもたらす．その要因の 1 つ
として，説明変数の特定化の誤りによるものが考えられる．すなわち，含める
べき変数をモデルに取り込まない場合である．そのような例としては，構造変
化を表す変数をモデルに含めない場合がある．この問題は，Perron (1989) が
最初に取り上げたものである．
今，時点 TB において，レベル・シフトが起きた場合を考えよう．このとき，

ダミー変数として，

Dt(TB) =

{
0 (t ≤ TB)

1 (t > TB)
(5.33)

を定義することにより，構造変化を考慮した単位根検定のためのモデルは，次
のように表現できる．

yt = α0 + α1 Dt(TB) + ηt, ηt = ρ ηt−1 + εt, {εt} ∼ i.i.d.(0, σ2) (5.34)

レベル・シフト以外の構造変化を含む一般的な場合についても，新たなダ
ミー変数を定義して，同様に考えることができる．検定方式としては，ρ の推
定量に基づく検定が可能である．Perron (1989) は，上記のような構造変化を
考慮すれば，単位根の存在が否定される場合があることを実証している．なお，
そこでは構造変化が起きる時点が既知であることを前提にしている．未知とし
た場合については，Zivot-Andrews (1992), Vogelsang-Perron (1998) などで議
論されている．
構造変化あるいはレジームの転換を考慮したモデルは，単位根検定とは関係

なく，より早期に提案されている．その 1つが，Tong (1983)による threshold
(閾値) モデルであり，次のような AR モデルの拡張版である．

yt =

⎧⎨
⎩φ

(1)
1 yt−1 + · · · + φ(1)

p1
+ ε

(1)
t (xt < a のとき)

φ
(2)
1 yt−1 + · · · + φ(2)

p2
+ ε

(2)
t (xt ≥ a のとき

ここで，a が閾値であり，この値を境にして，モデルが異なるとするものであ
る．なお，変数 xt としては，yt の過去の値を使ってもよい．
この他には，Hamilton (1989) により提案されたマルコフ・スイッチング・

モデルがある．このモデルは，0 か 1 を取るダミー変数 St を定義して，それ
ぞれの値を取る確率をマルコフ型の推移確率として与えるものである．すなわ
ち，次のような推移確率を考える．

P (St = 1|St−1 = 1) = p, P (St = 0|St−1 = 1) = 1 − p
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P (St = 0|St−1 = 0) = q, P (St = 1|St−1 = 0) = 1 − q

このような変数は，一般の構造的な変化，特に，景気の上昇局面と下降局面
を表して，時系列モデルに組み込むことができる．
ここで述べたモデルは，大きくは非線形モデルのカテゴリーに入るもので

あり，通常の線形モデルではとらえられない現象を説明しようとするものであ
る．その意味では，ファイナンスで使われる ARCH や GARCH モデルも非
線形モデルであり，さらに，その中に上述のようなレジーム転換を入れたモデ
ルも使われている．推定に関しては，尤度関数が複雑となるので，EM アルゴ
リズムや MCMC 法など，さまざまな計算上の工夫が提案されている．

6 ウェーブレット解析
従来の時系列分析は，時間領域か周波数領域のいずれかにおいて別々に展開

されてきた．それに対して，ウェーブレット解析は，これら 2 つを同時に考慮
した領域，すなわち，ウェーブレット領域においてデータを分析するものであ
る．そのために，原系列はウェーブレット変換される．
離散時間確率過程 {xt} からの観測値を列ベクトル x = (x1, x2, · · · , xT )′ で

表す．ここで，標本サイズ T は T = 2J（J は自然数）であると仮定する．こ
のとき，x の DWT（Discrete Wavelet Transform：離散ウェーブレット変換）
とは，次の変換

w = W x, w =

⎛
⎜⎜⎜⎜⎝

w1
...

wJ

vJ

⎞
⎟⎟⎟⎟⎠ , W =

⎛
⎜⎜⎜⎜⎝
W1
...

WJ

VJ

⎞
⎟⎟⎟⎟⎠ (6.35)

で，以下で述べる条件をみたすものをいう．
W はウェーブレット変換行列と呼ばれる直交行列である．その構成部分Wj

は，T/2j 個の行からなるレベル j の変換行列である．最後の VJ は WJ と同
様に行ベクトルであり，すべての成分は 1/

√
T からなっている．

他方，w はウェーブレット係数ベクトルであり，通常は，単にウェーブレッ
トと呼ばれるものである．その構成部分 wj はレベル j のウェーブレットと呼
ばれ，T/2j 個の成分からなるベクトルである．ウェーブレットは，レベル 1
において最も解像度の高い，高周波の変換をもたらす．そのために，局所的な
時点での計算が必要であり，その結果，最も多くの成分 T/2 個を含むことに
なる．他方，レベル j が大きくなるにつれて，次第に解像度の低い，低周波の
変換に移行するので，大局的な時点での計算となり，成分も少なくなる．実際，
wJ はスカラーである．また，w の最後の成分である vJ もスカラーであり，
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レベル J のスケーリング係数と呼ばれる．VJ の定義から，vJ = VJ x =
√

T x̄
（x̄ は x の平均）となる．
時系列データをウェーブレット変換することの長所としては，大きく次の 3

点を挙げることができる．

(a) 時間領域と周波数領域における原系列の局所的な挙動に関する情報の抽
出能力が優れている．

(b) 非定常な連続時間確率過程であるフラクショナル・ブラウン運動は，ウェー
ブレット変換することにより，レベルごとに定常な確率過程となる．

(c) ARFIMA 過程に従う時系列のウェーブレット変換は，レベルごとに，ほ
ぼ定常無相関，レベル間では無相関な系列となる．

上記 (a) の性質は，文字通り，ウェーブレットの局在性であり，局所的なレ
ベルのシフトやジャンプの検出に有用であることを意味する．(b) は，ウェー
ブレット変換が，ある意味で階差変換の働きをしていることを示唆している．
(c) は，(b) とも関連する性質であるが，ほぼ無相関な系列を実現する点が注
目される．実際，図 5 には，図 1 の ARFIMA(0, 0.45,0) から得られたデータ
（ただし，標本サイズは T = 512 に拡大）をウェーブレット変換した場合のレ
ベル 1 のコレログラムをプロットしているが，この事実が裏付けられている
ことがわかる．

図 5　ウェーブレット変換後の標本コレログラム
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正規過程の場合には，上記 (c) の性質から，ウェーブレット変換後の系列
は，ほぼ独立となる．このことは，非定常な ARFIMA モデルにおいても実現
されることが知られており，ウェーブレット変換が ARFIMA モデルの推定を
容易にすることが想像できよう．この点も含めて，詳しくは，Percival-Walden
(2000) を参照されたい．

7 多変量時系列
複数の時系列間の関係を分析する場合には，多変量時系列モデルを考える必

要がある．次の VARMAm(p, q) モデルは，そのために有用である．

yt = Φ1 yt−1 + · · · + Φp yt−p + εt − Θ1 εt−1 − · · · − Θq εt−q (7.36)

ここで，{εt} ∼ i.i.d.(0, Σ) であり yt と εt は m 次元ベクトル，Φk, Θl, Σ は，
m×m行列である．このモデルは，行列のラグ多項式 Φ(L) = Im−Φ1 L−· · ·−Φp

と Θ(L) = Im −Θ1 L− · · · −Θq Lq を定義することにより，次のように表すこ
とができる．

Φ(L) yt = Θ(L) εt (7.37)

定常性は，特性方程式 |Φ(x)| = 0の根の絶対値がすべて 1より大きい場合に保
証される．このとき，一変量の場合と同様に，VMAm(∞) 表現が可能となる．
多変量の VARMA モデルの推定，特に，MA 部分を含むモデルの推定は，

一変量の ARMA モデルに比べれば，格段に複雑になるので，VAR モデルが
使われるのが普通である．VAR モデルによる分析は，予測以外にも，さまざ
まな目的のために使うことができる．例えば，因果性の問題など，さまざまな
応用については，山本 (1988), Hamilton (1994) を参照されたい．
以下では，非定常な VAR モデルについて考えてみよう．今，{yt} の各成

分は I(1) であるとする．したがって，Δ yt は定常となり，次のような表現が
可能である．

Δ yt =
∞∑

j=0

Cj εt−j = C(L) εt (7.38)

= [C(1) + (C(L) − C(1))] εt = C(1) εt + Δ C̃(L) εt

ここで，C̃(L) は無限次の行列ラグ多項式であり，{C̃(L)εt}は定常な確率過程
となる．このとき，(7.37) と (7.38) より，

Φ(L) Δ yt = Δ εt = Φ(L) C(L) εt
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が成り立つから，Φ(L) C(L) = Δ Im となる．Im は，m 次の単位行列である．
したがって，

Φ(1) C(1) = 0 (7.39)

を得る．式 (7.38) の最左辺と最右辺の左側から Φ(1) をかけて，(7.39) を使
うと，

Φ(1) yt = Φ(1) C̃(L) εt

が得られる．右辺は定常であるから，このことは，本来は非定常な {yt} に対
して，その成分の線形結合で定常となるものがあることを示している．このと
き，{yt} の各成分は共和分（cointegration）の関係にあるという．また，Φ(1)
は共和分行列，その各行は共和分ベクトルと呼ばれる．

Johansen (1995) は，共和分ランクが r のときの VAR(p) モデルを推定する
ために，まず，(7.37) の Φ(L) を次のように表現した．

Φ(L) = Φ(1) L + Φ(L) − Φ(1) L = Φ(1) L + Δ Γ(L)

ここで，

Γ(L) = Iq − Γ1 L1 − · · · − Γp−1 Lp−1, Γj = −
p∑

i=j+1

Φi

である．この表現を使って，VAR(p) モデルは次のように変形できる．

Δyt = γ α′ yt−1 + Γ1 Δ yt−1 + · · ·+ Γp−1 Δ yt−p+1 + εt (7.40)

ここで，γ α′ = −Φ(1) であり，γ と α は q × r の行列で，ランクはともに r
である．ただし，この分解は一意的ではない．
式 (7.40)のモデルは，ECM（Error Correction Model: 誤差修正モデル）と

呼ばれる．右辺第 1 項の {α′ yt−1} は I(1) 系列の線形結合からなる r 次元の
ベクトルである．この項以外は定常であるから，r が正である限り定常であり，
原系列の長期的な均衡関係からの乖離を表している．このように，共和分関係
が存在する場合には，階差系列に加えてレベルの変数も混在することになり，
通常の ARIMA モデルでは表現不可能な形をしている．別の観点からいえば，
共和分関係にあるような多変量時系列においては，階差変換後の定常系列だけ
を分析すると，情報の損失をもたらすことになる．この点は，一変量時系列の
分析と異なる点である．
共和分に関連する統計学的な問題としては，第 4 節で議論した単位根検定

が先行する問題としてあり，その上で，共和分関係が存在するかどうかに関す
る共和分検定，1 次独立な共和分関係の個数を決める共和分ランクの検定など
がある．詳しくは，Hamilton (1994), Johansen (1995) を参照されたい．

164



8 おわりに
本稿では，最初に一変量時系列に関する基礎理論について述べたが，季節性

を含むような時系列モデルの説明は割愛した．そのためのモデルは，ARIMA
モデルや ARFIMA モデルを拡張したもので，それぞれ，SARIMA モデル,
SARFIMA モデルと呼ばれる．S は，Seasonal の頭文字である．SARIMA モ
デルについては Box-Jenkins-Reinsel (1994)，SARFIMA モデルについては
Journal of Econometrics (1996), Vol. 73 の特集号が参考になるであろう．こ
れらのモデルは，予測に使われるとともに，季節調整済み系列を算出するため
にも使われる．この点については，国友 (2006) を参照されたい．
応用面のトピックスとしては，単位根検定，構造変化を考慮したモデル，ウ

ェーブレット解析などを説明したが，この他にも，近年はパネル・データの分析が
盛んに行われている．時間軸の相関だけでなく，クロス・セクション間の相関を
考慮した場合の基本的な文献としては，Arellano-Bond (1991), Blundell-Bond
(1998) がある．
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第 1部 統計数理と統計計算への誘い

第7章　確率微分方程式の母数推定

内田雅之1

(大阪大学大学院基礎工学研究科 教授)

セミマルチンゲールは連続時間確率過程の重要なクラスであり,

特に確率微分方程式はその具体的なモデルの一つである. 確率
微分方程式によって定義される拡散過程の統計解析は, 連続パス
データに基づいた統計的漸近推測の基礎的な理論の構築がなさ
れ, 最近では離散観測データによる統計的漸近理論が活発に研究
されている. 本章では, 確率微分方程式モデルの母数推定につい
て概観し, 離散観測データに基づく小さな拡散をもつ拡散過程の
母数推定について解説する.
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1 序
統計モデルとして, 次の確率微分方程式 (stochastic differential equation,

SDE) によって定義される 1次元拡散過程Xを考える.

dXt = b(Xt, α)dt + σ(Xt, β)dwt, t ∈ [0, T ], X0 = x0.

ここで, b : R×Θα → R, σ : R×Θβ → Rでw は 1次元標準Wiener過程,

x0は非確率的とする. bはドリフト, σは拡散係数と呼ばれる. αと βは未
知の母数 (パラメータ)で, ドリフト bと拡散係数 σの関数形は既知とする.

さらに, ドリフトのパラメータ空間Θα と拡散係数のパラメータ空間Θβ は,

それぞれRの部分集合とする.

連続時間確率過程である拡散過程のデータとしては,連続パスデータXT :=

{Xt}t∈[0,T ]と離散観測データ Xn := {Xkhn}k=0,1,...,n, ただし nhn = T , が考
えられる. 歴史的には, 連続パスデータに基づいた統計的漸近理論の研究が
先行し, 現在までに数多くの研究がなされている. しかしながら, 現実的に
は連続パスデータを観測することは不可能である. それゆえに, 応用上は離
散的に観測されたデータに基づいた漸近理論が重要であり, 最近活発に研究
されている. Yoshida [31] は hn → 0, nhn → ∞かつ nh3

n → 0の下で, 近似
尤度関数を用いて, ドリフトパラメータαと拡散係数パラメータ βの推定量
を導出し, 漸近正規性および漸近有効性を証明した. さらに, ドリフトパラ
メータ αの推定量の収束率と拡散係数パラメータ βの推定量の収束率が異
なることを示した. Kessler [14] は hn → 0, nhn → ∞かつ nhl

n → 0 (l ≥ 2)

の下で, Ito-Taylor展開を用いて疑似尤度関数を構成し, ドリフトパラメー
タαと拡散係数パラメータ βの同時推定を行い, 漸近正規性及び漸近有効性
をもつことを証明した.

観測区間 [0, T ]を固定した場合, 刻み幅 hn = T/nを十分小さくとっても,

一般にはドリフトパラメータ αに対して, 一致推定量すら構成できない. し
かしながら, 拡散項が小さい状況では小さな拡散をもつ拡散過程を考えるこ
とにより, この問題を解決することができる. そこで, 次の SDEによって定
義される 1次元の小さな拡散をもつ拡散過程を考える.

dXt = b(Xt, α)dt + εσ(Xt, β)dwt, t ∈ [0, T ], ε ∈ (0, 1], X0 = x0,

ここで εは微小摂動パラメータと呼ばれる. 離散観測における小さな拡散を
もつ拡散過程の母数推定については, Genon-Catalot [4] と Laredo [21] が拡
散係数パラメータ βが既知という状況で, ドリフトパラメータαの漸近正規
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性及び漸近有効性をもつ推定量を導出した. Sørensen and Uchida [28] はド
リフトパラメータαと拡散係数パラメータ βの同時推定を行い, 漸近正規性
及び漸近有効性について考察した.

本稿では,確率微分方程式モデルの統計的推測の基礎として,離散観測デー
タに基づくパラメータ推定の解説を行う. 問題を簡単にするために, 拡散過
程は 1次元で, ドリフト及び拡散係数のパラメータ空間はそれぞれ 1次元で
考えることにするが, 多次元化は可能である. 2節では, 離散観測データに
おけるエルゴード的拡散過程のパラメータ推定について, オイラー・丸山近
似に基づいた擬似対数尤度関数とその擬似最尤推定量の漸近的結果を動機
付けを交えながら紹介する. 3節では, 離散観測データにおける小さな拡散
をもつ拡散過程のパラメータ推定について基本的な結果を概観する. 4節で
は, 結論と今後の展望について言及する. 本稿は確率微分方程式を統計モデ
ルとして統計的推測を行っているので, 5節で確率微分方程式及び確率解析
の基本的事項を述べておく. 必要に応じて参照していただきたい. 特に, 2

節, 3 節では, (Ω,F , P ; {Ft}t≥0)を通常の条件を満たすフィルター付き確率
空間とし, その上で定義された 1次元Ft-標準Wiener 過程 {wt}t≥0が与えら
れているとする. 通常の条件を満たすフィルター付き確率空間については,

5節を参照していただきたい.

2 離散観測における確率微分方程式の母数推定
2.1 統計モデル
統計モデルとして, 次の確率微分方程式によって定義される 1次元拡散過
程Xを考える.

dXt = b(Xt, α)dt + σ(Xt, β)dwt, t ∈ [0, T ], X0 = x0, (2.1)

ここで, b : R × Θα → R, σ : R × Θβ → R, w は 1次元標準Wiener過程,

x0は非確率的とする. さらに, θ := (α, β) ∈ Θ := Θα × Θβ ⊂ R2とし, Θは
コンパクトな矩形集合とする. θ0 = (α0, β0)を SDEモデル (2.1)のパラメー
タの真値として, θ0 ∈ Int(Θ)と仮定する.

例 1. (Ornstein-Uhlenbeck 過程). b(x, α) = −αx, σ(x, β) = βとすると,

dXt = −αXtdt + βdwt, t ∈ [0, T ], X0 = x0, (2.2)

ここで α > 0, β > 0とする.
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例 2. (The hyperbolic diffusion process). b(x, α) = −α x√
1+x2 , σ(x, β) = β

とすると,

dXt = −α
Xt√

1 + X2
t

dt + βdwt, t ∈ [0, T ], X0 = x0, (2.3)

ここで α > 0, β > 0とする.

2.2 離散観測データ
SDEモデル (2.1)において θ = θ0とした真のモデル

dXt = b(Xt, α0)dt + σ(Xt, β0)dwt, t ∈ [0, T ], X0 = x0 (2.4)

から各時点 tnk = khn, (k = 0, 1, . . . , n) で観測された離散データを考える.

ここで, tnn = nhn = T とし, hnは刻み幅と呼ばれる. すなわち, 離散観測
データはXn = {Xtnk

}k=0,1,...,nである. 離散観測データは大きく分けて次の
3つのタイプ がある.

(i)観測区間は固定で微小観測幅 (nhn = T は固定で hn → 0).

(ii)観測幅は固定で観測区間が増大 (hn = Δで nhn = nΔ = T → ∞).

(iii)微小観測幅で, かつ観測区間が増大 (hn → 0 かつ nhn = T → ∞).

タイプ (i)は高頻度データと呼ばれ, 連続時間確率過程である拡散過程を統
計モデルとして採用する強い動機付けとなる. タイプ (ii)は主に時系列解析
で取り扱われるもので, 応用上重要である. タイプ (iii)は高頻度データ (タ
イプ (i))と長期間観測データ (タイプ (ii))を併せたもので, 情報量が最も多
い. 2節では, タイプ (iii)の離散観測データを取り扱う. すなわち, n → ∞
の時, hn → 0 かつ T = nhn → ∞の下で考える.

例 3. (1985/1/1～2004/12/31までの20年間を日ごとに観測した場合). T =

20, hn = T/n = 20/(1461 × 5) = 20/7305 ≈ 0.0027. nh2
n = Thn ≈

20 × 0.0027 = 0.054.

例 4. (2000/1/1～2004/12/31までの 60ヶ月間を日ごとに観測した場合).

T = 60, hn = T/n = 60/1827 ≈ 0.032. (i) nh2
n = Thn ≈ 60 × 0.032 =

1.92 � 0. (ii) nh3
n = Th2

n ≈ 60 × 0.0322 ≈ 0.061.

例 5. (1985/1/1～2004/12/31までの20年間を月ごとに観測した場合). T =

20, hn = T/n = 20/240 ≈ 0.083. (i) nh2
n = Thn ≈ 20 × 0.083 = 1.66 � 0.

(ii) nh3
n = Th2

n ≈ 20 × 0.0832 ≈ 0.13. (iii) nh4
n = Th3

n ≈ 20 × 0.0833 ≈
0.011.
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仮定している極限 (T → ∞ かつ hn → 0) に近い状況を確保するために,

T の単位をどのようにとるかが重要である. 例 4 の場合, T = 5 (年)とす
ると漸近理論が機能しない可能性がある. さらに, 推定量の漸近正規性を
示すために, hnのオーダーについても注意を払う必要がある. 例 3 の場合:

Thn = nh2
n ≈ 0. 例 4の場合: Th2

n = nh3
n ≈ 0. 例 5の場合: Th3

n = nh4
n ≈ 0.

2.3 サンプルパスの発生 (simulation)

SDEモデル (2.1) の解X = {Xt}t∈[0,T ]のサンプルパス (標本路)をシミュ
レーションにより発生する仕方について述べる. ただし, T は固定しておく.

まず, 真値 α0, β0を与えておく. t > s ≥ 0に対して,

Xt − Xs =

∫ t

s

b(Xu, α0)du +

∫ t

s

σ(Xu, β0)dwu, X0 = x0.

一般にXtの明示解を得るのは困難なので,次の差分近似を用いて近似解X
(n)
t

を考える.

X
(n)
tnk

− X
(n)
tnk−1

= b(X
(n)
tnk−1

, α0)(t
n
k − tnk−1) + σ(X

(n)
tnk−1

, β0)(wtnk
− wtnk−1

),

X
(n)
tn0

= x0.

これをオイラー・丸山近似という. さらに, hn = tnk − tnk−1, ΔWtnk−1
:=

wtnk
− wtnk−1

∼ N(0, hn) に注意すると, k = 1, . . . , nに対して, 逐次的に

X
(n)
tnk

= xtnk−1
+ b(xtnk−1

, α0)hn + σ(xtnk−1
, β0)ΔWtnk−1

, X
(n)
tnk−1

= xtk−1

を正規乱数を用いてシミュレーションすることによって, X の近似X(n) =

{X(n)
tn0

, X
(n)
tn1

, . . . , X
(n)
tnn

}が発生できる. ここで, ΔWtn0
, ΔWtn1

, . . . ΔWtnn−1
は互

いに独立であることに注意する. オイラー・丸山近似で得られたX
(n)
T = X

(n)
tnn

は正則条件の下で,次の評価を得る (Kloeden and Platen [15])：ある定数 c > 0

が存在して, E
[∣∣∣XT − X

(n)
T

∣∣∣] ≤ c
√

hn.

例 6. (Ornstein-Uhlenbeck 過程 のサンプルパスと離散観測データ)

dXt = −αXtdt + βdwt, X0 = x0, t ∈ [0, T ].

図 7-1の実線 (黒)は x0 = 6, α = 1, β = 2, T = 20, hn = 1/10000 とした場
合のサンプルパスである. 赤の点は, 実線のデータを刻み幅 1/20でプロッ
トしたものである.

172



図 7-1: サンプルパスと高頻度データ
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実際問題として, X = {Xt}t∈[0,T ]の連続なサンプルパスを観測することは
困難であるので, 離散観測データに基づいた統計的推測が必要である. 例 6

の図 7 − 1で言えば, 実線が連続パスデータに相当するが, 実際には観測不
可能であるので, 連続サンプルパスから離散的に観測されたデータ (赤の点)

を用いて統計解析が行われる.

2.4 統計モデルの仮定
SDEモデル (2.1)の解Xのとりうる値の集合 (state space)は (−∞,∞)と
する. Xが θ = θ0に対してエルゴード性をもつとは, ある不変測度 μθ0が存
在して,

∫∞
−∞ |f(x)|μθ0(dx) < ∞となる任意の可測関数 f に対して, T → ∞

の時,
1

T

∫ T

0

f(Xt)dt →
∫ ∞

−∞
f(x)μθ0(dx)

が確率 1で成り立つこととする. ここで, μθ0 は θ = θ0 に対する X の不
変測度, すなわち, 任意の t > 0と任意の 1次元ボレル集合 B に対して,

μθ0(B) =
∫∞
−∞ Px(Xt ∈ B)μθ0(dx) を満たす確率測度である. ただし, Pxは

出発点が xであるXの法則を表す. 今後用いる記号について述べておく.
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• X の scale measure s(x, θ)dx と speed measure ξ(x, θ)dx を次で定義
する. x ∈ R, θ ∈ Θ に対して,

s(x, θ) := exp

{
−
∫ x

0

2b(y, α)

σ2(y, β)
dy

}
,

ξ(x, θ) :=
1

σ2(x, β)
exp

{∫ x

0

2b(y, α)

σ2(y, β)
dy

}
=

1

σ2(x, β)s(x, θ)
.

• ∂x = ∂/∂x, δα = ∂/∂α, δβ = ∂/∂β とする. またR × Θ上で定義され
る実数値関数 f(x, θ)に対して, δθf(x, θ) = (δαf(x, θ), δβf(x, θ))∗ とす
る. ここで ∗ は転置を表す.

• Ck,l
↑ (R×Θα) を次の条件を満たす関数 f の空間とする: (i) f(x, α) は

R × Θα上で定義された実数値関数で, xについて k回連続微分可能
で, n = 0, 1, . . . , kに対して, ある定数 C > 0が存在して, すべての x

について, supα |∂n
xf(x, α)| ≤ C(1 + |x|)C . (ii) n = 0, 1, . . . , kに対し

て, ∂n
xf(x, α)は αについて l回連続微分可能で, ν = 0, 1, . . . , lに対し

て, 定数C > 0が存在して, すべての xに対して supα |δν
α∂n

xf(x, α)| ≤
C(1 + |x|)C .

• 2 × 2の (Fisher情報)行列 I(θ0)を

I(θ0) =

(
Ib(θ0) 0

0 Iσ(θ0)

)

とする. ただし,

Ib(θ0) =

∫ ∞

−∞

(
δαb(x, α0)

σ(x, β0)

)2

μθ0(dx),

Iσ(θ0) = 2

∫ ∞

−∞

(
δβσ(x, β0)

σ(x, β0)

)2

μθ0(dx).

• Pθ を SDE(2.1)の解X の法則とし, Eθ を Pθ の下での期待値とする.

→pおよび→d はそれぞれPθ0の下での確率収束および分布収束を表す.

次の仮定をおく.

A1 すべての θ ∈ Θに対して,∫ ∞

0

s(x, θ)dx = ∞,

∫ 0

−∞
s(x, θ)dx = ∞,
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Ξ(θ) =

∫ ∞

−∞
ξ(x, θ)dx < ∞.

A2 (i) ある定数 L > 0が存在して, 任意の x, y ∈ R, θ ∈ Θ に対し

|b(x, α) − b(y, α)| + |σ(x, β) − σ(y, β)| ≤ L|x − y|.
(ii) b(x, α) ∈ C2,3

↑ (R× Θα). (iii) σ(x, β) ∈ C2,3
↑ (R× Θβ)であり, さら

に, infx,β σ2(x, β) > 0. (v) p ≥ 0に対して, supt Eθ0 [|Xt|p] < ∞.

A3 (i) I(θ0)は正則である. (ii) すべての xに対して, b(x, α) = b(x, α0) =⇒
α = α0. すべての xに対して, σ2(x, β) = σ2(x, β0) =⇒ β = β0.

エルゴード性について, 次が成り立つ (例えば, Kutoyants [19]).

補題 1. A1, A2-(i) そして, すべての x, βに対して, σ2(x, β) > 0を仮定す
る. この時, X はエルゴード性をもつ. 特に, 不変測度 μθ(x)はルベーグ測
度に関する密度 ξ(x, θ)/Ξ(θ) をもつ.

仮定A2-(i) から SDE(2.1)の解の存在と一意性が保証される (5節の定理
6). 仮定A3-(ii)は識別可能条件 (identifiability condition)とよばれ, 推定量
の一致性を示すときに必要となる.

例 7. (Ornstein-Uhlenbeck 過程のエルゴード性と不変測度) scale measure

s(x, θ)dx と speed measure ξ(x, θ)dx は

s(x, θ) = exp

{
α

β2
x2

}
,

ξ(x, θ) =
1

β2
exp

{
− α

β2
x2

}

となり, α, β > 0から∫ ∞

0

exp

{
α

β2
x2

}
dx = ∞,

∫ 0

−∞
exp

{
α

β2
x2

}
dx = ∞,

Ξ(θ) =

∫ ∞

−∞

1

β2
exp

{
− α

β2
x2

}
dx =

√
π

αβ2
< ∞

である. ゆえに, 補題 1よりOrnstein-Uhlenbeck 過程 (例 1)はエルゴード性
をもち, 不変測度 μθは

μθ(dx) =
ξ(x, θ)

Ξ(θ)
dx =

1√
πβ2/α

exp

{
− x2

β2/α

}
dx

となり, 平均 0, 分散 β2/(2α)の正規密度を持つ.
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例 8. (Ornstein-Uhlenbeck 過程の期待値と分散) SDE (2.2) は具体的に解く
ことができ,

Xt = e−αt

(
X0 +

∫ t

0

βeαsdws

)
. (2.5)

実際, このXtが解であることは, 伊藤の公式 (5節の定理 5)を用いて, 次の
ように確かめられる. f(t, v) = e−αtv, Vt = X0 +

∫ t

0
βeαsdwsとして, 伊藤の

公式を用いると,

Xt = f(t, Vt) = V0 − α

∫ t

0

e−αsVsds +

∫ t

0

e−αsβeαsdws

= X0 − α

∫ t

0

Xsds +

∫ t

0

βdws.

特に, Xt の期待値Eθ[Xt]と分散 Vθ[Xt]は (2.5)と 5節の定理 4より,

Eθ[Xt] = x0e
−αt,

Vθ[Xt] = β2 1 − e−2αt

2α
.

Xtの明示解から, p ≥ 0に対して supt Eθ[|Xt|p] < ∞ も示せる.

例 9. (Ornstein-Uhlenbeck 過程に対する Fisher 情報行列) 例 7より, 不変
測度 μθはN(0, β2/(2α))の密度をもつ. よって

I(θ0) =

(
1
β2
0

∫∞
−∞ x2μθ0(dx) 0

0 2
β2
0

)
=

(
1

2α0
0

0 2
β2
0

)
.

α0, β0 > 0より, det(I(θ0)) = 1
α0β2

0
�= 0.

2.5 尤度関数とマルチンゲール推定関数
統計モデル (2.1)に対して, Xtk−1

= xが与えられた条件の下でのXtk の
推移密度関数を y �−→ p(hn, x, y; θ) と表す. Xn = (Xtn0

, Xtn1
, . . . , Xtnn) の

(Xtn0
= x0 が与えられた条件の下での)同時密度関数は

fXtn0
,Xtn1

,...,Xtnn
(xt0 , xt1 , . . . , xtn ; θ) =

n∏
k=1

p(hn, xtk−1
, xtk ; θ)
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であり, 対数尤度関数は

ln(θ) =
n∑

k=1

log p(hn, Xtnk−1
, Xtnk

; θ)

である. 最尤推定量 θ̂
(ML)
n を

ln(θ̂(ML)
n ) = sup

θ
ln(θ)

で定義する. 推移密度関数 pが明示的に求まれば, 尤度解析を用いて, 統計
的推測が可能となる. ln(θ)が θについて微分可能である場合,

Sn(θ) := δθln(θ) =
n∑

k=1

δθp(hn, Xtnk−1
, Xtnk

; θ)

p(hn, Xtnk−1
, Xtnk

; θ)

はスコア関数と呼ばれ, 最尤推定量 θ̂
(ML)
n は Sn(θ̂

(ML)
n ) = 0 となる. Fnを

{Xtnk
}k=0,1,...,nで生成される σ-加法族, すなわち, Fn = σ(Xtn0

, Xtn1
, . . . , Xtnn)

とすると, 正則条件の下で,

Eθ[Sn(θ) − Sn−1(θ)|Fn−1] = Eθ

[
δθp(hn, Xtnn−1

, Xtnn ; θ)

p(hn, Xtnn−1
, Xtnn ; θ)

|Xtnk−1

]

=

∫
R

δθp(hn, Xtnn−1
, y; θ)

p(hn, Xtnn−1
, y; θ)

p(hn, Xtnn−1
, y; θ)dy

=

∫
R

δθp(hn, Xtnn−1
, y; θ)dy

= δθ

∫
R

p(hn, Xtnn−1
, y; θ)dy = 0.

ゆえに, スコア関数 Sn(θ) は Fn-マルチンゲールとなる. よって, マルチン
ゲール中心極限定理を用いて, 正則条件の下で, hn → 0かつnhn → ∞の時,

最尤推定量 θ̂
(ML)
n の漸近正規性を示すことができる.

以後, 条件付き期待値をm(x, θ) := Eθ[Xtnk
|Xtnk−1

= x]とし, 条件付き分散
を v(x, θ) := Vθ[Xtnk

|Xtnk−1
= x]とする.

例 10. (Ornstein-Uhlenbeck 過程の推移密度関数) 例 8 より,

Xt = x0e
−αt + βe−αt

∫ t

0

eαsdws.
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∫ t

0
eαsdwsはWiener積分と呼ばれる確率積分の特別な場合であり, 平均 0,

分散
∫ t

0
e2αsds = 1

2α
(e2αt − 1) の正規分布に従う. よって, 推移密度関数は

p(t, x, y; θ) =
1√

πβ2(1 − e−2αt)/α
exp

{
− (y − e−αtx)2

β2(1 − e−2αt)/α

}
.

つまり, X0 = xが与えられた下でのXtの条件付き分布L(Xt|X0 = x)は

L(Xt | X0 = x) ∼ N

(
e−αtx,

β2(1 − e−2αt)

2α

)

であり, 対数尤度関数は

ln(θ) = −1

2

n∑
k=1

{
log(2π) + log

(
β2(1 − e−2αhn)

2α

)
(2.6)

+
(Xtnk

− e−αhnXtnk−1
)2

β2(1 − e−2αhn)/(2α)

}

である. さらに, 条件付き期待値m(x, θ)と条件付き分散 v(x, θ)は

m(x, θ) = e−αhnx,

v(x, θ) =
β2(1 − e−2αhn)

2α

となることから,

L(Xtnk
| Xtnk−1

= x) ∼ N (m(x, θ), v(x, θ))

であり, 対数尤度関数 (2.6)は条件付き期待値と条件付き分散を用いて, 次
式で与えられる.

ln(θ) = −1

2

n∑
k=1

{
log(2π) + log v(Xtnk−1

, θ) +
(Xtnk

− m(Xtnk−1
, θ))2

v(Xtnk−1
, θ)

}
.

例 10において, Ornstein-Uhlenbeck 過程の推移密度関数 pが明示的に求
められたので, 最尤推定量 θ̂

(ML)
n を求めることができる. 実際に, Ornstein-

Uhlenbeck 過程の場合, hn → 0かつ nhn → ∞の下, 最尤推定量 θ̂
(ML)
n の漸

近正規性及び漸近有効性を示すことができる.

しかしながら, 一般に SDE (2.1)の解X の推移密度関数は明示的に導出
できない. よって, 離散観測データに基づいた SDEモデルのパラメータ推
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定においては, 一般に尤度解析を用いることができない. そこで, 例 10を参
考にして, 条件付き分布 L(Xtnk

| Xtnk−1
= x)を平均m(x, θ), 分散 v(x, θ)の

正規分布で近似した次の近似対数尤度関数を考える.

Un(θ) =
n∑

k=1

U(Xtnk−1
, Xtnk

, θ), (2.7)

U(x, y, θ) = −1

2
log(2πv(x, θ)) − (y − m(x, θ))2

2v(x, θ)
. (2.8)

この近似 Un(θ)は局所的に正規分布で近似していることから局所正規近似
とよばれ, 拡散過程の推移密度関数の近似としては基本的である. 本節では,

Un(θ) をコントラスト関数とよぶことにする. 最大コントラスト推定量 θ̂
(M)
n

を
Un(θ̂(M)

n ) = sup
θ

Un(θ)

で定義する. さらに, コントラスト関数 Un(θ) が θ について微分可能な時,

最大コントラスト推定量は θに関する推定方程式

Mn(θ) =

(
M

(α)
n (θ)

M
(β)
n (θ)

)
:=

(
δαUn(θ)

δβUn(θ)

)
= 0

を満足するM -推定量と見なせる. ここで,

Mn(θ) =
n∑

k=1

δθm(Xtnk−1
, θ)

v(Xtnk−1
, θ)

[
Xtnk

− m(Xtnk−1
, θ)
]

+
1

2

n∑
k=1

δθv(Xtnk−1
, θ)

v2(Xtnk−1
, θ)

[
(Xtnk

− m(Xtnk−1
, θ))2 − v(Xtnk−1

, θ)
]
.

また,

Eθ[Mn(θ) − Mn−1(θ)|Fn−1]

=
δθm(Xtnn−1

, θ)

v(Xtnn−1
, θ)

Eθ[(Xtnn − m(Xtnn−1
, θ)|Xtnk−1

]

+
1

2

δθv(Xtnn−1
, θ)

v2(Xtnn−1
, θ)

Eθ[(Xtnn − m(Xtnn−1
, θ))2 − v(Xtnn−1

, θ)|Xtnk−1
]

= 0

が成り立つことから, Mn(θ) はFn-マルチンゲールになっている. 推定関数
Mn(θ)はマルチンゲール推定関数と呼ばれる. コントラスト関数Un(θ)が対
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数尤度関数 ln(θ)の近似であるのに対して, マルチンゲール推定関数Mn(θ)

はスコア関数 Sn(θ)の近似になっている. m(x, θ)と v(x, θ)が明示的に求め
られる SDEモデルについては, コントラスト関数 Un(θ)及びマルチンゲー
ル推定関数Mn(θ)が明示的に導出できる. 先述したように, マルチンゲー
ル推定関数が明示的に求められる場合は, 正則条件の下, M -推定量の漸近正
規性が証明できる. しかしながら, 条件付き期待値m(x, θ)と条件付き分散
v(x, θ)が明示的に求まることは稀である. 例えば, 例 2の SDEモデルに対
する条件付き期待値m(x, θ)と条件付き分散 v(x, θ) は明示的に導出できな
い. SDEモデルの場合は, 推移密度関数だけではなく, 条件付きモーメント,

特に条件付き分散を明示的に導出するのは一般には困難である. そこで, 離
散観測に基づいた SDEモデルのパラメータ推定においては, 次節で述べる
疑似尤度解析が重要な役割を果たすことになる.

2.6 疑似対数尤度関数
本節では,前節で構成したコントラスト関数 (2.7)-(2.8)の近似を行う. その
ために, 2.3節で用いたオイラー・丸山近似を考える. 近似解をZtnk−1

:= X
(n)
tnk−1

とおくと,

Ztnk
= Ztnk−1

+ b(Ztnk−1
, α)hn + σ(Ztnk−1

, β)(wtnk
− wtnk−1

), Z0 = x0.

さらに, wtnk
− wtnk−1

は平均 0, 分散 hnの正規分布に従うことに注意すると,

条件付き分布L(Ztnk
|Ztnk−1

= z)は,

L(Ztnk
|Ztnk−1

= z) ∼ N(z + b(z, α)hn, σ2(z, β)hn).

オイラー・丸山近似は局所的にガウスの構造が出てくるため, 局所正規近似
の一種と考えることができる. 実際に, 仮定A2の下で次が成り立つ.

Eθ[Xtnk
|Xtnk−1

] = Xtnk−1
+ hnb(Xtnk−1

, α) + Op(h
2
n),

Vθ[Xtnk
|Xtnk−1

] = hnσ2(Xtnk−1
, α) + Op(h

2
n).

よって, オイラー・丸山近似は, コントラスト関数 (2.7)-(2.8) の条件付き期
待値及び条件付き分散を hnのオーダーまで近似したものと考えられる.

そこで, 次の疑似対数尤度関数 gnを考える.

gn(θ) =
n∑

k=1

g(Xtnk−1
, Xtnk

, θ), (2.9)

g(x, y, θ) = −1

2
log(σ2(x, β)) − (y − x − hnb(x, α))2

2hnσ2(x, β)
. (2.10)
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本来, コントラスト関数 (2.7)-(2.8)を近似するならば, (2.10)の右辺の第 1

項は−1
2
log(2πhnσ2(x, β))とすべきであるが, θについて最大化するので, 定

数項を無視した (2.10)を考えることにする.

疑似最尤推定量 θ̂n = (α̂n, β̂n)∗を

gn(θ̂n) = sup
θ

gn(θ)

で定義する. 次の結果は, Kessler [14] の特別な場合である.

定理 1. A1-A3の下, nh2
n → 0の時,(√

nhn(α̂n − α0)√
n(β̂n − β0)

)
→d N(0, I−1(θ0)).

オイラー・丸山近似に基づいて疑似対数尤度関数 gnを構成したが, hn → 0

かつ nhn → ∞だけでは, 定理 1 は成立せず, nh2
n → 0が必要である. これ

は, オイラー・丸山近似がコントラスト関数 (2.7)-(2.8) の条件付き期待値
及び条件付き分散を hnのオーダーまでしか近似していないことに関係する.

定理 1 は例 3 の離散観測データ (nh2
n → 0に近い状況) に対して適用可能

であるが, 例 4-5 の離散観測データではうまく機能しない可能性がある. 条
件 nh2

n → 0を緩めるには, オイラー・丸山近似よりも精度の良い近似を行
う必要がある. Kessler [14] は Ito-Taylor 展開を用いて, この条件を緩めた
が, 疑似対数尤度関数は当然複雑になる.

定理 1 から, ドリフトパラメータの推定量の収束率と拡散係数パラメー
タの推定量の収束率は異なることに注意する. 特に, 拡散係数パラメータの
推定量はドリフトパラメータの推定量よりも早く収束する. これは, タイプ
(iii)の離散観測データに基づいた拡散過程のパラメータ推定における一つの
特徴であり, 興味深い点である. 定理 1 により疑似最尤推定量 θ̂nは漸近正
規性をもつことがわかるが, 漸近有効性まで保証するならば, 条件を強める
必要がある. Gobet [8] は, 正則条件の下, すべての u, v ∈ R に対して, Pθ0

の下で,

ln(α0 + u/
√

nhn, β0 + v/
√

n) − ln(α0, β0) →d

(
u

v

)∗
Z − 1

2

(
u

v

)∗
I(θ0)

(
u

v

)

が成り立つことを示した. ここで, Z は平均0,分散共分散行列 I(θ0)の2次元
正規確率変数である. これは尤度に対する局所漸近正規性 (Local Asymptotic

Normality, LAN)とよばれる. I(θ0) が非退化の場合, ミニマックス定理から
I(θ0)

−1 は正則な推定量の漸近分散に対する下限になる. この事実と定理 1

から疑似最尤推定量 θ̂nの漸近有効性が保証される.
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3 小さな拡散をもつ拡散過程の母数推定
本節では, 次の確率微分方程式によって定義される 1次元拡散過程を考
える.

dXε
t = b(Xε

t , α)dt + εσ(Xε
t , β)dwt, t ∈ [0, T ], ε ∈ (0, 1], Xε

0 = x0, (3.1)

ここで εは微小摂動パラメータと呼ばれる既知の定数で, それ以外は SDE

モデル (2.1)と同様とする. εは微小であるので, SDE (3.1)の解Xε
t は常微

分方程式
dXt = b(Xt, α)dt, t ∈ [0, T ], X0 = x0

の解Xtに小さなノイズが加えられたものと考えられる. SDE (2.1)はラン
ダムな現象をモデリングしているのに対して, SDE (3.1) は非確率的な現象
に小さなノイズを加えたモデリングである. 拡散項が小さいことから, SDE

(3.1)の解Xε
t は小さな拡散をもつ拡散過程とよばれる. 小さな拡散をもつ拡

散過程の応用例としては, オプションの価格付け理論の研究がある (Yoshida

[33], Kunitomo and Takahashi [16])).

2 節で用いた記号に加えて, 以下を定義しておく.

• X0
t は SDE (3.1)において ε = 0に対応する次の常微分方程式の解と
する:

dX0
t = b(X0

t , α0)dt, X0
0 = x0.

• C∞,l
↑ (R×Θα) を次の条件を満たす関数 fの空間とする: (i) f(x, α) は

R×Θα上で定義された実数値関数で, xについて無限回連続微分可能
で, n ≥ 0に対して, ある定数C > 0が存在して, すべての xについて,

supα |∂n
xf(x, α)| ≤ C(1 + |x|)C . (ii) n ≥ 0に対して, ∂n

xf(x, α)は αに
ついて l回連続微分可能で, ν = 0, 1, . . . , lに対して, 定数 C > 0が存
在して, すべての xに対して supα |δν

α∂n
xf(x, α)| ≤ C(1 + |x|)C .

• 2 × 2の (Fisher情報)行列 I(θ0) を

I(θ0) =

(
Ib(θ0) 0

0 Iσ(θ0)

)

とする. ここで,

Ib(θ0) =

∫ T

0

(
δαb(X0

s , α0)

σ(X0
s , β0)

)2

ds,

Iσ(θ0) = 2

∫ T

0

(
δβσ(X0

s , β0)

σ(X0
s , β0)

)2

ds.
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例 11. (小さな拡散をもつ拡散過程 のサンプルパス)

dXε
t = −(Xε

t − α)dt + ε

√
β + (Xε

t )
2

1 + (Xε
t )

2
dwt, t ∈ [0, T ], ε ∈ (0, 1], Xε

0 = x0

で定義される小さな拡散をもつ拡散過程を考える. ただし, α, β > 0とする.

ε = 0のとき, 常微分方程式を解くことにより,

X0
t = x0e

−t + α(1 − e−t)

である. 図 7-2は x0 = 1.5, α = 2, β = 1, T = 5として, 黒の実線は
ε = 0.25, 青の実線は ε = 0.15, 赤の実線は ε = 0.05, 緑の実線は ε = 0で,

それぞれ hn = 1/10000 とした場合のXε
t のサンプルパスである. εが小さ

くなると, Xε
t のサンプルパスが, X0

t (緑の実線) に近づくことがわかる.

図 7-2: 小さな拡散をもつ拡散過程のサンプルパス

0 1 2 3 4 5
1.4

1.6

1.8

2

2.2

本節では, 区間 [0, T ]を固定して考えるので, T = 1としても一般性を失
わない. よって, 取り扱うデータは区間 [0, 1]上で等間隔に観測された離散
データとする. つまり, X

ε
n = {Xε

tk
}k=0,1,...,n, tk = k/n である. 離散観測デー

タ X
ε
n に基づいて未知パラメータ αと β の推定を行う. 極限は, ε → 0 か

つ n → ∞ の下で考える. 2 節ではタイプ (iii)の離散観測データ, つまり
tnk = khn, hn → 0, tnn = nhn → ∞ を取り扱ったが, 本節はタイプ (i)の離散
観測データであることに注意する.
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3.1 疑似最尤推定量
SDE モデル (3.1)について, 次の仮定をおく. ただし, T = 1としている
ことに注意する.

B1 (i) ある定数C > 0が存在して, すべての x, y ∈ R, θ ∈ Θに対して,

|b(x, α) − b(y, α)| + |σ(x, β) − σ(y, β)| ≤ C|x − y|.

(ii) b(x, α) ∈ C∞,3
↑ (R × Θα). (iii) σ(x, β) ∈ C∞,3

↑ (R × Θβ)であり, さ
らに, infx,β σ2(x, β) > 0.

B2 (i) I(θ0)は正則である. (ii) α �= α0 ⇒ ある t ∈ [0, 1]が存在して,

b(X0
t , α) �= b(X0

t , α0). β �= β0 ⇒ある t ∈ [0, 1]が存在して, σ2(X0
t , β) �=

σ2(X0
t , β0).

オイラー・丸山近似を用いて, 次の疑似対数尤度関数を得る.

Gε,n(θ) = −1

2

n∑
k=1

{
log σ2(Xε

tk−1
, β) +

n

ε2

(Xε
tk
− Xε

tk−1
− 1

n
b(Xε

tk−1
, α))2

σ2(Xε
tk−1

β)

}
.

ここで 2.6節の疑似対数尤度関数 (2.9)-(2.10) と同様に定数項を無視してい
ることに注意する.

θ̂ε,n = (α̂ε,n, β̂ε,n)∗ を

Gε,n(θ̂ε,n) = sup
θ∈Θ

Gε,n(θ).

で定義された疑似最尤推定量とする. この時, 疑似最尤推定量 θ̂ε,nに対して
次が成り立つ (Sørensen and Uchida [28])).

定理 2. B1-B2の下, (ε
√

n)−1 = O(1) の時,(
ε−1(α̂ε,n − α0)√

n(β̂ε,n − β0)

)
→d N

(
0, I(θ0)

−1
)
.

(ε
√

n)−1 → 0の時,拡散係数パラメータの推定量 β̂ε,nはドリフトパラメー
タの推定量 α̂ε,nよりも早く収束する. また, ε → 0 かつ n → ∞ の設定にお
いて, εは nに依存して小さくなる, すなわち, ε := εn → 0 (n → ∞) とする
立場があるが, これはデータ数が大きくなるに従って, 拡散項が小さくなる
ことを意味する. もちろん定理 2 はこの場合を含むが, データ数 nを εに依
存させて大きくとる場合, すなわち n := nε → ∞ (ε → 0) も考慮している.
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4 結論と展望
本稿では, 確率微分方程式に対する統計解析の基礎として, 離散観測に基
づく確率微分方程式の母数推定に関するごく限られた内容の紹介にとどめ
たが, この分野のレビューとしてはPrakasa Rao [24, 25] に研究結果がまと
められている. 最近の研究結果について言えば, Genon-Catalot and Jacod

[5, 6] はタイプ (i)の設定で拡散係数パラメータ βの推定量の一致性, 漸近
混合正規性および漸近有効性を証明した. しかしながら, タイプ (i)では, ド
リフトパラメータ αについては, 一致推定量すら構成できないことに注意
する. Bibby and Sørensen [1] はタイプ (ii)の離散観測データに対してマル
チンゲール推定関数を構成した. その推定関数からドリフトパラメータ α

と拡散係数パラメータ β の推定量を導出し, それらが一致性および漸近正
規性をもつことを示した. Uchida [29] は小さな拡散をもつ拡散過程に対し
て, ドリフト及び拡散係数が共有パラメータを持つ状況で, 推定量の漸近正
規性を示した. Uchida [30] は緩い条件の下で, 小さな拡散をもつ拡散過程
のドリフトパラメータ αのM -推定量を構成し, 漸近有効性を証明した. 上
述したように, 離散観測における確率微分方程式の統計的推測は最近急速
に発展しているが, それらは連続パスデータにおける研究結果に基づいて
いることを軽視してはならない. 例えば, Kutoyants [17] は Ibragimov and

Has’minskii [10] の理論を小さな拡散をもつ拡散過程に移植し, Küchler and

Sørensen [20] は指数型分布族の理論をジャンプ付き拡散過程に一般化した.

セミマルチンゲールに対する 1次の漸近理論の詳細については, Kutoyants

[18, 19], Prakasa Rao [25] などを参照. 確率微分方程式の解の存在や一意性
の十分条件等の基本的事項についても非常に重要であり, 拡散過程の統計的
モデリングに不可欠である. また, 拡散過程の統計解析は漸近理論を多用す
る. 確率微分方程式及び確率解析については, 例えば, 渡辺 [35], Ikeda and

Watanabe [11], Karatzas and Shreve [13],舟木 [3], 長井 [23] などがあり, 小
さな拡散をもつ拡散過程については, Freidlin and Wentzell [2], 確率過程の
極限定理については, Jacod and Shiryaev [12], シミュレーション等で必要
不可欠な確率数値解析については, Kloeden and Platen [15]がある. これら
の精緻な道具を駆使し, 確率微分方程式の統計的推測理論が展開され, 金融
工学や数理ファイナンス等への応用 (林・吉田 [9]) が活発に行われている.

最近では, 拡散過程にとどまらず, Shimizu and Yoshida [27] や Masuda [22]

によって, 飛躍付き拡散過程に対する漸近理論が研究されている.

高次の漸近理論については, 連続パスデータに対して Yoshida [32] がマ
リアバン解析を使って, 小さな拡散をもつ拡散過程における最尤推定量の漸
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近展開の正当性を証明して以来, 拡散過程にとどまらず, 一般の確率過程に
対して漸近展開の研究が盛んに行われている. 詳細については, 吉田 [34],

Sakamoto and Yoshida [26] を参照. 連続パスデータに基づいた確率微分方
程式の統計的漸近理論に関する研究結果から, 1次の漸近理論に対しては,セ
ミマルチンゲールアプローチが有効であり, 高次漸近分布論に対してはマリ
アバン解析が重要な役割を果たすことがわかった. これにより, 離散観測に
おける確率微分方程式モデルの高次漸近理論の発展が期待される.

5 補遺
本節では,確率微分方程式の基本的事項について簡単に述べる. 確率微分方
程式及び確率解析については多くのテキスト (渡辺 [35], Ikeda and Watanabe

[11], Karatzas and Shreve [13], 舟木 [3], 長井 [23])があるので, 証明につい
ては, そちらを参照していただきたい.

5.1 Wiener 過程とマルチンゲール
定義 1. (Ω,F , P )を確率空間とする.

(i) 実数値確率変数の族 {Xt}t≥0を 1次元確率過程という.

(ii) 1次元確率過程 {Xt}t≥0が連続とは次が成り立つことである.

P ({ω ∈ Ω | [0,∞) � t �−→ Xt(ω) ∈ Rは連続 }) = 1.

定義 2. (Ω,F , P )を確率空間とする. {Ft}t≥0がフィルトレーションとは,

(i) 各 tに対して, Ftは σ-加法族.

(ii) 0 ≤ s < tに対して, Fs ⊂ Ft ⊂ F
となることをいう. (Ω,F , P ; {Ft}t≥0)をフィルター付き確率空間という.

以下では, フィルター付き確率空間が与えられているものとする.

定義 3. {Xt}t≥0を 1次元確率過程とする.

(i) 各 tに対して, Xtが Ft-可測であるとき, {Xt}t≥0が Ftに適合してい
るという.

186



(ii) 各 tに対して, 写像 (s, ω) ∈ [0, t] × Ω �−→ Xs(ω) ∈ R が B([0, t]) ×Ft

に関して可測であるとき, {Xt}t≥0がFt-発展的可測であるという.

定義 4. 1次元確率過程 {wt}t≥0が 次の (i)-(iv)を満たすとき, 1次元Ft-標
準Wiener 過程であるという.

(i) {wt}t≥0 はFtに適合している.

(ii) P (w0 = 0) = 1.

(iii) 各 t > s ≥ 0 に対して, wt −wsはFsと独立であり, 平均 0, 分散 t− s

の 1次元正規確率変数である.

(iv) {wt}t≥0 は連続確率過程である.

定理 3. 1次元Ft-標準Wiener 過程 {wt}t≥0に対して, 以下が成り立つ.

(i) p = 1, 2, . . .に対して, E[w2p
t ] = (2p − 1)!!tp, E[w2p−1

t ] = 0.

(ii) a.s. ωに対し, wt(ω)は tの関数として, 至るところ微分不可能である.

(iii) wt(ω)は tの関数として 2次変動をもつ.

(iv) a.s. ωに対し, wt(ω)は tの関数として有界変動でない.

定義 5. p ≥ 1とする. 1次元確率過程X = {Xt}t≥0がFt-連続 Lpマルチン
ゲールとは次の (i)-(iv)が成り立つことをいう.

(i) 各 tに対して, E[|Xt|p] < ∞.

(ii) X = {Xt}t≥0 はFtに適合している.

(iii) 各 t > s ≥ 0 に対して, E[Xt|Fs] = Xs a.s.

(iv) {Xt}t≥0 は連続である.

1次元Ft-標準Wiener 過程 {wt}t≥0はFt-連続 Lpマルチンゲールである.
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5.2 確率積分と伊藤の公式
(Ω,F , P ; {Ft}t≥0) が次の (i)-(iii)を満たすとき, “通常の条件”を満たすと
いう. (i) (Ω,F , P )は完備確率空間, つまり, M ⊂ N ∈ F で P (N) = 0なら
ばM ∈ F . (ii) Ft は右連続, つまり, 任意の t ≥ 0に対して Ft = ∩s>tFs.

(iii) F0 はすべての P -零集合を含む, つまり, N := {A ⊂ Ω | ある B ∈
F が存在してA ⊂ B,P (B) = 0} ⊂ F0.

以下, (Ω,F , P ; {Ft}t≥0))を通常の条件を満たすフィルター付き確率空間
とし,その上に 1次元Ft-標準Wiener過程 {wt}t≥0が与えられているとする.

wtは a.s. ωに対し, tの関数として有界変動でない (定理 3-(iv))ので,積分
∫ T

0

ft(ω)dwt(ω) (5.1)

をωごとに通常のLebesgue-Stieltjes積分として定義できない. しかしながら,

標準Wiener過程w の性質及び確率論的手法を用いることによって, L2
loc(Ft)

に属する被積分関数 f に対して標準Wiener 過程wに関する確率積分 (5.1)

が定義できる. ここで, L2
loc(Ft) = {{ft}t≥0 | 1 次元Ft発展的可測過程で ,

任意の T ≥ 0に対して, P (
∫ T

0
f 2

t (ω)dt < ∞) = 1
}

. 定義の仕方については,

渡辺 [35]や長井 [23]を参照.

L2(Ft) = {{ft}t≥0 | 1 次元Ft発展的可測過程で, 任意の T ≥ 0に対して,

E[
∫ T

0
f 2

t (ω)dt] < ∞
}
とする. L2(Ft) ⊂ L2

loc(Ft)であることに注意.

定理 4. f ∈ L2(Ft)とする.

(i)
{∫ t

0
fsdws

}
t≥0
はFt-連続 L2マルチンゲールである.

(ii) 任意の T ≥ 0に対して,

E

[∫ T

0

ftdwt

]
= 0,

E

[(∫ T

0

ftdwt

)2
]

= E

[∫ T

0

f2
t dt

]
.

L1
loc(Ft) = {{ft}t≥0 | 1次元Ft発展的可測過程で, 任意の T ≥ 0に対して,

P (
∫ T

0
|ft(ω)|dt < ∞) = 1

}
とする.
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定理 5 (伊藤の公式). X0はF0-可測で, b ∈ L1
loc(Ft), σ ∈ L2

loc(Ft)とする. 1

次元確率過程 (伊藤過程)

XT = X0 +

∫ T

0

btdt +

∫ T

0

σtdwt

を考える. このとき, f ∈ C2(R)に対して,

f(XT ) = f(X0) +

∫ T

0

∂f

∂x
(Xt)btdt +

1

2

∫ T

0

∂2f

∂x2
(Xt)σ

2
t dt

+

∫ T

0

∂f

∂x
(Xt)σtdwt

が成り立つ. また, (t, x) → f(t, x)が xについて 2回微分可能で, tについて
1回微分可能な関数で, これらの偏導関数が (t, x)について連続であるとき,

f(T, XT ) = f(0, X0) +

∫ T

0

∂f

∂t
(t,Xt)dt

+

∫ T

0

∂f

∂x
(t,Xt)btdt +

1

2

∫ T

0

∂2f

∂x2
(t,Xt)σ

2
t dt

+

∫ T

0

∂f

∂x
(t,Xt)σtdwt

が成り立つ.

5.3 確率微分方程式
(Ω,F , P ; {Ft}t≥0)を通常の条件を満たすフィルター付き確率空間とし, そ
の上で定義された 1次元 Ft-標準Wiener 過程 {wt}t≥0が与えられていると
する. b, σをRからRへのBorel可測関数とする.

定義 6. Xt(ω) : [0,∞) × Ω �−→ Rが出発点 x0をもつ確率微分方程式

dXt = b(Xt)dt + σ(Xt)dwt, X0 = x0 (5.2)

の解であるとは, 次が満たされることをいう.

(i) X = {Xt}t≥0はFtに適合した連続確率過程で, 任意のT ≥ 0に対して

P

(∫ T

0

{|b(Xt)| + σ2(Xt)
}

dt < ∞
)

= 1.
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(ii) P (X0 = x0) = 1,

(iii) Xt = X0 +
∫ t

0
b(Xs)dt +

∫ t

0
σ(Xs)dwt, ∀t ≥ 0が確率 1で成り立つ.

定理 6. リプシッツ (Lipschitz)条件：ある定数 L > 0が存在して, 任意の
x, y ∈ Rに対し

|b(x) − b(y)| + |σ(x) − σ(y)| ≤ L|x − y|　

が成り立つとする. このとき, 確率微分方程式 (5.2)は一意解X = {Xt}t≥0

をもつ. ここで, 一意性は次の意味である: Xと Y がともに (5.2)の解なら
ば, P (Xt = Yt, ∀t ≥ 0) = 1.
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第８章　ブートストラップ

下平英寿
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どのような予測や推測であっても必ず不確実性があるから，そ
のバラツキの程度をコンピュータ・シミュレーションによっ
て見積もることがある．そのような手法のひとつにブートス
トラップがあり，従来の複雑な数式を単純な反復計算に置き
換えて，データのランダムネスを測定する．本章ではバイア
ス補正した信頼区間の計算法や，最新のマルチスケール・ブー
トストラップによる信頼度の計算法を紹介する．
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1 まえがき
ブートストラップは，データ解析の確からしさを評価するための統計手法

のひとつであり，Efron (1979)によって提唱された．誤差推定，信頼区間の
構成，仮説検定などに用いられる．従来の複雑な数式に基づく理論を莫大な
数値計算による単純なシミュレーションでおきかえる．データ解析の前提と
なる仮定を緩和し，理論的な解析が困難な問題で広く応用されている．ブー
トストラップに伴う反復計算は並列化が容易であるから，今後の計算環境を
考慮すればその重要性はさらに増すだろう．
理論を計算でおきかえるブートストラップには，やはり理論が必要である．

ブートストラップの理論研究は 1980年代から 1990年代前半に集中的に行わ
れ，とくに信頼区間の計算法について理論が発展した．この話題を，本稿の
2 節から 7 節であつかう．標準的な教科書には Efron and Tibshirani (1993)，
Davison and Hinkley (1997)，Hall (1992)がある．和書では汪・田栗 (2003)

によくまとめられており，その文献案内にあげられた論文リストは解説付き
で参考になる．一方，8 節は 7 節を発展させた内容である．これは筆者の研
究紹介であり，下平 (2004)の 3章も参考になる．

2 リサンプリング
まず以下の状況を設定して議論を進める．データを X で表し，データを構

成する要素をベクトル xで表す．データは

X = {x1, . . . ,xn}

のように n 個の要素 x1, . . . ,xn で構成されている．データのことをサンプ
ルまたは標本ともいうので，この n はサンプルサイズ (sample size) とよば
れる．データを入力すると実数を出力する装置を考える．たとえば，各種の
気象データから 100年後の東京の年平均気温を予測するソフトウエアを想像
すればよい．出力値を θ̂で表し，入出力の関係を θ̂ = θ̂(X )と書く．
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具体的には，次のデータを例題に方法の説明を行う．

x1 =



5.20

12.17

−12.30

9.85

6.02

28.67

12.21

−1.83


, x2 =



30.06

−3.35

11.72

−10.33

28.36

−24.15

−4.90

−3.44


, . . . ,x100 =



−5.27

2.29

−15.16

−35.44

−3.47

19.36

−5.52

−28.85


サンプルサイズは n = 100である．このデータに対して θ̂ = 14.45が出力さ
れたとしておく．この数値例はあくまで説明のため多変量正規分布から人工
的に作成した．この詳細はずっと後で述べるが，そのような確率分布のこと
をあまり気にせずに数値例を体感していただきたい．X や θ̂(X )の詳細を知
らなくてもそれなりに機能するのがブートストラップ法の良いところである．
ここで θ̂ が推定（または予測）しようとする量を θ で表し，これはデータ

生成メカニズムを特徴付けるパラメータのひとつであると考える．そして，
θ̂(X )は θ の十分に良い推定量であることを仮定する．それにもかかわらず，
X にひそむランダムネスの影響によって θ̂(X )も変動する．そこで，θ̂ の値
をどれほど信用してよいのか，その程度を定量的に評価するために考案され
た方法がブートストラップである．
その意味を理解するために，まず計算機シミュレーションによってデータ

を人工的に B 個生成したものを

X 1, . . . ,XB

と書く．これから θ̂b = θ̂(X b), b = 1, . . . , B を計算したときの結果を図 1

（左）に示す．ただし，反復回数は B = 10000，真値は仮に θ = 10とした．
真値 θ のまわりに θ̂ が分布しているようすが見える．実際の観測値 θ̂ はこの
ような分布から偶然に得られたひとつの結果に過ぎない．
この数値例は人工的に作成したデータだったから，θ̂ のバラツキを計算機

シミュレーションで見せることができた．ところが現実には θ の値もデータ
生成のメカニズムもよくわからないことが多い．このような状況で偶然に観
測した X だけをつかって θ̂のバラツキを調べたい．この目的のために，ブー
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5 10 15 10 15 20

θ θ∗

図 1 （ 左 ）計 算 機 シ ミ ュ レ ー シ ョ ン に よ っ て 生 成 し た
θ̂(X 1), . . . , θ̂(X 10000) のヒストグラム．真値は θ = 10（実線）．（右）
ブートストラップによって生成した θ̂(X ∗1), . . . , θ̂(X ∗10000)のヒストグラ
ム．観測値は θ̂ = 14.45（点線）．2本の破線はアルゴリズム 3 によって計
算された 95%信頼区間を表す．

トストラップ法では以下に示した手順を実行する．

アルゴリズム 1 (ノンパラメトリック・ブートストラップ法)

1. 整数 n′ をひとつ定める．とくに断らない限り n′ = nであるが，後
ほど n′ ̸= n とする場合も扱う．また十分に大きな反復回数 B を定
める．以下の数値例では B = 10000である．

2. {1, 2, . . . , n} から等確率 (すなわち 1/n) でランダムに整数を選ぶ．
これを n′ 回繰り返して得られた整数列を i1, i2, . . . , in′ とする．同
じ整数が複数回選ばれていてもよい．

3. 得られた整数を添え字とする要素をデータ X から取り出して

x∗
1 = xi1 ,x

∗
2 = xi2 , . . . ,x

∗
n′ = xin′

とおき，データ X ∗ を次式で与える．

X ∗ = {x∗
1, . . . ,x

∗
n′}
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4. 上記 2と 3を B 回繰り返して得られた B 個のデータを

X ∗1, . . . ,X ∗B

とおく．これから θ̂∗b = θ̂(X ∗b), b = 1, . . . , B を計算する．

この手順をさきほどのデータへ適用した結果を図 1（右）に示す．実際の観
測値 θ̂のまわりに θ̂∗ = θ̂(X ∗)が分布しているようすが見える．その分散を

σ̂2 =
1

B − 1

B∑
b=1

{
θ̂(X ∗b)− 1

B

B∑
b′=1

θ̂(X ∗b′)

}2

(1)

で計算して平方根をとると，θ̂∗ の標準偏差は σ̂ = 1.94 である．そして左右
の図を比べると，分布の形状やバラツキの幅に大差ないことがわかる．実際
に左図へ (1) を適用して標準偏差を計算すれば σ̂ = 1.87 である．したがっ
て，θ̂∗ のバラツキを調べれば，θ̂ のバラツキもわかる．観測値 θ̂ = 14.45に
標準偏差 1.94 を添えて表記すれば，θ̂をどれほど信用してよいかの目安にな
る．きわめて単純であるが強力な方法である．
アルゴリズム 1 のことを，ふつうは単に「ブートストラップ」(bootstrap)

とよぶ．ノンパラメトリックというのはデータ生成のメカニズムを仮定し
ないことを意味していて，後ほど説明するパラメトリック・ブートストラッ
プ (parametric bootstrap) と区別するときにノンパラメトリック・ブートス
トラップ (nonparametric bootstrap) とよぶ．X ∗ はブートストラップ標本
(bootstrap sample)，θ̂∗ はブートストラップ複製 (bootstrap replicate) とよ
ばれることもある．θ̂∗1, . . . , θ̂∗B の度数分布，すなわち図 1（右）はブートス
トラップ分布 (bootstrap distribution)という．
背景となる母集団または確率分布からデータを得ることを標本抽出または

サンプリング (sampling)というが，ブートストラップはデータから再度デー
タを得るという意味の「リサンプリング」(resampling) の一種である．同じ
要素を複数回選べるので，復元抽出 (sampling with replacement)ともいう．
これに対して，もしアルゴリズム 1 のステップ 2で同じ添え字は 1回だけし
か選べない（ただし n′ = n）とすれば，i1, i2, . . . , in はもとの添え字を並べ
替えただけになり，並べ替え検定で用いられる非復元抽出 (sampling without

replacement)というリサンプリングになる．
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ブートストラップの基本的なアイデアは，ブートストラップ標本のバラツ
キを調べることによりデータのバラツキが推測できることである．ブート
ストラップという B. Efronの命名は，pulling yourself up by own bootstraps

(独力でやり遂げる)という言い回しに由来しており，たった１組の標本 X 自
身から多数の標本 X ∗1, . . . ,X ∗B を生成することを反映している．
ブートストラップの反復回数 B は大きいほどブートストラップ分布の近似

は良くなり，リサンプリングに伴う誤差は B−1/2 に比例して小さくなる．一
方，ブートストラップの計算量は B に比例して増える．どの程度の B を用
いればよいかは個別の問題に依存するので一概には決められないが，分散推
定には B = 102，信頼区間には B = 103 程度は必要とされる．多くの場合，
B = 104 とすれば十分であろう．複雑な応用では，θ̂(X ∗)の計算時間が大半
を占め，リサンプリングによって X ∗ を生成する計算時間は相対的に小さい．
θ̂(X ∗)を B 回繰り返す計算は並列に実行できるから，計算コストは今後さら
に低下するだろう．

3 パラメータの信頼区間
さきほど (1) でブートストラップ複製 θ̂∗ の分散を計算して θ̂ のバラツキ

の目安とした．これだけでも十分に役立つが，95%の確率でパラメータ θ の
真値がとりうる範囲，つまり信頼区間 (confidence interval) が知りたい，と
いうような要求がなされることがある．この意味を厳密に考えるのは後回し
にして，とりあえず計算手順を与えてさきほどのデータに適用してみる．信
頼区間が θ の真値を含まない確率を 0 < α < 1，したがって信頼度または信
頼水準 (confidence level)を 1−αとする．以下の例題では α = 0.05とおき，
信頼度 95%の信頼区間を求める．
アルゴリズム 1 で生成したブートストラップ複製 θ̂∗ の標準偏差は σ̂ =

1.94であった．これを利用して，θ の信頼区間を次のように計算できる．

アルゴリズム 2 (標準信頼区間)

1. θ̂∗1, . . . , θ̂∗B から (1) によって σ̂2 を計算する．σ̂ は θ̂∗ の標準偏差
である．
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2. 平均 0，分散 1の正規分布の下側 100p%点 (0 < p < 1)を z(p) と表
し，この値を p = 1− α/2に対して調べておく．とくに α = 0.05で
は p = 1 − α/2 = 0.975に対して z(0.975) = 1.96である．なお，そ
の正規分布に従う確率変数を X で表し，P (A)が事象 Aの確率を表
すとすれば，z(p) は

P (X ≤ z(p)) = p

によって定義される定数である．
3. θの 100(1− α)%両側信頼区間を

[θ̂ − z(1−α/2)σ̂, θ̂ + z(1−α/2)σ̂] (2)

で与える．とくに θの 95%信頼区間は

[θ̂ − 1.96× σ̂, θ̂ + 1.96× σ̂]

である．

例題に (2)を適用すると，θの 95%信頼区間は [14.45−1.96×1.94, 14.45+

1.96× 1.94] = [14.45− 3.80, 14.45 + 3.80] = [10.65, 18.25]となる．このよ
うに計算した範囲に θ の真値が含まれる確率（これを信頼区間の被覆確率と
いう）が 95% であると解釈してよい．図 1（左）のシミュレーションでは
θ = 10であったが，仮にこれが真値であるとすれば，

P
{
θ̂ − 1.96× σ̂ ≤ 10 ≤ θ̂ + 1.96× σ̂

}
= 0.95 (3)

という意味である．単純に θ̂ = 14.45であるというだけでは，この観測値を
どれほど信用してよいかが分からない．信頼区間を示すことによって，θ̂ の
バラツキの程度を把握できる．
アルゴリズム 2 は正規分布のパーセント点 z(p) を利用していた．パーセン

ト点はパーセンタイル (percentile) ともいう．正規分布がここで出てくるの
は，(2)を導出するときに実は θ̂ が平均 θ，分散 σ2 の正規分布

θ̂ ∼ N(θ, σ2) (4)

に従うと仮定（もしくは近似）しているからである．ところが図 1（左）を良
く見ると，分布は左右対称ではないし，θ̂ の期待値 E(θ̂) = 11.35は θ = 10
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よりずいぶん大きいから，(4) が良い近似とは言えない．そこで正規分布を
仮定せず，ブートストラップ法によって直接に信頼区間を得る方法として次
のものが知られている．

アルゴリズム 3 (パーセンタイル信頼区間)

1. θ̂∗1, . . . , θ̂∗B を小さい順にソートする．0 < p < 1に対して pB 番目
に小さい数値を θ̂∗(p) と表す．pB が整数値でなければ，となりあう
値を線形補間する．

2. p = α/2および p = 1− α/2とおいて，100(1− α)%両側信頼区間
を次式で与える．

[θ̂∗(α/2), θ̂∗(1−α/2)] (5)

とくに θの 95%信頼区間は

[θ̂∗(0.025), θ̂∗(0.975)]

である．

なお，θ̂∗(p) はブートストラップ分布の下側 100p%点であり，上記の定義
のほかに数種類あるが，十分大きな B を用いれば大差ない．また全体のソー
トをしないで効率よく θ̂∗(p) の計算が可能である．
例題に (5) を適用すると，θ の 95% 信頼区間は [θ̂∗(0.025), θ̂∗(0.975)] =

[11.52, 19.05]となる．この信頼区間は図 1（右）に 2本の破線で示されてい
る．左側の破線より小さなブートストラップ複製は全体の 2.5%，右側の破線
より大きなブートストラップ複製も全体の 2.5%であるから，この 2本の破
線で囲まれた区間には全体の 95%が含まれる．
ここで示した二つの方法から得られる信頼区間はどちらも数値的に安定で

十分に実用的である．信頼区間の精度は必ずしもよくないが，多くの場合許
容範囲である．(3) で言えば左辺で表された被覆確率とあらかじめ想定した
信頼水準 0.95のズレが誤差であり，これが小さいほど精度が高いという．こ
の被覆確率の誤差のことをバイアスということもあるが，いわゆるパラメー
タ推定におけるバイアスとは意味が異なるので注意する．アルゴリズム 2 で
は θ̂ の分布を正規分布で近似してしまったので被覆確率に誤差が入るのはし
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かたがないが，ブートストラップ複製 θ̂∗ の分布がだいたい正規分布に近けれ
ば，実用的に問題ないだろう．
アルゴリズム 3 では正規分布の仮定をせずに信頼区間を計算するので精度

が改善するように思えるかもしれない．ところが実際には，アルゴリズム 2

のほうがアルゴリズム 3 より誤差が小さい傾向がある．この原因は θ̂ の分布
が左右非対称なことである．図 1（左）では全体の 5.06%が θ̂ ≥ 14.45 であ
るが，図 1（右）では全体の 0.28%が θ̂∗ ≤ 10である．このズレが誤差につ
ながるのであるが，その意味および改善した信頼区間のアルゴリズムの説明
は後ほど 6 節から 8 節で行う．

4 プラグイン推定量
ブートストラップによって推定した値が本当にその真値のよい近似になっ

ているのか，ブートストラップが正しい方法といえるのかを調べておく．図
1 で言えば，右図の分散 σ̂2 が左図の分散 σ2 を近似することを説明する．本
節は数学的にやや高度な表現を含むが，これを読み飛ばしても本稿全体の理
解にさほど支障はない．
アルゴリズム 1 では，データの要素 x1, . . . ,xn をどれも対等に扱ってい

た．この方法を正当化するには，各要素が同じ確率分布に従う確率変数の実
現値であることを仮定する．その分布の確率密度関数を f(x) と表し，各要
素が互いに独立に f(x)に従うことを

x1, . . . ,xn ∼ f(x) (6)

と表す．ただし確率変数とその実現値の記号を区別しないことにする．
データ X = {x1, . . . ,xn}が与えられたとき，

f̂(x) =
1

n

n∑
i=1

δ(x− xi)

によって確率分布 f̂(x) を定義する．ただし δ(x) はディラックのデルタ関
数とよばれ，簡単のため x が整数値をとる離散分布で考えると，x = xi の
とき δ(x − xi) = 1，x ̸= xi のとき δ(x − xi) = 0 である．一般に f̂(x)

は x1, . . . ,xn の各要素に確率 1/n を割り当てた確率分布であり，経験分布
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(empirical distribution) とよばれる．そして，アルゴリズム 1 のステップ 2

と 3 で得られるブートストラップ標本 X ∗ = {x∗
1, . . . ,x

∗
n′} の各要素は，こ

の経験分布に従う確率変数の実現値とみなせる．これを (6)と対比させて

x∗
1, . . . ,x

∗
n′ ∼ f̂(x) (7)

と表す．f̂ は nと X に依存するが，簡単のため記号では明示しない．
十分にサンプルサイズ n が大きくなると f̂(x) は f(x) の良い近似になる

ことがアルゴリズム 1 を正当化するポイントである．以下で説明するように
n → ∞の極限で分布の収束 f̂ → f がいえるから，データ X のバラツキを
ブートストラップ標本 X ∗ のバラツキから推定できる．
簡単のため，xがスカラー xの場合を考える．とくに xが整数値をとる離

散分布ならば，f(x) は密度関数ではなく x の確率を与える確率関数として
よい．そして f̂(x) = (x1, . . . , xnのうち x に一致した個数)/n であるから，
n → ∞で f̂(x) → f(x) である．より一般に xが実数の場合，f(x) と f̂(x)

の累積分布関数を F (x) と F̂ (x) で表す．定義より F (x) =
∫ x

−∞ f(x′) dx′，
F̂ (x) =

∫ x

−∞ f̂(x′) dx′ であるが，デルタ関数の性質（x = 0 で δ(x) = ∞，
x ̸= 0 で δ(x) = 0，

∫∞
−∞ δ(x) dx = 1）より，F̂ (x) = 1

n

∑n
i=1 I(xi ≤ x)

である．ただし I(·) は指示関数を表し，事象 A が真のとき I(A) = 1，偽
のとき I(A) = 0 とする．x の値をひとつ固定して考えると，I(xi ≤ x),

i = 1, . . . , nは成功確率 F (x)のベルヌーイ試行になるから，大数の法則より
F̂ (x) は F (x) に確率収束する．このような x の各点での確率収束よりもっ
と強い結果が Glivenko-Cantelliの定理

P

(
lim

n→∞
sup
x

|F̂ (x)− F (x)| = 0

)
= 1

である．すなわち n → ∞で一様収束 F̂ → F を概収束の意味で言える．こ
れがさきほどのべた分布の収束 f̂ → f の意味である．
アルゴリズム 1 では X ∗1, . . . ,X ∗B を生成してから θ̂∗1, . . . , θ̂∗B を計算

し，これから分散 σ̂2 を (1) で計算した．このようにして得られた σ̂2 が，
θ̂ = θ̂(X )の分散

σ2 = EF

{(
θ̂ − EF (θ̂)

)2}
(8)
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を近似することを以下で説明する．ただし EF (·) は単に E(·) と書いていた
ものであり，分布 F に関する期待値を表す．
まず，(1) では B 個のブートストラップ標本から分散 σ̂2 を計算している

が，この記号を σ̂2
B に変更する．同じ X を入力しても乱数を変えてアルゴリ

ズム 1 を実行すれば，そのたびに σ̂2
B の値は異なる．しかし計算量を増やす

ことの引き換えに B をいくらでも大きくできるので，B → ∞とした極限を
考える．すると σ̂2

B の標準偏差は B−1/2 に比例して小さくなり，σ̂2
B はある

値に収束する．その収束値を σ̂2 と書くと，B が十分に大きければ σ̂2
B は σ̂2

の良い近似である．
問題は，（上で定義した意味の）σ̂2 が σ2 を近似するかどうかである．σ̂2

B

は標本分散の式であるから，σ̂2 は X を与えたときの θ̂∗ = θ̂(X ∗) の条件付
分散である．ところで X を与えたときの X ∗ の要素の条件付分布は (7)であ
り，一方 X の要素の分布は (6)であることを思い出すと，σ̂2 と σ2 の違いは
分布が F̂ か F かという点だけである．したがって，(8)の F を F̂ で置き換
えて，

σ̂2 = EF̂

{(
θ̂∗ − EF̂ (θ̂

∗)
)2}

(9)

が得られる．さきほど述べたように n → ∞で F̂ → F であるから，̂σ2 → σ2

が示されたことになる．十分に nが大きければ，σ̂2は σ2の良い近似である．
この考え方は σ2 に限らず一般化できる．分布 F を入力，スカラー σ2 を出

力とした滑らかな汎関数 σ2 = H(F )として (8)を表すと，(9)は σ̂2 = H(F̂ )

と表される．n → ∞で F̂ → F から H(F̂ ) → H(F )がいえるが，これは他
の汎関数 H(·) に対しても成り立つ．たとえば，パラメータ推定における θ̂

のバイアス H(F ) = EF (θ̂)− θ や，tをひとつ固定したときの θ̂ の分布関数
の値 H(F ) = P (θ̂ ≤ t) = EF (I(θ̂ ≤ t)) に対しても収束がいえる．とくに
最後の例は任意の tでいえるから，θ̂∗ の分布は θ̂ の分布の近似とみなしても
よい．
(9) の σ̂2 のように H(F ) の F を F̂ でおきかえて近似したものは一般に

プラグイン推定量 (plug-in estimator)とよばれる．さらに σ̂2
B のように F̂ を

多数のブートストラップ標本でおきかえて，数値的に H(F̂ )を計算したもの
がブートストラップ推定量 (bootstrap estimator) である．ブートストラップ
の理論では，B が十分に大きいと仮定して，はじめから H(F̂ )をブートスト
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ラップ推定量とよぶこともある．
ここで見てきたように，nと B が十分に大きいと仮定してブートストラッ

プ法は正当化される．必要に応じて B は大きくできるが，nを増やすことは
困難な場合が多い．もし nが小さい場合 (n ≤ 30など)の応用では結果の妥
当性を別途シミュレーション等で確認するなどの注意が必要である．

5 構造のあるデータ
データ X の従う同時密度関数を g(X )で表す．アルゴリズム 1 は (6)を仮

定していたので，g(X )はデータ要素の密度関数の積

g(X ) = f(x1) · · · f(xn)

であった．計算機シミュレーションではこれから

X 1, . . . ,XB ∼ g(X )

を生成していたことになる．ここでは回帰分析や時系列解析などのように，
データに何らかの構造がある状況へ適用可能な方法について簡単に説明する．
まずデータ生成のメカニズムに関する事前知識を総合してパラメトリック

モデル (parametric model) g(X ; ξ)を与えた場合を考える．パラメータベク
トル ξ を適切な値にすれば X の確率密度関数を表すと仮定する．原理的に
はいくらでも複雑なモデルを工夫して与えることにより，どのような構造の
データ生成メカニズムも表現できるはずである．(6)の状況ならば xのパラ
メトリックモデル f(x; ξ)を与えて g(X ; ξ) = f(x1; ξ) · · · f(xn; ξ)とすれば
良いし，より複雑な状況では直接 g(X ; ξ)を指定すれば良い．このとき，次
の方法が利用できる．

アルゴリズム 4 (パラメトリック・ブートストラップ法)

1. パラメータ ξ の推定値 ξ̂ を計算する．たとえば最尤法を適用して最
尤推定量 ξ̂ を計算するには，データにモデルが最も適合するように
次式によって ξ を調節する．

ξ̂ = argmax
ξ

g(X ; ξ)
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2. 推定したパラメータ値 ξ̂ をモデルに代入して，計算機シミュレー
ションによってデータを生成する．

X ∗1, . . . ,X ∗B ∼ g(X ; ξ̂)

アルゴリズム 1 に比べると (6)の制約がなく，また (6)がいえる場合は 4

節の意味での収束が早くなる点でアルゴリズム 4 のほうが優れている．し
かし，一般に g(X ; ξ)を正しく指定することは困難であり，現実にはどのよ
うなパラメータ値 ξ を与えても真実の確率密度関数の近似にすぎない．した
がってアルゴリズム 4 で得られるブートストラップ分布がどの程度信頼でき
るかはモデルのよさ次第である．むしろ，このような問題点を克服するアル
ゴリズム 1 のほうが優れているともいえる．
アルゴリズム 1 とアルゴリズム 4 は一長一短があるので，それらの中間的

な方法も考えられる．この方法を回帰分析を例にして具体的に説明するが，
自己回帰モデルなど時系列解析にも適用可能である．まず次のような線形回
帰モデルを考える．

yi = β0 + β1xi + ϵi, i = 1, . . . , n

ここで yi は目的変数，xi は説明変数，ϵi は誤差，β = (β0, β1)は回帰係数で
ある．データの要素を xi = (xi, yi)とおいて

X = {(x1, y1), . . . , (xn, yn)}

とすればアルゴリズム 1 を適用可能であるが，もし説明変数が定数（あらか
じめ設定した投薬量など）ならば (6)の想定は不適切である．一方，誤差 ϵi

に注目して，
X = {ϵ1, . . . , ϵn}

とおけば (6)の想定が妥当になりアルゴリズム 1 を適用できるが，実際には
誤差を直接観測できない．そこで，回帰モデルを利用して誤差を推定する次
の方法によってブートストラップ標本を生成する．

アルゴリズム 5 (残差のリサンプリング)

1. 回帰係数の推定値 β̂ = (β̂0, β̂1)を計算する．最小２乗法を適用すれ
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ば，x̄ =
∑n

i=1 xi/n，ȳ =
∑n

i=1 yi/nとおいて

β̂1 =

∑n
i=1(xi − x̄)(yi − ȳ)∑n

i=1(xi − x̄)2
, β̂0 = ȳ − β̂1x̄

2. 残差 (residuals) ei = yi − (β̂0 + β̂1xi), i = 1, . . . , nを計算する．残
差 ei は誤差 ϵi の推定値と考えてもよい．

3. 残差 {e1, . . . , en} から復元抽出によって残差のブートストラップ
標本 {e∗1, . . . , e∗n} を生成する．すなわちアルゴリズム 1 のステッ
プ 2 で得られた添え字 (ただし n′ = n) をつかって e∗1 = ei1 , e

∗
2 =

ei2 , . . . , e
∗
n = ein である．

4. 回帰係数の推定値 β̂ と残差のブートストラップ標本 {e∗1, . . . , e∗n}か
ら目的変数のブートストラップ標本を計算する．

y∗i = β̂0 + β̂1xi + e∗i , i = 1, . . . , n

これからデータ X ∗ を次式で与える．

X ∗ = {(x1, y
∗
1), . . . , (xn, y

∗
n)}

5. 上記 3と 4を B 回繰り返して X ∗1, . . . ,X ∗B を得る．

ここでは単回帰モデルで説明したが，説明変数 xi をベクトルでおきかえ
た重回帰モデルでも同様である．標準的な記法で結論を書くと，ステップ 1

で回帰係数ベクトルを β̂ = (X ′X)−1X ′y で計算して，ステップ 2 で残差
e1, . . . , en をならべたベクトル e = y −Xβ̂ を計算する．ステップ 3でベク
トル e∗ を得て，ステップ 4で y のブートストラップ標本 y∗ = Xβ̂ + e∗ を
計算する．
上記のステップ 3を改良して残差 ei の代わりに修正残差 ri = ei/

√
1− hi

が用いられることもある．hi（てこ比）はハット行列H = X(X ′X)−1X ′

の対角成分である．このような修正をする理由は ei の分散が ϵi の分散の
1 − hi 倍になってしまうからである．平均値 r̄ =

∑n
i=1 ri/n の調整も行っ

て，r1− r̄, . . . , rn− r̄から復元抽出したものを e∗1, . . . , e
∗
n の代わりに用いる．

時系列データ {y1, y2, . . . , yn} にアルゴリズム 5 を適用するには，時系列
の生成メカニズムをあらわすモデルを指定する．たとえば次数 1 の自己回帰
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モデル yi = β1yi−1 + ϵi を指定すれば，形式的に目的変数 yi，説明変数 yi−1

の回帰モデルになり，さきほどの線形回帰モデルと同様に扱える．パラメー
タ β1 を推定して残差 ei = yi − β̂iyi−1, i = 2, . . . , nを計算し，復元抽出で
得た e∗i , i = −k, . . . , nから y∗i = β̂1y

∗
i−1 + e∗i , i = −k, . . . , nとする．k は

十分に大きい数で y∗−k−1 = 0としておき，y∗−k, . . . , y
∗
0 は捨てる．

これを次数 2 の自己回帰モデル yi = β1yi−1 + β2yi−2 + ϵi におきかえて
もよいが，得られるブートストラップ分布は異なるであろう．このようにア
ルゴリズム 5 から得られるブートストラップ分布は指定したモデルに依存す
る．それでも ϵi の従う確率密度関数を指定する必要がないからアルゴリズム
4 に比べれば改善されているが，(6) の状況におけるアルゴリズム 1 のよう
にモデルにまったく依存しない方法が望ましい．そこで，モデルを指定せず
にアルゴリズム 1 を時系列データへ適用するための工夫が次の方法である．

アルゴリズム 6 (ブロック・ブートストラップ)

1. 時系列データ X = {x1, x2, . . .}へ前処理を行ってトレンドなどの傾
向を取り除き定常化する．たとえば１階差分 yi = xi+1 − xi が一般
的である．得られた {y1, . . . , yn}は定常な時系列の標本と仮定する．

2. あらかじめ定めたブロック長mにデータを（重複を許して）分割する．
データ要素を zi = (yi−m+1, yi−m+2, . . . , yi), i = m,m + 1, . . . , n

とおく．簡単のため k = n/mが整数と仮定する．
3. {zm, . . . , zn}から復元抽出によって k 個の要素をとりだしてブート
ストラップ標本 {z∗

1, . . . , z
∗
k}を生成する．

4. {z∗
1, . . . , z

∗
k} の要素をつないで (y∗1 , . . . , y

∗
n) とし，これに前処理と

逆の操作を行って X ∗ とする．
5. 上記 3と 4を B 回繰り返して X ∗1, . . . ,X ∗B を得る．

ブロック長mをm = 1とおけばアルゴリズム 1 に帰着される．実際には
データの特徴を失わない程度の大きさのmを指定する．結局，自己回帰モデ
ルにおける次数選択と同様にmの選択を考慮する必要があるのはアルゴリズ
ム 5 の問題点と同じである．構造のあるデータにおけるブートストラップは
まだ発展段階にあり，いまのところデータに応じて十分な検討が必要である．
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6 精度の高い信頼区間
パラメータ θの信頼区間を 3 節で簡単に紹介してアルゴリズム 2 とアルゴ

リズム 3 を示した．その二つの方法は十分実用的であるが必ずしも精度が高
くない．ここでは信頼区間が満たすべき性質を説明して，より精度の高い二
つの方法を説明する．
信頼水準 1 − α の上側信頼区間を一般に θ ∈ [θ̂α,∞) と書くことにする．

これから両側信頼区間を得るのは容易で θ ∈ [θ̂α/2, θ̂1−α/2] とすればよいの
で，以下では θ̂α の決め方について考える．θ̂α は X から計算する量であり，
上側信頼区間の被覆確率が信頼水準に一致する，すなわち

Pθ

(
θ̂α ≤ θ

)
= 1− α (10)

を満たすようにしたい．ただし記号 Pθ(·)は確率が θ の値に依存することを
明示するために用いる．(10)から直ちに

Pθ

(
θ̂α/2 ≤ θ ≤ θ̂1−α/2

)
= 1−

{
Pθ

(
θ < θ̂α/2

)
+ Pθ

(
θ̂1−α/2 < θ

)}
= 1−

(α
2
+

α

2

)
= 1− α

となり，さきほどの両側信頼区間の被覆確率が信頼水準に一致することが確
かめられる．
近似的な信頼区間を得るためにアルゴリズム 2 では

θ̂α = θ̂ − z(1−α)σ̂ (11)

によって θ̂α を計算し，アルゴリズム 3 は

θ̂α = θ̂∗(α) (12)

で計算する．このように θ̂αの計算法を与えたとき，(10)の左辺と右辺の差が
その信頼区間の誤差（またはバイアス）である．この誤差が n → ∞ で n−k/2

に比例して小さくなるとき，信頼区間は k 次の精度 (k-th order accuracy)を
もつという．(11) と (12)は一般に 1次の精度である．
アルゴリズム 2 は (4)を仮定して導かれると 3 節で述べたが，これを確認

しておく．まず θ̂ を標準化（平均 0，分散 1に変換）して

v =
θ̂ − θ

σ
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表 1 95%両側信頼区間の数値例 (図 1のデータ)

手法 計算式 θ̂0.025 θ̂0.975

アルゴリズム 2 (標準信頼区間) (11) 10.65 18.25

アルゴリズム 3 (パーセンタイル信頼区間) (12) 11.52 19.05

アルゴリズム 7 (ブートストラップ-t法) (15) 9.85 17.38

アルゴリズム 8 (BCa法) (17) 9.98 17.48

厳密値 (18) 9.33 17.49

と定義すると v ∼ N(0, 1)である．パーセント点の定義から

Pθ

(
v ≤ z(1−α)

)
= 1− α

であり，これを変形すると次式が得られる．

Pθ

(
θ̂ − z(1−α)σ ≤ θ

)
= 1− α (13)

ここで σ が既知と仮定すれば (11)によって定義される θ̂α が (10)を厳密に
満たすことが分かる．実際には σ をデータから推定して σ̂ を用いるので，近
似的に (10)がいえる．
一般には (4)が正しいとは言えないので，これを仮定しないで信頼区間を

導いてみる．v の下側 100p%点を v(p) とすれば (13)は

Pθ

(
θ̂ − v(1−α)σ ≤ θ

)
= 1− α

と書き換えられるから，(11)を再定義して

θ̂α = θ̂ − v(1−α)σ (14)

とおく．v のブートストラップ複製

v∗ =
θ̂∗ − θ̂

σ

のブートストラップ分布と σ の値が θ に依存しないと仮定すれば

v(p) =
θ̂∗(p) − θ̂

σ
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である．これを (14)に代入すれば，

θ̂α = θ̂ − (θ̂∗(1−α) − θ̂) = 2θ̂ − θ̂∗(1−α) (15)

が得られる．これは仮定の下で (10)を満たす．この方法（一般的には以下で
述べるアルゴリズム 7）を 2 節の数値例に適用して得た両側信頼区間を表 1

に示した．
もし θ̂∗ のブートストラップ分布が θ̂ を中心にして左右対称ならば

θ̂∗(1−α) − θ̂ = θ̂ − θ̂∗(α) であるから，これを (15)に代入すると

θ̂α = θ̂ − (θ̂ − θ̂∗(α)) = θ̂∗(α)

すなわちアルゴリズム 3 の (12) が得られる．しかし対称性からのズレが大
きければ (12)ではなく (15)を用いるべきである．
一般的には σが θに依存するので，データから推定した σ̂ を用いる．ブー

トストラップ標本 X ∗ から計算した σ̂ を σ̂∗ と書いて (15) を定義しなおす
と，次の方法になる．

アルゴリズム 7 (ブートストラップ-t法)

1. θ̂∗ を標準化した

t∗ =
θ̂∗ − θ̂

σ̂∗

のブートストラップ複製

t∗1, . . . , t∗B

を小さい順にソートする．
2. t∗ のブートストラップ分布の下側 100(1−α)%点，すなわち t∗(1−α)

を計算する．
3. 信頼水準 1− αの上側信頼区間の下限を次式で与える．

θ̂α = θ̂ − t∗(1−α)σ̂ (16)

なお，ステップ 1 とステップ 3 で形式的に σ̂∗ = σ̂ = 1 とおけば，
(16)は (15)に一致する．

アルゴリズム 7 は一般に 2次の精度の信頼区間を与える．十分に nが大き
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ければ，精度の次数が高いほど誤差が少ないので理論的に良い方法とみなさ
れる．もちろん現実の nでは次数の高い方法が必ずしも誤差を小さくすると
は限らないのだが，表 1 を見るとアルゴリズム 7 のほうがアルゴリズム 2 と
アルゴリズム 3 より厳密値に近いことがわかる．
あらかじめ興味のあるパラメータを非線形単調変換して θ が定義されてい

ると仮定する．その変換を工夫して t∗ の分布の θ への依存性を少しでも小
さくしてからアルゴリズム 7 を適用して信頼区間を計算し，その結果を逆変
換すれば興味のあるパラメータの信頼区間の誤差は小さくできる．一方でア
ルゴリズム 3 は，そのような変換に計算結果が依存せず，いわば常にベスト
の変換を用いたときの信頼区間が自動的に得られる．このような性質を変換
保存 (transformation-respecting)とよび，アルゴリズム 3 を改良した以下の
BCa (bias-corrected and accelerated)法にも共通する性質である．

アルゴリズム 8 (BCa 法)

1. 事象が成立した回数を#{·}と書いて，

α̂0 =
#{θ̂∗b ≤ θ̂, b = 1, . . . , B}

B

および ẑ0 = z(α̂0) を計算する．十分に B が大きければ，α̂0 =

Pθ̂(θ̂
∗ ≤ θ̂)である．α̂0 < 1/2 (すなわち ẑ0 < 0)なら θ̂∗ − θ̂ の分布

は正に偏り，逆に α̂0 > 1/2 (すなわち ẑ0 > 0)なら分布は負に偏る．
2. X から要素 xi を取り除いて計算した θ̂ を θ̂(i) と書いて，加速定数
とよばれる量を次式で計算する．

â = −
∑n

i=1(θ̂(i) −
1
n

∑n
j=1 θ̂(j))

3

6
{∑n

i=1(θ̂(i) −
1
n

∑n
j=1 θ̂(j))

2
}3/2

3. X ∼ N(0, 1)の累積分布関数を Φ(x)と書く（つまり Φ(z(p)) = pで
ある）．次の量を計算する．

α̂ = Φ

{
ẑ0 +

ẑ0 + z(α)

1− â(ẑ0 + z(α))

}
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4. 信頼水準 1− αの上側信頼区間の下限を次式で与える．

θ̂α = θ̂∗(α̂) (17)

なお，σが θに依存しないと仮定（または近似）すればステップ 2 で
â = 0とおいてよい．

アルゴリズム 8 はアルゴリズム 7 と同様に一般に 2次の精度である．表 1

に示したアルゴリズム 8 の結果は â = 0とおいて計算したものであり，やは
り厳密値に近い．
表 1 の最後の行に示した厳密値は次のように得られている．実は 2 節の

データは多変量正規分布 x1, . . . ,x100 ∼ N8(a, b
2I) にしたがって生成され

ていた．パラメータは a1 = 10, a2 = · · · = a8 = 0，b = 20, n = 100 で
あった．興味のあるパラメータは θ = ∥a∥ = 10と定義され，その推定量は
θ̂ = ∥x̄∥ = ∥ 1

n

∑n
i=1 xi∥であった．このようにデータの生成メカニズムが明

らかならば，信頼区間の厳密値が計算できる．y =
√
nx̄/b, µ =

√
na/bと

おけば，y ∼ N8(µ, I)である．∥y∥2 は自由度 8，非心度 ∥µ∥2 = nθ2/b2 の
カイ二乗分布に従う．この分布の下側 100(1− α)%点がちょうど nθ̂2/b2 に
一致するような θ の値を θ̂α と定義する．すなわち，

Pθ̂α

(
θ̂∗ ≤ θ̂

)
= 1− α (18)

とおいて θ̂α を定義すれば (10) を厳密に満たすことは以下のように容易に
示せる．ここで Fθ(x) = Pθ(θ̂ ≤ x) とおけば Pθ(θ̂α ≤ θ) = Pθ(Fθ̂α

(θ̂) ≥

Fθ(θ̂)) = Pθ(1− α ≥ U) = 1− α，ただし U は区間 (0,1)の一様分布に従う
確率変数である．

7 ブートストラップ確率
パラメータ θに関する次のような仮説を考える．

θ ≤ θ0 (19)

ただし θ0 は定数である．たとえば θ̂ が 100年後の予測気温で θ0 = 10とす
れば，θ ≤ 10は気温が 10度以下であるという仮説を表す．
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このような仮説の真偽をデータから判断するには，6 節の上側信頼区間を
利用すればよい．もし θ̂α ≤ θ0 ならば (19)を受容 (accept)して仮説が真で
ある可能性があると判断し（ただし仮説が真実であると判断したわけでない
ことに注意），逆に θ̂α > θ0 ならば (19)を棄却 (reject)して仮説が偽である，
すなわち θ > θ0 と判断する．この手続きを仮説検定という．(10) を厳密に
満たす θ̂α を使えば，仮説の境界 θ = θ0 が真値であるとき誤って仮説を棄却
してしまう確率は

Pθ0(θ̂α > θ0) = α (20)

である．α の値は有意水準とよばれ，α = 0.05とするのが一般的であるが，
より慎重な判断が要求される場合は α = 0.01 やもっと小さな値を用いる．
仮に誤った判断をしたときの深刻さに応じて，判断を下す前に αの値をきめ
ておく．
簡単のため θ̂α として (11)や (12)を考えて図 1をみると，αを小さくすれ

ば θ̂α は左に移動して仮説は棄却されにくくなり，逆に αを大きくすれば θ̂α

は右に移動して仮説は棄却されやすくなる．棄却するかしないかの判断が切
り替わるときの αの値を pで表す．αや θ0 は定数であるが pは X に依存す
ることに注意．この p を仮説検定の p-値といい，仮説 (19) の信頼度と解釈
してもよい．つまり pが大きいほどデータが仮説を支持しており，逆に pが
小さいほど仮説が支持されていない．
任意の 0 < α < 1で (20)が成り立つとしておく．pの定義は

θ̂p = θ0 (21)

であるから Pθ0(p < α) = α となり，したがって θ = θ0 のとき p は区間
(0, 1)の一様分布に従う．検定の結果を p-値で表しておけば，判断を下す人
があとから αを与えても p ≥ α なら受容，p < α なら棄却とすぐに分かり便
利である．
とくにパーセンタイル信頼区間，すなわち (12) 式から得られる p-値の近

似値はブートストラップ分布から容易に計算できる．これをブートストラッ
プ確率 (bootstrap probability)という．

アルゴリズム 9 (ブートストラップ確率)

1. ブートストラップ標本 X ∗1, . . . ,X ∗B において θ̂(X ∗b) ≤ θ0 となる
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回数 C を数える．

C = #{θ̂(X ∗b) ≤ θ0, b = 1, . . . , B}

2. p-値を次式で計算する．
p =

C

B

ちなみにアルゴリズム 8 の α̂0 は θ0 = θ̂としたときのブートストラップ確
率である．
図 1（右）において θ0 = 10 としてブートストラップ確率を計算すると，

C = 28, B = 10000 より p = 0.0028 であった．C は 2 項分布に従う確
率変数であることを考慮すると，リサンプリングによる p の標準誤差は√

p(1− p)/B = 0.0005と計算される．B → ∞の極限では

p = Pθ̂(θ̂(X
∗) ≤ θ0) (22)

となるので，十分に B が大きければ (22)をブートストラップ確率とみなし
てよい．
一方，(18)と (21)から容易に示されるように厳密な p-値は

p = Pθ0(θ̂(X ) ≥ θ̂) (23)

と表される（ただし X は確率変数，θ̂ は定数とみなす）．すなわち，実際に
観測した θ̂ の値より大きな θ̂(X )が得られる確率が p-値と定義される．図 1

（左）において θ̂(X b) ≥ 14.45となった回数は 506回であるから，p = 0.0506，
標準誤差 0.0022 である．このデータの生成モデルが 6 節の最後で説明した
ものであることを利用すると，B → ∞ の極限における (23) の厳密値は
p = 0.05 と計算される．こうなるように，はじめからこの例題をつくって
あった．
この数値例ではブートストラップ確率 p = 0.0028と厳密な p = 0.05がか

なりズレている．この原因は以前に述べたように，ブートストラップ分布が
左右非対称なこと (3 節)，もしくはパーセンタイル信頼区間における θ̂α が
ブートストラップ-t法と逆向きにブートストラップ分布を利用していること
(6 節)である．この問題点を解決するのが次節の主題であり，そこで与えら
れる方法を適用すると p = 0.051が得られる．
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図 2 階層型クラスタリングの数値例．Garber et al. (2001)の肺腫瘍遺伝
子発現データに Suzuki and Shimodaira (2006) と Shimodaira (2006) の
ソフトウエアを適用した．発現パターン間の相関係数の絶対値が縦軸であ
る．ラベルは被験者の番号と腫瘍の形態的分類 (Adeno 等) を表す．各枝
の数値は右がブートストラップ確率（7 節），左がマルチスケール・ブート
ストラップ法で計算した p-値（8 節），下がクラスタ番号である．ただし
n = 916 個の遺伝子をリサンプリングした．左の数値 > 95%となるクラ
スタは箱に囲まれている．

ところで，アルゴリズム 9 は事象 θ̂(X ∗) ≤ θ0 の回数 C を数えるだけで
あって，必ずしも θ̂(X ∗)という出力値を経由する必要はない．したがって，
ある事象が成立するか否かがデータから判断できるものであれば，どのよう
な事象にたいしてもブートストラップ確率は適用可能である．要するにその
事象が成立した回数 C を数えて p = C/B を計算すればよい．
図 2 の樹形図は遺伝子の発現パターンが互いに似た被験者の集合を再帰

的なクラスタとして表現したものである．各枝の右の数値はそのクラスタの
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ブートストラップ確率である．これはブートストラップ標本に階層型クラス
タリングを適用して同じクラスタが観測された回数を数えて計算したもので
ある．ここでは (19)を逆向きに考えた仮説 θ ≥ θ0 の p-値が 1− pで与えら
れることを考慮して，p > 0.95 に注目している．この手続きにおいて θ̂(X )

を明示的に定義しなくても (22)を計算したことになる．一方，各枝の左側に
ある数値は次節の方法で計算したものであり，(23)に相当する量が自動的に
得られている．図 2 では両者の値がかなりズレているので，ブートストラッ
プ確率よりも次節の方法を利用したほうよい．

8 マルチスケール・ブートストラップ
これまでアルゴリズム 1 において n′ = nとしていたが，これ以外の値を

利用することを考える．以下では σ =
√
n/n′ とおきスケールとよぶ．アル

ゴリズム 9 のステップ 1 で得られる回数を Cσ2，ブートストラップ確率を
ασ2 = Cσ2/B で表すことにする．このとき，Shimodaira (2002, 2004)で提
案された次の方法によって精度の高い p-値が計算できる．

アルゴリズム 10 (マルチスケール・ブートストラップ)

1. あらかじめM ≥ 2個の n′ の値を定めておき，n′
1, . . . , n

′
M とする．

スケールを σi =
√

n/n′
i, i = 1, . . . ,M とおく．本節の数値例では

M = 13として，σ2 = 1/9と σ2 = 9の間を log σ2 に関して等間隔
に分割した．

2. i = 1, . . . ,M に対してアルゴリズム 1 を n′ = n′
i で実行して事象の

回数 Cσ2
i
を数え，ブートストラップ確率 ασ2

i
= Cσ2

i
/B を計算する．

3. 上記で求めたブートストラップ確率の測定値に次式のモデルを当て
はめてパラメータベクトル β = (v, c)を推定する．

ασ2
i
= 1− Φ

(
v

σi
+ cσi

)
, i = 1, . . . ,M (24)

4. 推定したパラメータ値 β̂ = (v̂, ĉ)を用いて，次式の p-値を計算する．

p = 1− Φ(v̂ − ĉ) (25)
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図 3 正規化ブートストラップ z-値 (σzσ2) の変化．（左）図 1 のデータで
仮説 θ ≤ 10としたものと，（右）図 2のデータで 67番のクラスタ（左から
３番目の赤い箱で示された 22個の被験者からなる集合）に注目したもの．
ブートストラップ確率の実測値 ασ2

i
, i = 1, . . . ,M から計算した σizσ2

i
を

プロットして（ただし ασ2
i
= 0または 1は取り除いた），モデル式から推

定した曲線と σ2 = −1への外挿を示した．

このアルゴリズムを図 1 のデータに適用する．n = 100 であるが，n′
i =

900, 624, 433, 300, 208, 144, 100, 69, 48, 33, 23, 16, 11 とおいて σ2
i ≈

1/9, . . . , 9とした．ブートストラップ複製 (B = 10000)で θ̂∗ ≤ 10となった
回数は Cσ2

i
= 0, 0, 0, 0, 1, 10, 28, 60, 128, 128, 134, 110, 90 であり，と

くに n′
i = n のときのブートストラップ確率は α1 = 28/10000 = 0.0028 で

あった．
ステップ 3を図示するために，ブートストラップ確率 ασ2 から変換 zσ2 =

z(1−ασ2 )によってブートストラップ z-値を定義する．逆に ασ2 = 1−Φ(zσ2)

としてもよい．そして σzσ2 を正規化ブートストラップ z-値 (normalized

bootstrap z-value) とよぶことにする．これを縦軸にプロットしたのが図 3

（左）である．(24)を変形すると，σzσ2 のスケール変換のモデル式

σizσ2
i
= v + cσ2

i , i = 1, . . . ,M (26)

が得られ，図 3（左）の直線の y 切片が v̂ = 2.190，傾きが ĉ = 0.552と推定
される．
ステップ 4 の (25) を計算すると，p = 1 − Φ(2.190 − 0.552) = 1 −
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図 4 ブートストラップと p-値の関係．「θ = 一定」の曲面は θ が大きく
なると右へ移動する．n′ = nの場合のブートストラップ標本 y∗ の分布は
y を中心にした半径 σ = 1 の円で表現されている．p-値を得るための y∗

の分布は µ̂を中心にした半径 1の円で表現されている．

Φ(1.638) = 0.051 となる．ブートストラップ確率 α1 = 0.0028 であったこ
とを考慮すれば，アルゴリズム 10 で得られる p-値が 7 節で述べた厳密値
p = 0.05 にきわめて近い数値であることがわかる．(26)の右辺で σ2

i = −1

とおけば v − cとなることに注意すると，図 3（左）の直線を σ2 = −1へ外
挿した値が v̂ − ĉであり，これから (25)を計算すると解釈してもよい．標語
的には，ブートストラップ確率を n′ = −nへ外挿したものが p-値になる．
アルゴリズム 10 の原理を導出するためのモデルを Efron and Tibshirani

(1998) にならって説明する．まずデータ X を適当に非線形変換したベクト
ル y が多変量正規分布

y ∼ NK(µ, I) (27)

に従うと仮定（または近似）する．平均ベクトル µは未知パラメータ，分散
共分散行列は単位行列 I である．これはアルゴリズム導出のためのモデルで
あり，実際にその非線形変換を求める必要はないし，次元K も任意である．
X から θ̂ への関係 θ̂(X )は，X の代わりに y を使って θ̂ = θ̂(y)と書かれ

る．この y を µ でおきかえたものが真のパラメータ値 θ = θ̂(µ) であるか
ら，(19)の仮説 θ ≤ θ0 は K 次元空間の領域 H = {µ|θ̂(µ) ≤ θ0}と表され
る（図 4）．すなわち，µ ∈ Hが仮説である．
ブートストラップ標本 X ∗ を変換した y∗ は (27)のパラメトリック・ブー
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トストラップを形式的に考えて

y∗ ∼ NK(y, σ2I) (28)

に従うと近似しておく．
このとき，(22) のブートストラップ確率は ασ2 = Py,σ2(y∗ ∈ H) と

表される．ただし Py,σ2(·) は (28) に関する確率である．一方，領域 R =

{y∗|θ̂(y∗) ≥ θ̂}を定義すると，(23)の p-値は p = Pµ̂,1(y
∗ ∈ R)である．た

だし µ̂ は領域 H の境界上で y への距離が最小になる点を表す．α1 と p の
ズレの原因を図 4 で解釈すると，y から見たHと µ̂から見たRの表裏が入
れ替わっていることが原因になっている．
このことを数式で表現するために，符号付距離を v = ±∥y − µ̂∥で定義し

（y ∈ Hなら負，y ̸∈ Hなら正），µ̂におけるHの境界の曲率を cで表す（符
号は図 4 のとき正，逆向きに曲がっているとき負とする）．もし Hの境界が
平坦で c = 0ならば v は分散 1 の正規分布に従うから，α1 = p = 1− Φ(v)

である．実際には曲がっていて c ̸= 0の場合，cが大きくなる分だけ α1 は減
り，逆に pが増える．それを厳密に評価すると

α1 = 1− Φ(v + c) , p = 1− Φ (v − c) (29)

で近似されることが知られていて，この後者が (25) である．アルゴリズム
10 の vと cにはこのような幾何的な意味があったのである．一方，スケール
を σ = 1から変化させることは v, cをそれぞれ v/σ, cσ でおきかえることに
等価であるから，(29)の前者から (24)が得られる．以上がアルゴリズム 10

の原理である．
図 3（左）ではアルゴリズム 10がうまく機能したが，図 3（右）をみると (26)

の直線が当てはまらない．これまでの議論はHの境界が滑らかな曲面である
ことを仮定したが，たとえばもしHが錐ならばスケール変換で形が不変なの
で c（に相当する量）が変化せず，ασ2 = 1− Φ(v/σ + c)のほうがよいモデ
ルになる．これをすこし一般化してモデル式 σzσ2 = v+ cσ2/(1 + s(σ − 1))

を当てはめて β = (v, c, s)を推定した結果が図 3（右）の曲線である．s = 0

が (26)，s = 1が錐に相当する．そして Shimodaira (2008)はアルゴリズム
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10 のステップ 4を次式でおきかえた．

pk = 1− Φ

k−1∑
j=0

(−1− σ2
0)

j

j!

∂j(σzσ2)

∂(σ2)j

∣∣∣
σ2
0

 (30)

この式は σzσ2 を σ2 の関数とみなして σ2
0 においてテイラー展開 (k 項で打

ち切り)して σ2 = −1へ外挿したものである．ここでは σ2
0 = 1としておく．

とくに，k = 1はブートストラップ確率 α1 = p1，k = 2は (25)の p = p2

に一致し，さらに kを大きくした p3は誤差が小さいと考えられる．図 3（右）
では，p1 = 0.033, p2 = 0.770, p3 = 0.951と計算され，この p3 を各クラス
タで計算したものが図 2 の各枝の左の数値である．一般に k を増やすと誤差
は減少するが数値的に不安定になるので，k = 3程度が妥当である．この不
安定になる現象は Perlman and Wu (1999)で扱われた推測原理の本質的な問
題の一例であり，さらに議論を深める必要がある．
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第 III部 統計計算の展開と統計科学

第9章
EMアルゴリズム

渡辺美智子1

EMアルゴリズムは、不完全データに基づく統計モデル一般に
適用される最尤推定導出のためのアルゴリズムである。不完全
データを広義にとらえることで、欠損データの問題に限らず、切
断や打ち切りデータ、有限混合分布モデル、ロバスト分布モデル
や潜在変数モデル、ベイズモデルと、その適用範囲が広いことが
特徴である。本章では EMアルゴリズムの基本的な考え方や理
論及び代表的なモデルに対する具体例を解説し、ECMやECME

などの拡張 EMについても概観する。

1東洋大学経済学部
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1.1 はじめに

　EMアルゴリズムは，不完全データから最尤推定値を導くための統一的な
アルゴリズムで，Dempster, Laird and Rubin(1977)が最初に，EMという一
般的なフレームとその背景となる理論および諸種の統計モデルへの広い適用
性を示した．当初，EMアルゴリズムは，最適化アルゴリズムとして既に普
及していたNewton-Raphson法やスコアリング法などと比較し，収束に至る
までの反復回数が多いことなどの問題点が指摘されていたが，アルゴリズム
のフレームの単純性と収束の安定性，適用モデルの汎用性などの利点が勝り，
今日に至るまでに，工学・医学・社会学・経営学など統計モデルが必要とされ
るほぼすべての分野で，EMアルゴリズムを推測に利用するモデル構築が数
多く発表され続け，尤度に基づく統計分析法を構築する上での汎用的なツー
ルになっている．

EMアルゴリズムの利点は，先述したアルゴリズムのフレームの単純性と
収束の安定性，適用モデルの汎用性にある．具体的には，フレームが単純で
あるため，尤度の定式化から具体的なアルゴリズムの導出およびプログラミ
ングの作成に至るまでの作業効率が比較的に高く，また，尤度の形状にも拠
るが，Newton-Raphson法などと比較した場合に初期値によらず局所的な最
適解が得られる安定性がある．そして，EMアルゴリズムの適用事例が広範
にわたる最大の理由として，対象とするデータの不完全性の解釈に柔軟性が
あり，かなり自在に適用モデルを拡張できる汎用性が挙げられる．
不完全データ本来の意味である欠測値問題はもとより，切断分布や打切

り分布，混合分布，分散分析における変量効果モデル・混合効果モデル，ロ
バスト分析，潜在変数モデル，ベイズモデルと主要な統計モデルがその範疇
に入る．また，範疇に入ったモデル同士を組み合わせさらに複雑なモデルに
最尤解を与えることも可能となる．この意味で，EMアルゴリズムは単なる
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計算手段というより，様々な現実課題の様相により適合し説明力のある複雑
な統計モデルを一挙に実用段階に押し上げ，さらにモデルの拡張性へのヒン
トを与え得るアルゴリズムとも言える．

1.2 EMアルゴリズムの考え方

EMアルゴリズムは，不完全データの問題を完全データのフレームワークで
逐次的に解決する方法論の一つと位置づけられる．基底をなす考え方は単純
で，次のステップでまとめることができる．　

1. 手元にあるデータ yobsだけでは解を導くことがすぐには困難な問題に
対して，解決が容易であると考えられるレベルまでデータを完全化し
(欠けているデータ部分 ymisが存在するとして)問題を定式化する．　

2. 例えば，パラメータ θの推定値 θ̂を導くことが当面の目的であれば，
ymisに暫定的な値を埋め込み θ̂を求める．

3. θ̂を用いて ymisを改良し，その値を埋め込む．

4. θ̂の値が収束するまで，前の 2つのステップを繰り返す．

例として，血液遺伝子 (A,B,O)に関する発生確率θ = (pA, pB, pO)，(pO =

1 − pA + pB)の推定の問題を考えてみる．実際に観測されるデータは，表
1.1のように血液型に関する頻度データのみで，このデータに基づく直接的
な最尤解は数式で明示的に表現することはできず，何等かの反復計算が必要
となる．

Table 1.1: 観測データ
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血液型 セル確率 観測データ
O p2

O nO

A p2
A + 2pApO nA

B p2
B + 2pBpO nB

AB 2pApB nAB

　合計 n

そこで，観測された頻度データは，目的とする血液遺伝子発生確率を推定
するためには不十分な不完全データとみなし，表 1.2のような血液遺伝子の
発生確率と直接対応する頻度データの存在を想定してみると，この完全デー
タの下では，目的パラメータの推定問題ははるかに容易になる．

Table 1.2: 観測不可能な完全データ

遺伝子型 セル確率 完全データ
O p2

O nO

AA p2
A nAA

AO 2pApO nAO

BB p2
B nBB

BO 2pBpO nBO

AB 2pApB nAB

　合計 n

もちろん，想定した完全データ (表 1.2)は実際には観測されないので，こ
れをどのように推定して置き換えるかの問題になる．EMアルゴリズムで
は，観測される不完全データが与えられた下での完全データの対数尤度の
条件付き期待値を介してこの置き換えを行う．具体的な計算例は後述する
が，EMアルゴリズムの他にも，このようなロジックを背景にした方法論と
して，(a) multiple imputation (Rubin 1987a)，(b) data augmentation (Tan-

ner and Wong 1987)，(c) Gibbs sampler (Geman and Geman 1984)，(d)

226



CONTENTS

Sampling/Importance Resampling Algorithm　 (Rubin 1987b) などがある．
Rubin(1991)では，これらを拡張型EMのフレームワークの下で解説してい
るが，その区別は一般に，ステップ 2における ymisへの値の埋め込み方法の
違いで説明される．

1.3 EMアルゴリズムの理論と一般形

　いま，完全データに対応する変数をY とし，Y は観測データ（不完全デー
タ）に対する変数Y obsと観測されていないデータ（欠測データ）に対応する
変数 Y misで構成されるとする．ここでは，2つの標本空間：ΩY (完全デー
タの空間)とΩY obs

(不完全データの空間)があり，これらは，ΩY からΩY obs

への多対 1写像で関連づけられているとする．
このとき，Y の密度関数を f(y | θ)とすると，観測変数Y obsの密度関数

g(yobs | θ)は
g(yobs | θ) =

∫
ymis

f(y | θ)dymis (1.1)

となる．
不完全データの発生の過程に関しては，欠測がランダムである (missing

at randam)，即ち，欠測メカニズムを無視した下で，観測データyobsの尤度
に基づいてパラメータ θの推定を行うことが妥当であることを仮定しておく
（Rubin(1976)）．EMアルゴリズムの目的は，パラメータ θを最尤推定する
ことである．
　パラメータ θの定義域に対して完全データに基づく対数尤度が定義で

き，その関数を LLc(θ) = log f(y | θ)，不完全データに基づく対数尤度関
数を LL(θ) = log g(yobs | θ)とすれば，適当な条件の下で，LL(θ)の最大化
はLLc(θ)の条件付き期待値の最大化を通して達成できる（Dempster, Laird

and Rubin（1977))．つまり，一般に最適化が複雑になる不完全データ yobs

の対数尤度LL(θ)の直接的な導出を回避して，観測データyobsと k回目の θ

の暫定値 θ(k)が与えられた下で，完全データ yの対数尤度 LLc(θ)の条件付
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き期待値を最大化する値としてパラメータ θの更新値を得る以下のプロセス

θ(k+1) = max
θ∈Θ

E[LLc(θ) | y,θ(k)] (1.2)

を繰り返すこによって，目的であるLL(θ)の最大化を達成する θの最尤推定
値を導くことができる．

(1.2)式は，具体的に，E-step(Expectation Step)とM-step(Maximization

Step)の 2つのステップに分解され，この２つのステップを反復することか
ら EMアルゴリズムと呼ばれている．

E-step：観測データyobsと k回目のθの暫定値が与えられた下で，完全デー
タの対数尤度の条件付期待値 (Q関数)を計算するステップ

Q(θ; θ(k)) = E[LLc(θ)|yobs,θ
(k)] (1.3)

M-step：E-stepで求めたQ(θ; θ(k)) を最大化する θ(k+1)を求めるステップ

θ(k+1) = max
θ∈Θ

Q(θ; θ(k)), (1.4)

具体的なモデルの下で，推定値の系列 {θ(k)}の変化率および不完全データ
の対数尤度の系列LL(θ(k))の変化量が十分に微少になるまで，上記のE-step

とM-stepを交互に繰り返すことで，一般にLL(θ(k))の最尤推定値 θ̂ を導く
ことができる．Dempster, Laird and Rubin（1977)とWu(1983)には，EM

アルゴリズムが LL(θ)の定常点に収束するための条件が与えられている．
もし，f(y | θ)が，多項分布，ポアソン分布，正規分布などの指数分布族

の範疇に入るモデルであれば，E-stepとM-stepは θの十分統計量 t = t(x)

を媒介にしたステップに置き換えることができ，更に分かり易くなる．

E-step: 観測データyobsと k回目の θの暫定値 θ(k)が与えられた下で，十分
統計量 tの条件付期待値を計算するステップ

t(k+1) = E[t(x) | yobs,θ
(k)] (1.5)
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M-step: 次式をみたす θ(k+1)を求めるステップ，すなわち，E-stepで得られ
た t(k+1)を完全データから観測された値と見做して，通常の指数分布族
における良く知られた最尤解を与える式で θ(k+1)を推定するステップ

E[t(x) | θ] = t(k+1) (1.6)

E-stepを単に個々の欠測データではなく十分統計量を条件付き期待値で
代挿する，と解釈すれば，EMは前節のRubin(1991)のフレームワークに入
る．とくに，十分統計量が個々のデータ値の線形結合で表現できる場合は，
欠測データの値自身を条件付き期待値で代挿する，と考えても差し支えない．

1.4 EMアルゴリズムと適用例

1.4.1 血液型遺伝子に関する発生確率の推定

前節で示した血液遺伝子 (A,B,O)に関する発生確率 θ = (pA, pB, pO)の推定
問題の場合，表 2.1の観測データ (不完全データ）yobsに基づく対数尤度は次
式で与えられる．

LL(θ) = 2nO log pO+nA log(p2
A+2pApO)+nB log(p2

B+2pBpO)+nAB log(2pApB)

(1.7)

(1.7)式を θ = (pA, pB, pO)に関して最大化するための尤度方程式は，明
示的な式で解くことはできないが，表 2.2の遺伝子型に対応する頻度データ
に基づく以下の完全データ yの対数尤度式は，容易に解くことができる．

LLc(θ) = 2n+
A log pA + 2n+

B log pB + 2n+
O log pO (1.8)

ここに，n+
A, n+

B, n+
Oは，以下で与えられる頻度である．

n+
A = nAA +

1

2
nAO +

1

2
nAB (1.9)

n+
B = nBB +

1

2
nBO +

1

2
nAB (1.10)

n+
O = nO +

1

2
nAO +

1

2
nBO. (1.11)
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EMアルゴリズムをこの推定問題で具体的に構築する．E-stepは，(1.3)

式のQ(θ; θ(k)) = E[LLc(θ)|yobs,θ
(k)] を具体的に評価していると考えること

もできるし，(2.7)式が多項分布であることから，十分統計量 {n+
A, n+

B, n+
O}を

評価していると考えても良い．

E-step: 観測データとパラメータの k回目の推定値が与えられた下で，完全
データの条件付き期待値を計算する．

n
(k)
AA ≡ E[nAA | nA; p

(k)
A , p

(k)
O ] =

nAp
(k)2

A

p
(k)2

A + 2p
(k)
A p

(k)
O

(1.12)

nAO, nBB, nBO, nABの条件付き期待値も同様の式で計算する．

M-step: 　 E-stepで求めた値 (完全データの推定値）を使って，LLc(θ)を
最大化する θ(k+1)を求め，パラメータの推定値を更新する．

p
(k+1)
A =

n
+(k)
A

n
=

n
(k)
AA + 1

2
n

(k)
AO + 1

2
n

(k)
AB

n
(1.13)

p
(k+1)
B =

n
+(k)
B

n
, p

(k+1)
O =

n
+(k)
O

n
. (1.14)

適当な初期値から始めて上記の E-step と M-step を反復することにより，
とくに制約を設けることなく，確率の定義域内で目的である血液遺伝子の発
生確率を求めることができる．例えば，nA = 20, nB = 10, nAB = 5, nO = 10

が観測されたとして，初期値 pA = 0.3, pB = 0.3, pO = 0.4の下に EMアルゴ
リズムをスタートすると，表 (1.3)のように値が収束していく．

1.4.2 多変量データにおける欠測：多変量正規モデル

この節では，p次の多変量正規確率変数ベクトルX = (X1, . . . , Xp)
′の平均

ベクトルがμ = (μ1, . . . , μp)
′，分散共分散行列がΣ = (σjk) のとき，欠測値

を含む大きさ nの標本からμと Σの最尤推定値を求める問題を考える．
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Table 1.3: 収束の様子

反復回数 pA pB pO = 1 − pA − pB

初期値 0.3000 0.3000 0.4000

1 0.3384 0.1970 0.4646

2 0.3371 0.1861 0.4768

3 0.3358 0.1848 0.4794

4 0.3354 0.1846 0.4800

5 0.3353 0.1846 0.4801

6 0.3353 0.1846 0.4801

第 i番目のケースの観測値 xiは，欠測に応じて以下のように分解されて
いるとする．

xi =

⎡
⎣ x0

i

x1
i

⎤
⎦ ≡

⎡
⎣ xi,mis

xi,obs

⎤
⎦

この欠測パターンに応じたパラメータμとΣの分解を

μ =

⎡
⎣ μ0

μ1

⎤
⎦ , Σ =

⎡
⎣ Σ00 Σ01

Σ10 Σ11

⎤
⎦

とする．このとき，{xi,obs}, i = 1, 2, . . . , nに基づくパラメータ μとΣの最
尤推定値を導く EMアルゴリズムは，以下のように具体化される．

E-step ：　十分統計量 (xi,xix
T
i )の条件付期待値を計算するステップ

E[xi,mis | xi,obs; μ
(k),Σ(k)] = μ

(k)
0 + Σ

(k)
01 Σ

(k)−1

11 (xi,obs − μ
(k)
1 ) ≡ x

(k)
i,mis

E[xi,misx
T
i,obs | xi,obs; μ

(k),Σ(k)] = x
(k)
i,misx

T
i,obs

E[xi,misx
T
i,mis | xi,obs; μ

(k),Σ(k)) = x
(k)
i,misx

(k)T
i,mis + Σ

(k)
00 − Σ

(k)
01 Σ

(k)−1
11 Σ

(k)
10

≡ [xi,misx
T
i,mis]

(k) (1.15)

231



CONTENTS

上記の結果を利用した十分統計量 (xi,xix
T
i )の k回目の反復値

x
(k)
i ≡

⎡
⎣ x

(k)
i,mis

xi,obs

⎤
⎦ , [xix

T
i ](k) ≡

⎡
⎣ [xi,misx

T
i,mis]

(k) x
(k)
i,misx

T
i,obs

xi,obsx
(k)T
i,mis xi,obsx

T
i,obs

⎤
⎦

に対して，次のM-stepの計算が適用される．

M-step ：E-stepで求めた十分統計量の期待値を完全データからの観測結果
と見做して，μとΣの通常の最尤解を計算するステップ

μ(k+1) =
1

n

n∑
i=1

x
(k)
i (1.16)

Σ(k+1) =
1

N

n∑
i=1

[xix
T
i ](k) − μ(k+1)μ(k+1)T (1.17)

E-stepとM-stepの反復により，とくに制約を設けることなく，Σに関し
て正定値性が保証された下で，最尤解を求めることができる．
表 1.4を２変量正規分布からの標本と仮定し，EMアルゴリズムによっ

て平均と分散，共分散の最尤推定値を求めてみる．ここで，表中の ∗は欠測
を意味し，欠測はRubin(1976)の意味でランダムであるとする．初期値とし
て，データが完全に得られている３つのケース 1,2,6から計算した値を使っ
て E-stepとM-stepを反復させた収束の様子が，表 1.5である.

Table 1.4: 欠測値を含む２変量データ

No. 1 2 3 4 5 6 7

X1 5 8 ∗ ∗ 4 10 6

X2 10 20 15 40 ∗ 60 ∗
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Table 1.5: 収束の様子

反復回数 μ1 μ2 σ1 σ2 σ12

初期値 7.667 30.000 6.333 700.000 40.000

1 6.864 24.474 4.791 436.150 29.996

2 6.735 24.372 4.350 381.408 30.286
...

...
...

...
...

...

34 6.767 22.861 3.995 385.525 34.695

35 6.767 22.861 3.995 385.525 34.695

1.4.3 重回帰モデル：目的変数に欠測がある場合

重回帰モデル y = Xβ + e, e ∼ N(0, σ2I) で，目的変数 yに欠測データが
含まれる場合のパラメータの最尤推定値を求める問題を考える．この問題は，
Xが計画行列の場合には，意図された不完備実験計画および予期せぬ欠測な
どの理由でバランスの崩れた実験データの推測にも適用できる．
観測と欠測に応じて，変数 yを観測変数 yobs,欠測変数 ymisに分解する．

ここでは，欠測はランダムであると仮定した下で，yobsに基づく回帰パラメー
タβと誤差分散 σ2の推定をEMアルゴリズムで以下に具体化する．ここで，
xT

i は説明変数行列Xの第 i行ベクトルとする．

E-step ：観測されている説明変数xiの値と回帰パラメータβ，誤差分散 σ2

の k回目の推定値が与えられた下で，目的変数が欠測したケースに対
して，十分統計量 (yi, y

2
i )の期待値を計算する.

y
(k)
i,miss ≡ E[yi | xi,β

(k), σ2(k)] = xT
i β(k) (1.18)

y2(k)

i,miss ≡ E[y2
i | xi; β

(k), σ2(k)

] = (xT
i β(k))2 + σ2(k)

(1.19)

すべてのケースに対して十分統計量 (yi, y
2
i )の k回目の反復値を以下で定義
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する.

y
(k)
i ≡

⎧⎨
⎩ yi,obs, if yiが観測,

y
(k)
i,miss, if yiが欠測,

(1.20)

y2(k)

i ≡
⎧⎨
⎩ y2

i,obs, if yiが観測,

y2(k)

i,miss, if yiが欠測.
(1.21)

M-step ：　E-stepで求めた値を使って，通常の方法で目的パラメータの推
定を行う．

β(k+1) = (XT X)−1Xy(k) (1.22)

σ2(k+1)

=

∑n
i=1[y

2(k)

i − (β(k)xi)
2]

n
(1.23)

この場合も，σ2は，正の値の範囲で推定される．

1.4.4 中途打ち切りデータに基づく例

(n + m)個の個体があり，n個の個体はその生存時間 y1, · · · , ynが観測され，
残りm個の個体については t時間の観察の後，生存か死亡のいずれかの結
果 s1, · · · , smだけが観測されている状況を考える．ここで，si = 1は生存，
si = 0は死亡を意味する．また，�は，生存時間が観測されなかったm個
の個体のうち，実験打ち切り時間 tにおいて生存していた個体数，すなわち
� =

∑m
i=1 siとする．

Flury and Zoppe (2000)は，この設定で EMアルゴリズムが適用できる
場合と適用できない場合の２つの例を与えている．

指数分布を仮定する場合：EMが適用できる例

対象としている個体の生存時間が平均 θを持つ指数分布に従っていると仮定
すると，いま観測されている不完全データの対数尤度は，

LL(θ) = −n(log θ + ȳ/θ) − �t/θ + (m − �) log(1 − e−t/θ) (1.24)
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となる．ここで，ȳは y1, · · · , ynの平均を表す．� = mのとき，(1.24)式を最大
化する θの解は，代数的に求めることができ，最尤推定量は，θ̂ = (nȳ+mt)/n

となる．また，� �= mのときでも，(1.24)式の最大化を通常の最適化アルゴ
リズムで達成することは難しくはない．しかし，ここでは，この問題をEM

アルゴリズムで考えてみる．
いま生存時間が正確に観測されなかった m個の個体に対して，本来観

測されたであろう生存時間 (欠測データ）を x1, · · · , xmとし，完全データを
y1, · · · , yn, x1, · · · , xm と想定すると，完全データの対数尤度は

LLc(θ) = −n(log θ + ȳ/θ) −
m∑

i=1

(log θ + xi/θ). (1.25)

となる．(1.25)式は xiの線形関数なので，EMアルゴリズムは，欠測データ
xi自身の条件付期待値を介して構築される．

E-step: 不完全データとパラメータの k回目の推定値 θ(k)が与えられた下，
欠測データ xiの条件付期待値を計算する．

x
(k)
i ≡ E[xi|si, θ

(k)] =

⎧⎨
⎩ t + θ(k), if si = 1,

θ(k) − (te−t/θ(k)
)/(1 − e−t/θ(k)

), if si = 0.
(1.26)

(1.25)式の xiに (1.26)の x
(k)
i を代入して，

Q(θ; θ(k)) = E[LLc(θ) | yi, si, θ
(k)] (1.27)

= −(n + m) log θ − 1

θ
{nȳ + �(t + θ(k)) + (m − �)(θ(k) − tp(k))}

を得る．p(k) = e−t/θ(k)
/(1 − e−t/θ(k)

).

M-step: (1.27)式を最大化する θを求める．

θ(k+1) =
nȳ + �(t + θ(k)) + (m − �)(θ(k) − tp(k))

n + m
(1.28)

適当な正の値を初期値とし，E-stepとM-stepを繰り返すことで, θの最
尤推定値を得ることができる．とくに，� = mのとき，(1.28)式の θに関す
る自己一致解は，(1.24)式から導いた最尤解 θ̂ = (nȳ + mt)/nと一致する.
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(0, θ]上の一様分布を仮定する場合：EMが適用できない例

前節と同様な生存時間の観測状況に対して，生存時間が (0,θ]上の一様分布
に従う場合のパラメータ θの最尤推定を考える.

仮に完全データxi が得られたとした場合の最尤推定値はmax{xmax, ymax}
である．xmax, ymaxは，それぞれ {xi}1≤i≤m, {yi}{1≤i≤nの最大値.

ここで，このまま先述の指数分布の場合のように，E[xi|si, θ
(k)]を介した

EMアルゴリズムを構築すると，� ≥ 1の場合は，θ ≥ tで，E-stepは，

E[xi|si, θ
(k)] =

⎧⎨
⎩ (t + θ(k))/2, if si = 1,

t/2, if si = 0.
(1.29)

M-stepは，
θ(k+1) = max{ymax, (t + θ(k))/2} (1.30)

となり，この E-stepとM-stepの反復結果は，max{ymax, t}に到達する．し
かしこれは，このモデルの下での最尤推定値とはならない.

この場合の観測データ（不完全データ）に基づく尤度は，

L(θ) = θ−NI[ymax,∞)(θ)(t/ max(t, θ))m−�(1 − t/ max(t, θ))� (1.31)

で，とくに � = 0の場合，

L(θ) = θ−nI[ymax,∞)(θ)(t/ max(t, θ))m (1.32)

となり，θ ≥ ymaxの範囲で減少関数なので, 最尤推定値は ymaxとなる.

� ≥ 1の場合は，θ ≥ tで，θ ≥ tのとき，関数 h(θ) = θ−(n+m)(θ − t)�は，
θ̇ = n+m

n+m−�
tで最大値をとり，θ > θ̇の範囲で単調減少関数なので，(1.31)式

の尤度は，θ̇ > ymaxのとき θ̇で，また，θ̇ < ymaxのとき ymaxで最大となる.

したがって，一様分布の下での θの最尤推定値 θ̂は，

θ̂ =

⎧⎨
⎩ θ̇, if θ̇ > ymax and � ≥ 1,

ymax, その他,
(1.33)

となる.
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ここで，前述の (1.29)式と (1.30)式による EMアルゴリズムが正しく最
尤推定値を導かなかった理由は，すべての θ > 0について対数尤度関数が存
在するわけではないからである.例えば，生存時間が観測されなかった 1つ
の個体の生存時間 xiが tを超えている場合，この xiの確率密度は

fx(xi; θ) =

⎧⎨
⎩ 1/θ. if 0 ≤ xi ≤ θ,

0, その他,
(1.34)

となる.ここで，xi > tの範囲での条件付分布が [t, θ(k)]の一様分布となるた
め，θ < θ(k)となる θにおいては，密度関数の値は 0となる.　したがって，
θ(k)が与えられたときの xiの条件付期待値は存在しないことになる.

この例ように,ある範囲において尤度の値が 0となる場合, 対数尤度の期
待値を求めることができず,EMアルゴリズムが適用できない.EMアルゴリズ
ムにおけるE-stepは，不完全データの補完ではなく，あくまで対数尤度の期
待値を求めるステップであることに注意しなければならない.

1.4.5 混合分布モデル

潜在クラスモデルをはじめとする有限混合分布モデルでは，最尤推定にEM

アルゴリズムが利用されることが多い．いま，一般に p個のコンポーネント
に対して，各コンポーネントの分布が fj(x; θj)，構成率が πj の混合分布モ
デル

p∑
j=1

πjfj(x; θj), ここに，
p∑

j=1

πj = 1 (1.35)

を想定する．
実際にn個の対象に対して観測されるデータはx1, · · · , xnであるが，更に

各対象のコンポーネントへの所属を示す 0-1型のデータ zi = (zi1, · · · , zip)の
存在を仮定し，(x1, z1), · · · , (xn,zn)を観測されるべき完全データと見做す．
ここで，zij は，第 i個体が第 j コンポーネントに所属する場合に 1をとり，
それ以外には 0をとる．ただし，すべての ziは欠測して観測されない，いわ
ゆる潜在データと考える．
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すなわち，(1.35)式のモデルは，潜在データ zijを導入することで，

xi|(zij = 1) ∼ fj(xi; θj), ただし，Pr(zij = 1) = πj (1.36)

と書き直すことができる．
ここで，完全データ (xi,zi), i = 1, · · · , nに基づく対数尤度は，

LLc =
n∑

i=1

p∑
j=1

zij log πj +
n∑

i=1

p∑
j=1

zij log fj(xi; θj) (1.37)

となる．E-stepでは対数尤度 (1.37)の条件付期待値を求めることになるが，
zij の線形関数であるため，zij の条件付期待値だけを求めればよいことが分
かる．ベイズの定理による事後確率の評価から，具体的に，E-stepの一般形
は以下となる．

E-step

w
(k)
ij ≡ E[zij | xi; π

(k)
1 , · · · , π(k)

p ,θ(k)]

= Pr(zij = 1 | xi; π
(k)
1 , · · · , π(k)

p ,θ(k))

= πjfj(xi; θj)/{
p∑

�=1

π�f�(xi; θ�)} (1.38)

M-stepでは，(1.37)式の zijをE-stepで求めた条件付期待値w
(k)
ij に置き換え

最大化を達成するパラメータの値を求めるが，混合割合 πj を示すパラメー
タと第 jコンポーネントの分布を規定するパラメータ θjは，それぞれ (1.37)

式右辺の第 1項と第 2項に分かれているので，それぞれ別々に最大化を行え
ばよいことになる．

M-step

π
(k+1)
j =

n∑
i=1

w
(k)
ij /n (1.39)

パラメータ θjに関する最大化は，コンポーネントごとに，分布 fj(X; θj)の
パラメータ θjのw

(k)
ij を重みとした重み付き推定に帰着する．
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混合正規分布のパラメータの推定

x ∼
p∑

j=1

πjN(μj, σ
2
j ) (1.40)

に対して，μj, σ
2
j の最尤推定値を求めるための EMアルゴリズムの具体的計

算は以下のようになる：

E-step

w
(k)
ij =

π
(k)
j φ(xi; μ

(k)
j , σ

(k)2
j )∑p

�=1 π
(k)
� φ(xi; μ

(k)
� , σ

2(k)
� )

, φ(x; μ, σ2) =
1√

2πσ2
exp(−(x − μ)2

2σ2
)

(1.41)

M-step

μ
(k+1)
j =

n∑
i=1

w
(k)
ij xi/(

n∑
i=1

w
(k)
ji ), (1.42)

σ
2(k+1)
j =

n∑
i=1

w
(k)
ij (xi − μ

(k)
j )2/(

n∑
i=1

w
(k)
ji ). (1.43)

E-stepとM-stepの反復により，目的とするパラメータの収束値を得る．
混合正規分布の場合，平均 μを観測されたデータの中のある１つの値に

固定し，分散 σ2 を 0に近づけると，尤度が発散するという問題の存在が知ら
れているが，これは，分散を一定以上の値にしておけば，回避ができる．上
記のEMアルゴリズムの場合，分散が 0より大きいという制約が自然と導入
されており，尤度が発散するという状況は避けられている．
表 1.6は，2005年のシーズン中に松坂 (当時西武ライオンズ)が投げたス

ライダーに分類された球の球速の度数分布である． 図 1.4.5は，２つの正規
分布の混合モデルをあてはめた結果を表している．最尤推定の結果，全体の
球速の分布は，93%が平均が時速 128.75km，分散 3.31，残りの 7%は平均が
時速 136.86km，分散 1.74の２つの正規分布の混合に従うと考えられる．
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Figure 1.1: 混合正規分布のあてはめ
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Table 1.6: 松坂投手の球速分布（2005年，球種:スライダー）

球速 (km/h) 球数 球速 (km/h) 球数 球速 (km/h) 球数
119 2 126 55 133 34

120 1 127 95 134 25

121 6 128 101 135 30

122 8 129 89 136 12

123 15 130 71 137 22

124 42 131 71 138 14

125 64 132 51 139 6

合計 814

1.5 EMを利用した漸近分散共分散行列の評価

EMアルゴリズムではNewton-Raphson法と異なりアルゴリズム自身の副産
物として推定値の漸近分散共分散行列の推定値を与えない．したがって，直
接的には，不完全データの対数尤度 LL(θ | y)から導かれる観測情報行列の
逆行列を数値的に評価する方法で，漸近分散共分散行列を推定しなければな
らないが，これはモデルによっては導出が困難になる．
しかし，不完全データの対数尤度LL(θ | y)を直接意識しないというEM

アルゴリズムのメリットを保持したもとで漸近分散共分散行列を近似する手
法もいくつか提唱されている．

1.5.1 Louisの方法

Louis(1982)は，以下のような不完全データの観測情報行列I(θ̂; y)を完全デー
タのフレームで評価する式：

I(θ̂; y) = E[Bc(x; θ) | y; θ]
θ=θ̂

− E[Sc(x | θ)ST
c (x | θ) | y; θ]

θ=θ̂
(1.44)
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を示した．ここに，Sc(x; θ)は完全データxの対数尤度の 1次導関数ベクト
ル，Bc(x; θ)は 2次導関数行列の負値である．

(1.44)式は，いわゆるOrchard and Woodbury (1972)によるmissing in-

formation principleに対応するもので，
Observed information = Complete information - Missing information

を表している．EMアルゴリズムにより θ̂を得た後，(1.44)を評価すれば観

測情報量を得ることができ，漸近分散共分散行列はその逆行列の計算により
導くことができる．
数値例として，Dempster, Laird and Rubin(1977)が取り上げている遺伝

連鎖モデル (Genetic Linkage Model)を取り上げる．パラメータ θを含むセ
ル確率

(
1

2
+

θ

4
,
1

4
(1 − θ),

1

4
(1 − θ),

θ

4
)

をもつ４つのカテゴリに対して，度数がy = (y1, y2, y3, y4)のように観測され
る多項モデルがある．これを不完全データと見做し，実際は，セル確率

(
1

2
,
θ

4
,
1

4
(1 − θ),

1

4
(1 − θ),

θ

4
)

を有する５つのカテゴリがあるとして，これに対応する度数x = (x1, x2, x3, x4, x5))

を完全データとして想定する．ここで，x1 +x2 = y1, x3 = y2, x4 = y3, x5 = y4

と考えると，θの推定は容易に EMアルゴリズムのフレームで構築できる.

E-step：　完全データの対数尤度の条件付期待値E[LLc(θ)|y, θ(k)]の導出

Q(θ; θ(k)) = E[LLc(θ)|y, θ(k)] = E[(x2 + x5) log(θ) + (x3 + x4) log(1 − θ) | y, θ(k)]

= {E(x2 | y1, θ
(k)) + y4} log(θ) + (y2 + y3) log(1 − θ) (1.45)

M-step：　 E-stepで求めたQ(θ; θ(k))を最大化する θ(k+1)を求める

θ(k+1) =
E[x2 | y1, θ

(k)] + y4

E[x2 | y1, θ(k)] + y2 + y3 + y4

(1.46)

Rao(1965)による観測データ y = (y1, y2, y3, y4) = (125, 18, 20, 34)に対し
て，上記のE-stepとM-stepの反復により収束値 0.6268が最尤推定値 θ̂とし
て求められる（初期値 0.5)．

242



CONTENTS

このとき，(1.44)式の右辺の第１項と第２項はそれぞれ

E[Bc(x; θ) | y; θ]
θ=θ̂

=
E[x2 | y1, θ̂] + y4

θ̂2
+

y2 + y3

(1 − θ̂)2
(1.47)

=
(29.83 + 34)

0.62682
+

38

(1 − 0.6268)2
= 435.3,

E[Sc(x | θ)ST
c (x | θ) | y; θ]

θ=θ̂
= V ar[Sc(x | θ) | y, θ]θ=θ̂

= V ar[(
E[x2 | y1, θ] + y4

θ
− y2 + y3

1 − θ
) | y, θ]θ=θ̂

=
V ar[E[x2 | y1, θ̂]]

θ̂2
(1.48)

=
y1

θ̂
8

( 1
2
+ θ̂

4
)2

θ̂2
= 57.8

となり，I(θ̂; y) = 435.3 − 57.8 = 377.5 を得る．したがって，θ̂の標準誤差
は，

√
1

377.5
≈ 0.05となる．

1.5.2 Oakesの方法

Oakes(1999)は，不完全データに基づく観測情報行列 I(θ; y)をQ(θ; θ(k)) の
2次導関数で表現する以下の式を与えた．

I(θ(k); y) = −
[(

∂2Q(θ; θ(k))

∂θ∂θT +
∂2Q(θ; θ(k))

∂θ∂θ(k)T

)
θ=θ(k)

]
(1.49)

ここで右辺の第 2項は，k回目の θの推定値 θ(k)で評価したmissing informa-

tionに対応している．
先の遺伝連鎖モデルの例では，

∂2Q(θ; θ(k))

∂θ∂θ(k)T
=

2y1

θ (2 + θ(k))
2 (1.50)

かつ，(1.47)式より，

∂2Q(θ; θ(k))

∂θ∂θT =
y1

θ
2+θ

+ y4

θ2
+

y2 + y3

(1 − θ)2
(1.51)
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となり, これらを θ(k), θ とも θ̂ = 0.6268 で評価すると，前節でも求めた
I(θ̂; y) = 435.3 − 57.8 = 377.5 を得る．

1.5.3 SEM(Supplemented EM)

Meng and Rubin(1991)は，不完全データの漸近分散共分散行列 I−1(θ̂; y) が
完全データの分散共分散行列に欠測データが存在することによる増分を加え
ることで評価できるとして次式を導いた．

I−1(θ̂; y) = I−1
c (θ̂; y) + ΔV , (1.52)

ここに，Ic(θ̂; y)は完全データの情報行列の条件付き期待値E[Bc(x; θ) | y; θ]

を表し，
ΔV = [I − J(θ̂)}−1J(θ̂)(θ; y)I−1

c (θ̂; y), (1.53)

ここで，J(θ̂) = Ic(θ̂; y)I−1
m (θ̂; y) である．

(1.52)式は，Ic(θ̂; y)とヤコビアン J(θ̂) を計算することで求められる値
である．Ic(θ̂; y)は先述のように，完全データにに基づく尤度式から比較的
容易に求めることができる．また，ヤコビアン行列 J(θ̂)はパラメータの成
分毎の収束率を各要素としているので，EMアルゴリズム自身の出力コード
を収束後，再評価することでこれも容易に計算できる量である．

1.6 EMの特性

ここで，EMアルゴリズムの特徴や収束に関しこれまでに得られている結果
をまとめておく．　

1. 反復の各過程においてLL(θ | y)の値は増加（正確には，非減少）する．
これは実際にプログラミングを行う場合，デバッキングに有効である．
また，初期値に関して頑健である．
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2. Newton-Raphson法が 2次収束，準Newton法が超 1次収束するのに対
して，EMアルゴリズムは 1次収束であり，収束率 γは，完全データの
情報行列に対する不完全データの情報行列の比 Ĩ

−1

c (θ; y)Ĩm(θ; y)の最
大固有値（完全データの情報量に占める不完全データの情報量の割合）
となる．このとき，収束のスピード (global speed of convergence)は，
1 − γに比例する．

3. EMアルゴリズムでは，とくに完全データが指数分布族の範疇であれ
ば，各ステップにおける出力が統計的に意味のあるものになっている．
すなわち，自然にパラメータの定義域や制約条件が充たされ，かつ容
易に制約条件を組み込んで解を得ることができる．いわゆる不適解が
出ない．例えば，欠測値のある多次元データ行列から分散共分散行列
を推定する場合も初期値を正定値行列から出発すれば各ステップで得
られる Σ̂ も正定値であることが保証される．また，生起確率の推定で
は自然に確率の定義域に納まる解が得られる．

4. LL(θ | y)が有界であれば，反復の過程での対数尤度の値{LL(θ(k) | y)}
は LL(θ | y)の定常点 (stationary value)に収束する．

5. かなり一般的な条件の下で，θ(k)が収束すればその収束値は LL(θ | y)

の局所的最大値 (local maximum)か鞍点 (saddle point)であることが証
明できる (Boyle 1983, Wu 1983)．したがって，尤度関数が単峰で，Q

関数の 1次導関数が θ(k)と θに関して連続であれば，EMは唯一の極
大値 (最大値)に収束する．しかし，一般に不完全データの尤度関数が
単峰であるとは限らない．したがって，多くの初期値を試みる必要が
ある．

6. EMの収束が極端に遅くなる場合は，その方向に尤度関数がフラットに
なっていることを示唆している．

7. EMアルゴリズムでは，一般に計算量が大きい不完全データの対数尤度
の 1次および 2次の導関数の評価が不要である．このことが多くの場
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合，他の最大化アルゴリズムと比較して各反復におけるCPUタイムの
節約につながる．即ち，EMアルゴリズムの欠点である収束の遅さは，
収束に要する反復回数を基準として見ているので，全体的な CPU-time

を基準に採れば，各反復における高次元の逆行列演算の回避を考慮す
るとき，Newton-Raphson法等との実際的な収束の速さに関する優劣
は一概には定まらない．準 Newton法も，不完全データの情報行列の
計算を含まないので，EMアルゴリズム同様 1回の反復における計算時
間は，Newton-Raphson法より短く，かつ，収束に要する反復回数は，
超 1次収束する準Newton法の方が 1次収束するEMアルゴリズムより
はるかに少なくて済む．従って問題によっては，反復の初期の段階は
EMアルゴリズム，その後，準Newton法に切り替える等の使い方も有
効である．

1.7 GEMアルゴリズムとその他の拡張型EM

1.7.1 GEM(Generalized EM)

EMアルゴリズムの利点は，適用モデルの汎用性にあるが，対象とするモデ
ルの構造が複雑になれば，E-stepでモデルから発生させた乱数による評価が
必要になったり，M-stepの中に更にNewton法などの反復アルゴリズムを含
まざるを得なくなる場合も出てくる．その際，EMを拡張したGEMアルゴ
リズムやその他の EMの拡張型が有効になることがある．

GEMアルゴリズムとは，M-stepを，次式をみたす θ(k+1)を見つける作
業に置き換えたアルゴリズムである：

Q(θ(k+1) | θ(k)) ≥ Q(θ(k) | θ(k)) (1.54)

これは，M-stepにおいて，必ずしもQ関数の最大化を達成する必要がなく，
より大きな値に更新するθ(k+1)を見つければ良いことを示している．したがっ
て，M-stepで代数的な解が得られずNewton-Raphson法など利用して数値的
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に最大化を図らなければならないような場合でも，1回の反復だけで止める
ことも可能となる．Lange(1995)では，a gradient algorithmとしてこの方法
を提唱している．

1.7.2 ECMアルゴリズム

ECMアルゴリズムは，E-stepとCM(Conditional Maximization)-stepからな
り，名前の通り,従来のM-stepを条件付の最大化ステップ (CM-step)に置き
換えたものである (Meng and Rubin 1993). ここで，条件付の最大化ステップ
では，最大化する際に動かすパラメータの次元は，従来のM-stepに比べ小さ
くなる．このため，モデルに含まれるパラメータの次元が大きな場合，すべ
てのパラメータに対して最大化を同時に行うM-stepに場合に比べ，CM-step

の方が，単純で速く，かつ安定している場合が多い．
具体的なECMアルゴリズムでは，従来のM-stepを，計算が簡素化され

た複数の (S個の) CM-stepで置き換える．(k + 1)回目の反復における s番
目の CM-stepでは，cs(θ) = cs(θ

(k+(s−1)/S))の制約の下でQ(θ; θ(k))を最大
化する θ(k+(s−1)/S) を求める. ここで，cs(θ), s = 1, · · · , Sはあらかじめ設定
しておいた既知の関数である．

CM-stepを進めるに従い，

Q(θ(k); θ(k)) ≤ Q(θ(k+1/S); θ(k))

≤ Q(θ(k+2/S); θ(k))

· · ·
≤ Q(θ(k+(S−1)/S); θ(k))

≤ Q(θ(k+1); θ(k))

となるようなパラメータの更新が行われ，結果として一回のCM-stepで必ず
完全データの尤度の期待値が上昇 (厳密には非減少)する．すなわち，ECM

アルゴリズムはGEMアルゴリズムになっている．
また，ECMアルゴリズムにおいて，各CM-stepまたは一部のCM-stepの
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合間にE-stepを挿入する場合がある．このアルゴリズムをMulticycle ECM

アルゴリズムと呼んでいる．Multicycle ECMアルゴリズムでは，E-stepを
挿入するため，一回の反復に要する計算量は増大するが，一回の反復でより
大きな尤度の改善が期待できる．Multicycle ECMアルゴリズムは，GEMア
ルゴリズムではないが，各反復における観測データ (不完全データ）の尤度
の単調非減少性は成立する (Meng and Rubin(1993))．

1.7.3 ECMEアルゴリズム－Contaminated Normal－

ECMEアルゴリズムはECMアルゴリズムの拡張として，Liu and Rubin(1994,

1995)により提唱された．ECMEは Expectation-Conditional Maximization

Eitherのことで，最後の”Either”は，CM-stepにおいて，場合によっては，不
完全データに基づく尤度の最大化を行うことを意味している．
確率変数 yが p次の混淆正規分布 (contaminated normal）

(1 − δ) × N(μ,Σ) + δ × N(μ,Σ/λ) (1.55)

に従うとする．このとき，yとは独立な正の，１か λ(> 0)の値をとる２値型
の確率変数 qを想定し，qの確率関数M(q)を

M(q) =

⎧⎪⎪⎪⎨
⎪⎪⎪⎩

1 − δ if q = 1,

δ if q = λ (0 < δ < 1, λ > 0),

0 その他,

(1.56)

とすると，qが与えられた下での yの条件付分布は，

y | q ∼ N(μ,Σ/q) (1.57)

となる.

ここで，各個体に対して，(yi, qi)，i = 1, · · · , nを観測されるべき完全デー
タと考え (実際は，qiはすべて欠測データとなる)，ECMEアルゴリズムの枠
組みで，(1.55)式の混淆正規分布に含まれるパラメータλ, δ, μ,Σの最尤推定
値を導く方法を与える（Yamaguchi(1990)）．
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E-step:

w
(k+1)
i = E(qi|yi; μ

(k),Σ(k), δ(k), λ(k))

=
1 − δ(k) + δ(k)λ(k)1+p/2 exp{(1 − λ(k))d

(
ik)2/2}

1 − δ(k) + δ(k)λ(k)p/2 exp{(1 − λ(k))d2/2}
v

(k+1)
i = Pr(qi = λ(k)|yi; μ

(k),Σ(k), δ(k)) (1.58)

=
δ(k)λ(k)p/2 exp{(1 − λ(k))d

(k)2
i /2}

1 − δ(k) + δ(k)λ(k)p/2 exp{(1 − λ(k))d
(k)2
i /2}

(1.59)

ただし，d
(k)
i 2 = (yi − μ(k))′Σ(k)−1(yi − μ(k))．

CM1-step:

μ(k+1) =
n∑

i=1

w
(k+1)
i yi/

n∑
i=1

w
(k+1)
i , (1.60)

Σ(k+1) =
n∑

i=1

w
(k+1)
i (yi − μ(k+1))(yi − μ(k+1))′/n, (1.61)

δ(k+1) =
n∑

i=1

v
(k+1)
i /n (1.62)

CM2-step: λに関して，Q関数ではなく，不完全データ yに基づく対数尤
度 LLに関する最大化を行い，値を更新する：

LL = − n

2
log |Σ(k+1)| − 1

2

n∑
i=1

d
(k+1)2
i

+
n∑

i=1

log[1 − δ(k+1) + δ(k+1)λp/2 exp{(1 − λ)}d(k+1)2
i /2]

(1.63)

具体的には，以下の解を求めることになる．

λ =
p
∑

Pr(qi = λ|yi; μ
(k+1),Σ(k+1), δ(k+1))∑

d
(k+1)2
i Pr(qi = λ|yi; μ

(k+1),Σ(k+1), δ(k+1))
(1.64)

ここで，Pr(qi = λ|yi; μ
(k+1),Σ(k+1), δ(k+1))，また d2

i の値は，E-stepの結果
を使用する．
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ECMEアルゴリズムと ECMアルゴリズムの双方が適用できる場合は，
ECMEアルゴリズムの方が，観測データ (不完全データ)に対する対数尤度
LLを直接的に最大化するので，必ずしもではないが，多くの場合，収束の
スピードが速くなる．これらのアルゴリズムのモデルに応じた比較研究につ
いては，Liu and Rubin (1994)が参考になる．

E-stepが閉じた式展開で単純に解けない場合の取り扱いに関しては，近似
分布で置き換える (Laird,1978)やラプラス展開を用いる (Steele,1996)などの
工夫がある．Tanner and Wong(1987) はEMのフレームワークの拡張的解釈
に基づいて，欠測データがある場合の θの事後密度の計算にモンテカルロ法
や data augmentation法を利用している．Wei and Tanner(1990)は，E-step

でシュミレーションを行うモンテカルロ EMを提唱している．

1.7.4 加速化を意識した完全データの探索
－optimal EMアルゴリズム-

EMアルゴリズムでは，パラメータの推定が容易になる程度までデータを拡
張したものを完全データとするが，Meng and van Dyke(1997)は，加速化も
意識した最適なデータ拡張 (Data Augmentation)という考え方を示した．具
体的には，EMアルゴリズムの収束スピードは完全データの情報量に依存す
るので，完全データを変化させるワーキングパラメータαを導入してその情
報量をαの関数で表現し，それを最小化をするαによって最適な完全データ
を規定する．
　加速化については，種々の研究がなされているが（Jamshidian and Jen-

nrich, 1997)，その多くはEMアルゴリズムが持つ単純性と安定性をある程度
犠牲にするものである．しかし，Optimal EMアルゴリズムでは，本来の単
純性と安定性は損なわれていない．
ここでは，自由度 νを既知とした多変量 t分布モデルを例に，Optimal EM

アルゴリズムを示す．多変量 t分布は前節の混淆正規分布同様，正規分布の
尺度混合分布の一つで，EMアルゴリズムを適用することで比較的簡単に最
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尤推定値を求めることができる．
いま p次の確率ベクトル yと yと独立な正の確率変数 qがあり，qが与

えられた下での yの条件付分布は，y | q ∼ N(μ,Σ/q)でかつ，q ∼ χ2
ν/ν

とすると，yの周辺分布は自由度 νの多変量 t分布となる．各個体に対して，
(yi, qi)，i = 1, · · · , nを完全データ，qiはすべて観測されない欠測データとす
ると，E-stepとM-stepは次のようになる；
E-step:

w
(k)
i =

ν + p

ν + d2(k)

i

, d2(k)

i = (yi − μ(k))TΣ(k)−1

(yi − μ(k)),

M-step:

μ(k+1) =
n∑

i=1

w
(k)
i yi/

n∑
i=1

w
(k)
i , (1.65)

Σ(k+1) =
n∑

i=1

w
(k)
i (yi − μ(k))(yi − μ(k))T /n. (1.66)

opitimal-EMアルゴリズムでは，モデル y|q ∼ N(μ,Σ/q)を y = μ +

z/q1/2，ただし z ∼ N(0,Σ)と表現し直し，更にα(working parameter)を導
入して

y = μ + |Σ|−α/2z/(|Σ|−αq)1/2

= μ + |Σ|−α/2z/q(α)1/2,

q(α) = |Σ|−αqと一般化する．α = 0のとき，q(0) = qでもとのモデルとな
るが，ここで，αの関数として IobsI

−1
aug(α)の最小固有値 γ = γ(α)を評価す

ると，α = 1/(ν + p) ≡ αoptのとき，γが最大となることがわかる．つまり，
q(αopt)でデータを完全化 (拡大）すると，収束のスピードが最適化されるこ
とになる．

q(αopt)を使って EMアルゴリズムを再構築すると，M-stepの (1.66))式
が次のようになる；

Σ(k+1) =
n∑

i=1

w
(k)
i (yi − μ(k))(yi − μ(k))T /

n∑
i=1

w
(k)
i . (1.67)

251



CONTENTS

これは，(1.66))式の分母の nを重みの和でおきかえただけの修正である．
Meng and van Dyke(1977)の論文は，EMアルゴリズムの提唱からちょうど

20年が経過したことを記念する総括的な論文でもある．他にも1990年代以降，
拡張的なEMを系統化する論文や成書が刊行されている．Rubin(1991)は，シ
ミュレーションをベースにした4つの代表的なアルゴリズム：Multiple Imputa-

tion, Data Augmentation Algorithm，Gibbs Sampler，Sampling/Importance

Resampling Algorithmを乱数機構をもつ拡張型EMのフレームワークの下に
解説している．McLachlan and Krishnan(1997)は，拡張型のEMまでひろく
かつ具体的に解説したEMアルゴリズムの成書である．雑誌Statistica Sinica

では 1995年に，続く 1997年には， Statistical Methods in Medical Research

で，EMアルゴリズムの特集が組まれている．Meng(1997)やAmari(1996)も
それぞれ，医学系や情報系の雑誌で組まれたEMアルゴリズム招待論文であ
る．Tanner(1996)，Schafer(1997)，Sorensen and Gianola(2002)，Watanabe

and Yamaguchi(2004)も，EMアルゴリズムおよびMCMCを含めその他の
アルゴリズムが解説され参考になる．
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「21世紀の統計科学」第 III巻
日本統計学会HP版, 2008年 5月

第 III部 統計計算の展開と統計科学

第10章
マルコフ連鎖モンテカルロ法入門

古澄英男1

マルコフ連鎖モンテカルロ法は、ベイズ統計学を中心に幅広い
分野で利用されている計算手法である。この方法は、様々な期
待値を計算する場合によく用いられ、マルコフ連鎖と呼ばれる
確率過程の収束に関する性質を利用することによって所与の確
率分布から確率変数を発生させていることに特徴がある。最近
では、マルコフ連鎖モンテカルロ法に関する理論的研究や拡張
が活発に行われている。本章では、モンテカルロ積分とマルコ
フ連鎖について概観した後、マルコフ連鎖モンテカルロ法につ
いて解説する。

1神戸大学大学院経営学研究科
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マルコフ連鎖モンテカルロ法入門

1 はじめに

近年の計算機のめざましい発達に伴い，統計科学における計算手法の役割

はますます重要となってきている．本稿の目的は，もともと統計物理の分野

において提案され，その後，ベイズ統計学，計量経済学，生物統計，ゲノム

解析，空間統計など統計科学の幅広い分野で応用されているマルコフ連鎖モ

ンテカルロ法（Markov chain Monte Carlo method：以下MCMC法）につ

いて説明を行うことである．MCMC法がよく用いられるのは，平均値や分

散など様々な期待値（あるいは積分）の計算が必要とされる場合である．そ

こでまず，期待値の基本的な計算手法の 1つであるモンテカルロ法について

振り返ることにする．

1.1 モンテカルロ積分

確率変数 xの確率分布を π(x)と表し1，xの関数 h(x)の期待値

(1) I = Eπ [h(x)] =
∫
X

h(x)π(x)dx

を考えることにする．ここで，x ∈ X ⊂ Rdであり，Eπ[·]は π(x)に関する

期待値を表す．もし，π(x)が正規分布やガンマ分布などのよく知られた確率

分布であれば，計算機上で直接 π(x)からサンプリングを行うことが可能で

ある2．いま，π(x)からの独立なサンプルを (x(1), . . . ,x(n))と表せば，(1)式

で与えられる期待値は，

(2) ÎM =
1
n

n∑
i=1

h(x(i))

1以下では，記号 π を確率密度関数及び確率分布の両方に用いる．
2本稿では，与えられた確率分布から乱数を生成させることをサンプリング（sampling）

と呼ぶことにする．また，得られた乱数をサンプルと呼ぶことにする．確率分布から乱数を発
生させる一般的な方法としては，逆関数法や棄却法などがある．これらについては，Devroye

(1986)，Ripley (1987)，Gentle (2003) などに詳しい．
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によって推定することができるであろう．このとき，大数の法則によって

n → ∞のとき ÎM は I に収束する．つまり，nが十分大きいときには，I を

ÎM によって近似できることになる．このようにして期待値を求める方法を

モンテカルロ積分（Monte Carlo integration）と呼ぶ．

統計科学が扱う多くの問題では，対象とする確率分布 π(x)が複雑である

ため，π(x)から直接サンプリングするのが困難である場合がある．そこで，

別の確率分布 q(x)を考え，そこからサンプリングすることを考える3．この

とき，(1)式を書き直すと，

I =
∫
X

h(x)
π(x)
q(x)

q(x)dx = Eq

[
h(x)

π(x)
q(x)

]
となる．よって，(x(1), . . . ,x(n))を q(x)からの独立なサンプルとすれば，I

の推定量として

(3) ÎIS =
1
n

n∑
i=1

h(x(i))w(x(i))

が得られる．ここで，w(x(i)) = π(x(i))/q(x(i))であり，x(i)に対する重みと

見なすことができる．(3)式のように，重みが付いたサンプルを用いて期待値

を求める方法のことを，重点サンプリング（importance sampling）という．

重点サンプリングにおいても，q(x)が一定の条件を満たしていれば，n → ∞

のときに ÎIS が I に収束することが分かっている．また，重点サンプリング

の精度は q(x)の選択に依存しており，q(x) ∝ |h(x)|π(x)であるときに精度

が最も良くなることが知られている（Rubinstein (1981)，Geweke (1989)，

Evans and Swartz (2000)を参照）4．

ベイズ分析などでは，π(x)の正規化定数が未知であることが多い．そこ

で，π(x) = p(x)/
∫
X p(x)dx ∝ p(x)と表し5，(1)式を

I =
∫
X

h(x)
p(x)∫

X p(x)dx
dx =

∫
X h(x)p(x)dx∫

X p(x)dx

3ここで，q(x)の台（support）は π(x)の台を含んでいる必要がある．
4記号 ∝は比例を表す．
5確率分布は積分すると必ず 1にならないといけないので，任意の非負の関数 p(x)が与え

られたとき，対応する確率分布は p(x)/
R

X p(x)dxと表すことができる．ここで，
R

X p(x)dx

は xに依存しない定数であり正規化定数と呼ぶ．
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と書き直す．さらに，q(x)からサンプリングすることにすれば，

(4) I =

∫
X

h(x)
p(x)
q(x)

q(x)dx∫
X

p(x)
q(x)

q(x)dx
=

Eq

[
h(x)

p(x)
q(x)

]
Eq

[
p(x)
q(x)

]
と表すことができる．(4)式の分母と分子に対して重点サンプリングを適用

すれば，

ĨIS =
1
n

∑n
i=1 h(x(i))w(x(i))

1
n

∑n
i=1 w(x(i))

=
n∑

i=1

h(x(i))w∗(x(i))

が得られる．ここで，w(x(i)) = p(x(i))/q(x(i))，w∗(x(i)) = w(x(i))/
∑n

j=1 w(x(j))

である．また，
∑n

i=1 w∗(x(i)) = 1であることから，w∗(x(i))は基準化された

重みとなっている．

ÎMや ÎISは Iの不偏推定量であるが，ĨISは不偏ではない．しかし，n → ∞

のときには ĨIS も I に収束することが分かっている（Geweke (1989)）．ま

た，問題によっては ÎISよりも ĨISの方が精度がよくなることがある（Robert

and Casella (2004)）．

1.2 モンテカルロ法からマルコフ連鎖モンテカルロ法へ

重点サンプリングは，統計科学における重要な計算手法の 1つである．し

かし，xが高次元であるときや π(x)が複雑な確率分布であるときには，サ

ンプリングが容易でしかも π(x)をうまく近似する q(x)を選ぶことは非常に

困難である．このような理由により，重点サンプリングの利用は xの次元が

低い場合などに限られ，複雑な統計モデルへの適用には限界があった．その

ため，重点サンプリングに代わる計算手法が望まれていた．

モンテカルロ積分や重点サンプリングが，独立なサンプルを利用していた

のに対し，1990年頃からサンプル間の相関を許したモンテカルロ法が統計科

学の分野において利用されるようになってきた．この方法が，本稿の主題の

MCMC法である．MCMC法には数多くの方法があり，その中でもMHア

ルゴリズムとギブス・サンプリングと呼ばれる方法が実際の統計解析におい
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てよく用いられている．そこで本稿では，この 2つの方法を中心にMCMC

法について説明を行うことにする6．

本稿の構成は以下の通りである．次節においてマルコフ連鎖について簡単

に振り返り，第 3節でMHアルゴリズムについて説明する．第 4節ではギブ

ス・サンプリングについて説明し，第 5節では実際に利用するときの注意点

を述べる．最後に第 6節でMCMC法の応用例を示す．

2 マルコフ連鎖

MCMC法は，その名が示す通り「マルコフ連鎖」と「モンテカルロ法」を

組み合わせた方法である．具体的には，マルコフ連鎖（Markov chain）と呼

ばれる確率過程の性質を利用して確率分布からのサンプリングを行い，様々

な計算を行う方法である．この節では，マルコフ連鎖とその性質について簡

単に説明する7．

2.1 マルコフ連鎖と推移行列

時点 tにおける確率変数を x(t)と表し，確率過程 (x(0),x(1), . . .)を考える

ことにする．また，x(t) (t = 0, 1, . . .)の取りうる値の集合を記号X によって

表し，これを状態空間（state space）と呼ぶ．以下では説明を簡単にするた

めに，x(t)は 1次元の確率変数とし，その状態空間はX = {1, . . . , k}である

とする．

確率過程 (x(0),x(1), . . .)が，すべての i, j ∈ X と t ≥ 0に対して，

Pr
(
x(t+1) = j|x(0) = i0,x(1) = i1, . . . ,x(t−1) = it−1,x(t) = i

)
= Pr(x(t+1) = j|x(t) = i)(5)

を満たすとき，(x(0),x(1), . . .)はマルコフ連鎖であるという．ここで，ik ∈ X

は時点 kの状態を表す．一般の確率過程では，x(t+1)の従う確率分布は，時
6MCMC法を解説したテキストとして，Liu (2001)，Robert and Casella (2004)，Gamer-

man and Lopes (2006)を挙げておく．日本語による解説としては，大森 (2001)，中妻 (2003)，
伊庭 (2005)，和合 (2005) などがある．

7マルコフ連鎖については，Karlin and Taylo (1975)や Ross (1995)などに詳しい．
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点 tまでの履歴 {x(0) = i0,x(1) = i1, . . . ,x(t−1) = it−1,x(t) = i}に依存して

決まると考えられる．しかし，マルコフ連鎖は，t + 1期における条件付確率

分布が時点 tよりも前の履歴には依存しない確率過程となっており，この性

質はマルコフ性（Markov property）と呼ばれる．

(5)式の条件付確率を p(i, j) = Pr(x(t+1) = j|x(t) = i)と表し，これを推

移確率（transition probability）と呼ぶ．また，p(i, j)を第 (i, j)要素とする

k × k行列を

T =


p(1, 1) p(1, 2) · · · p(1, k)

p(2, 1) p(2, 2) · · · p(2, k)
...

...
. . .

...

p(k, 1) p(k, 2) · · · p(k, k)


と表す．この行列は推移行列（transition matrix）と呼ばれ，マルコフ連鎖

がどのように推移していくかを決定する．推移確率 p(i, j)は，現在の状態が

iであるとき，次の期に状態 j へ移る確率を表しているので，推移行列の各

行については，p(i, j) ≥ 0と
∑k

j=1 p(i, j) = 1が成立している．

例 2.1. 状態空間を X = {1, 2, 3}とし，推移行列

T =


1/2 1/3 1/6

3/4 0 1/4

0 1 0


を持つマルコフ連鎖を考える．もし，現在の状態が 1であるときには，次の

期には確率 1/2で現在の状態にとどまり，確率 1/3で状態 2に移り，確率 1/6

で状態 3に推移する．現在の状態が 2であれば，状態 1もしくは状態 3に移

動する．また，状態 3からは必ず状態 2に推移する．

初期状態 x(0)の確率分布を行ベクトル π(0)を用いて，

π(0) = (π(0)
1 , π

(0)
2 , . . . , π

(0)
k ) =

(
Pr(x(0) = 1), Pr(x(0) = 2), . . . , Pr(x(0) = k)

)
と表すことにする．同様に，行ベクトルπ(1), π(2), . . .によって，x(1),x(2), . . .

の確率分布を表す．つまり，

π(t) = (π(t)
1 , π

(t)
2 , . . . , π

(t)
k ) =

(
Pr(x(t) = 1), Pr(x(t) = 2), . . . , Pr(x(t) = k)

)
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である．ここで，x(1)の確率分布 π(1)について考えると，

π
(1)
j = Pr(x(1) = j) =

k∑
i=1

Pr(x(0) = i,x(1) = j)

=
k∑

i=1

Pr(x(0) = i) Pr(x(1) = j|x(0) = i) =
k∑

i=1

π
(0)
i p(i, j)

であることから，π(1) = π(0)T を得る．また，x(2) についても，π(2) =

π(1)T = π(0)T2 となる．これを逐次繰り返し行えば，π(t) = π(0)Tt が導

かれる．

2.2 マルコフ連鎖の性質

先に得た関係より，マルコフ連鎖の確率的振る舞いは，初期分布π(0)と推

移行列Tによって完全に決定されることが分かる．このことから，初期分布

と推移行列が与えられれば，マルコフ連鎖に従う確率変数は次のようにして

発生させることができる：

(1) 初期状態 x(0)を π(0)からサンプリングする．

(2) t = 0, 1, . . .に対して，x(t+1)を (T)x(t) からサンプリングする．

ここで，(T)x(t)は推移行列Tの第 x(t)行からなる確率分布を表す．また，こ

のようにして得られる (x(0),x(1), . . .)では，明らかに x(t) ∼ π(t) となって

いる．

MCMC法との関連を考えたとき，π(t)は収束するのか，収束するとすれば

その条件は何であるか，収束先はどのような確率分布であるのか，というこ

とが問題となる．この問いに対する鍵となるのが，マルコフ連鎖の (1) 既約

性（irreducibility），(2) 非周期性（aperiodicity），(3) 不変分布（invariant

distribution）である．

マルコフ連鎖の既約性とは，連鎖がどのような状態から出発したとしても，

有限回のステップで別の状態にたどり着くことができる性質のことである．

より厳密には，推移行列が Tであるマルコフ連鎖を考えたとき，すべての

i, j ∈ X に対して，(Tn)ij > 0を満たす有限の nが存在すれば，マルコフ連

鎖は既約であるという．ここで，(Tn)ij はTnの第 (i, j)要素を表す．
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例 2.2. 例 2.1のマルコフ連鎖は既約であるので，ここでは既約でないマル

コフ連鎖を示そう．例えば，推移行列が

T =


0.6 0.4 0

0.3 0.7 0

0.2 0.2 0.6


であるマルコフ連鎖を考えてみる．状態 3からは，すべての状態に推移する

ことができるが，状態 1あるいは状態 2からは状態 3にたどり着くことがで

きない．よって，この推移行列を持つマルコフ連鎖は既約ではない．

次に，状態 i ∈ X に対して，{n ≥ 1 : (Tn)ii > 0}で定義される集合を考

える．これは，元の状態に戻るのに必要なステップ数の集合を表している．

この集合の最大公約数を状態 iの周期（period）といい，すべての状態の周

期が 1であるとき，マルコフ連鎖は非周期的であるという．文字通り，非周

期性は一定の時間間隔で訪れる状態がないことを意味している．

例 2.3. マルコフ連鎖の推移行列が

T =


0 0.5 0 0.5

0.5 0 0.5 0

0 0.5 0 0.5

0.5 0 0.5 0


であるとする．このマルコフ連鎖では，{n ≥ 1 : (Tn)ii > 0} = {2, 4, 6, . . .} (i =

1, . . . , 4)である．よって，連鎖の周期は 2なので非周期的ではない．

最後にマルコフ連鎖の不変分布についてである．推移行列がTであるマル

コフ連鎖に対して，行ベクトル π = (π1, . . . , πk)が

(1) πi ≥ 0 (i ∈ X )，
∑k

i=1 πi = 1， (2) π = πT

を満たすとき，πはTの不変分布であるという．

例 2.4. 例 2.1において，π = (1/2, 1/3, 1/6)を考えると，
∑3

i=1 πi = 1であ

り，π = πTを満たす．よって，この πはTの不変分布である．

マルコフ連鎖が既約性と非周期性を満たしているときには，不変分布が一

意に存在する．またこのとき，π(t)が不変分布πに収束することも証明でき

る（Häggström (2002)を参照）．この結果を定理としてまとめておく．
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定理 (マルコフ連鎖の収束). マルコフ連鎖 (x(0),x(1), . . .)は既約で非周期で

あるとし，その推移行列をTとする．また，πをTの不変分布とする．このと

き，任意の初期分布π(0)に対して，t → ∞であるとき 1
2

∑k
i=1 |π

(t)
i −πi| → 0

となる8．

2.3 詳細釣り合い条件

これまでの議論から，マルコフ連鎖の収束を利用して確率分布πからサンプ

リングを行うためには，既約性と非周期性を満たし，πを不変分布とするよう

な推移行列を作ればよいことになる．そして，先の方法によって (x(0),x(1), . . .)

をサンプリングし十分大きいmをとれば，(x(m+1),x(m+2), . . .)は πからの

サンプルとなる．

実際には，既約性や非周期性を満たす推移行列を作成することはそれほど

難しいことではない．むしろ問題となるのは，所与のπを不変分布とする推

移行列をどのように設計すればよいかということである．このとき重要な役

割を果たすのが，詳細釣り合い条件（detailed balance condition）と呼ばれ

るもので，

(6) πip(i, j) = πjp(j, i) (i, j ∈ X )

によって与えられる．この条件が満たされているとき，マルコフ連鎖は可逆

（reversible）であるとも言う．詳細釣り合い条件は，πが不変分布となるた

めの十分条件となっている9．MCMC法の多くのアルゴリズムでは，この詳

細釣り合い条件を満たすように推移行列が設計されている．

これまで状態空間が離散であるマルコフ連鎖について説明してきた．状態

空間が連続の場合でも，数学的に面倒な点はあるが，これまでの結果は基本

8任意の初期分布に対して収束するということは，初期状態を適当な確率分布から選んで
も，あるいは固定した値を選んでもよいことを意味する．

9詳細釣り合い条件が十分条件であることは，(6) 式の両辺を i に関して和をとれば，
Pk

i=1 πip(i, j) =
Pk

i=1 πjp(j, i) = πj となることから確認できる．
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的に成立する10．連続な状態空間では，推移行列の代わりに

Pr(x(t+1) ∈ A|x(t) = x) =
∫

A
T (x,y)dy (x ∈ X , A ⊂ X )

を満たす条件付確率分布 T (x,y) を考える．この T (x,y) のことを推移核

（transition kernel）と呼ぶ．また，T (x,y)の不変分布は，

π(y) =
∫
X

π(x)T (x,y)dx

を満たす確率分布 π(x)として定義される．さらに，詳細釣り合い条件は，

π(x)T (x,y) = π(y)T (y,x)

によって与えられることになる．

3 メトロポリス–ヘイスティングス法

MCMC法の中で最も代表的な方法が，メトロポリス–ヘイスティングス

（Metropolis–Hastings：MH）アルゴリズムである．これは，半世紀以上も前

にMetropolis et al. (1953) により提案され，その後Hastings (1970)によっ

て一般化されたアルゴリズムである11．本節では，このMHアルゴリズムに

ついて説明を行う．

3.1 メトロポリス–ヘイスティングスアルゴリズム

いま，確率分布 π(x)からサンプリングを行いたいとしよう．この π(x)の

ことを目標分布（target distribution）と呼ぶ．MHアルゴリズムでは，提案

分布（proposal distribution）と呼ばれる確率分布を利用して目標分布から

のサンプリングを行う12．提案分布は，現在の状態を所与としたときの条件

付確率分布であり，以下では q(y|x)と表すことにする．
10一般的な状態空間におけるマルコフ連鎖については，Nummelin (1984) や Meyn and

Tweedie (1993)に詳しい．
11Dongarra and Sullivan (2000)では 20世紀におけるトップ 10アルゴリズムが示されて

おり，その 1つにMHアルゴリズムが挙げられている．
12提案分布を候補発生分布（candidate generating distribution）と呼ぶこともある．
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MHアルゴリズムの特徴は，提案分布から次の状態の候補となる値を発生

させ，それを採択確率（acceptance probability）と呼ばれる値に従って採択

するか棄却するかを決める点にある．具体的には，以下のようにして π(x)か

らのサンプリングを行う．

MHアルゴリズム

(1) 初期値 x(0)を決める．

(2) t = 0, 1, . . .に対して次を繰り返す．

(i) yを q(y|x(t))から発生させる．

(ii) uを一様分布 U(0, 1)から発生させ13，

x(t+1) =

y u ≤ α(x(t),y)の場合

x(t) その他の場合

とする．ただし，α(x,y) = min
{

1, π(y)q(x|y)
π(x)q(y|x)

}
である．

ここで，α(x,y)が採択確率である．採択確率は目標分布や提案分布の比に

しか依存していないので，正規化定数が分からない場合でもMHアルゴリズ

ムが適用できる．また，候補の値が棄却されれば x(t+1) = x(t)とすることか

ら，MHアルゴリズムでは同じ値が連続する場合がある．

MHアルゴリズムを実行するには，候補の値を発生させる提案分布 q(y|x)

を決定しなければならない．提案分布の選択は，MHアルゴリズムの効率性

や収束の速度に大きく影響を与えるので，十分注意する必要がある．

例 3.1. 目標分布π(x)が連続分布であるとする．そこで，現在の状態がx(t) =

xであるとき，候補の値を

y = x + ϵ, ϵ ∼ N (0, σ2I)

にしたがって発生させるとする14．この方法を酔歩連鎖（random walk chain）

と呼ぶ．このとき q(y|x) = q(x|y)が成立するので，採択確率は α(x,y) =

13U(a, b)は，区間 (a, b)における一様分布を表す．
14N (µ,Σ)は，平均が µ，分散行列が Σである正規分布を表す．
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min {1, π(y)/π(x)} と簡略化される．Metropolis et al. (1953)によって提案

された方法は，q(y|x) = q(x|y)であるときのMHアルゴリズムである．

酔歩連鎖では，ϵの分布として正規分布以外に，一様分布U(−σ, σ)や多変

量 t分布 Tν(0, σ2I)などもよく用いられる15．また，σは現在の状態からの

変化分を決定するパラメータであり，ステップサイズ（step size）と呼ばれ

る．ステップサイズが小さいと採択確率は 1に近くなるが，現在の状態が少

ししか変化せず，状態空間全体を推移するのに時間がかかる．逆にステップ

サイズが大きいときには，現在の状態は大きく変化するが採択確率が低下し

てしまう16．

例 3.2. 酔歩連鎖では，目標分布の情報を全く使わずに候補となる値を発生

させている．そこで，候補となる値を

y = x +
σ2

2
∂ log π(x)

∂x
+ ϵ, ϵ ∼ N (0, σ2I)

にしたがって発生させることを考える．この方法を，ランジェヴァン連鎖

（Langevin chain）と呼ぶ（Roberts and Rosenthal (1998)，Christensen et al. (2001)，

Christensen and Waagepetersen (2002)を参照）．現在の状態 xが目標分布

のモード付近にあるときには ∂ log π(x)/∂x ≈ 0であり，ランジェヴァン連

鎖は酔歩連鎖とほぼ同じになる．しかし，xが目標分布のモードから離れて

いるときには ∂ log π(x)/∂x ̸= 0であるため，ランジェヴァン連鎖では酔歩

連鎖よりもモードに近い領域に候補の値を発生させることができる．

例 3.3. 候補となる yを，現在の状態 xに依存することなく発生させると

する．つまり，q(y|x) = q(y)とするのが独立連鎖（independent chain）で

ある．この場合，採択確率は α(x,y) = min
{

1, π(y)/q(y)
π(x)/q(x)

}
となる．ここで，

π(x)/q(x)は，重点サンプリングの重みに対応しており，yの重みが xのそ

れよりも大きければ必ず yが選択され，そうでなければ重みの比に応じて y

が選択される．提案分布 q(y)としては，採択確率が高くなるように π(x)を

15Tν(µ,Σ)は，自由度が ν，平均が µ，尺度行列が Σである多変量 t分布を表す．また，
1次元の t分布のときには，記号 tν(µ, σ2)を用いる．

16最適なステップサイズの選択については，Roberts et al. (1997)やRoberts and Rosenthal

(2001)らが議論している．
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近似する確率分布を用いる必要がある．実際の問題では，π(x)のモードを平

均に，{−∂ log π(x)/∂x∂x′}−1を分散行列とする多変量 t分布などがよく用

いられる（例えば，Chib and Greenberg (1995)を参照）．

3.2 MHアルゴリズムの収束

MHアルゴリズムによってサンプリングされる (x(0),x(1), . . .)が，マルコ

フ連鎖を形成していることは明らかであろう．また，MHアルゴリズムでは，

xから yへ推移するときの推移核は，

(7) T (x,y) = q(y|x)α(x,y) + r(x)δx(y)

によって与えられる．ここで，右辺の第 2項は候補の値が棄却される場合に対

応しており，r(x) =
∫
X q(y|x) {1 − α(x,y)} dy，δx(y) = I(x = y)である17．

また，(7) 式の各項については，q(y|x)α(x,y)π(x) = q(x|y)α(y,x)π(y)，

r(x)δx(y)π(x) = r(y)δy(x)π(y) が成立する．したがって，

π(x)T (x,y) = q(y|x)α(x,y)π(x) + r(x)δx(y)π(x)

= q(x|y)α(y,x)π(y) + r(y)δy(x)π(y) = π(y)T (y,x)

を得る．つまり，MHアルゴリズムによって生成されるマルコフ連鎖は詳細

釣り合い条件を満たしており，不変分布として π(x)を持つことになる．ま

た，Roberts and Smith (1994)やTierney (1994)が示しているように，MH

アルゴリズムではほとんどの場合で既約性と非周期性が満たされている．し

たがって，MHアルゴリズムによって (x(0),x(1), . . .)を発生させれば，十分

大きいm以降のサンプル (x(m+1),x(m+2), . . .)は π(x)からのサンプルと見

なすことができる．このマルコフ連鎖が不変分布に収束するまでの時間mの

ことを，稼働検査期間（burn-in period）と呼ぶ．

3.3 MHアルゴリズムの組み合わせ

MHアルゴリズムは簡潔なアルゴリズムであり，その実装は比較的容易で

ある．また，MHアルゴリズムは，拡張性の高いアルゴリズムとなっている．
17I(·)は指標関数を表す．
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例えば，π(x)からのサンプリングを行うのに，2つのMHアルゴリズムがあ

るとしよう．ここでは，各アルゴリズムの推移核を T1(x,y)，T2(x,y)と表

すことにする．そして，確率 wで推移核が T1(x,y)であるMHアルゴリズ

ムを使い，確率 1−wで推移核が T2(x,y)であるMHアルゴリズムを使って

サンプリングを行うとする．これは，例えば確率wで酔歩連鎖を利用し，確

率 1 − wで独立連鎖を利用するような場合に相当する．

この方法によって生成されるマルコフ連鎖の推移核は，

(8) T (x,y) = wT1(x,y) + (1 − w)T2(x,y)

と表すことができる．この推移核のことを，混合型推移核（mixture of tran-

sition kernels）と呼ぶ．容易に確認されるように，Ti(x,y) (i = 1, 2)の不変

分布が π(x)であれば，(8)式の推移核 T (x,y)の不変分布も π(x)となる．し

たがって，このようにMHアルゴリズムを組み合わせても，そこから生成さ

れるマルコフ連鎖は目標分布に収束することになる．混合型推移核を用いる

利点は，性質の異なるMHアルゴリズムを組み合わせることによって，より

効率的なサンプリング方法を簡単に構築できる所にある．

MHアルゴリズムの組み合わせ方には，混合型の他に循環型と呼ばれる方

法もある．この方法では，最初に T1(x,x′)を推移核とするMHアルゴリズ

ムによって状態を xから x′に推移させる．そして次に，推移核が T2(x′,y)

であるMHアルゴリズムを用いて x′から yに推移させる．このとき，xか

ら yへ移動するときの推移核は，

(9) T (x,y) =
∫
X

T1(x,x′)T2(x′,y)dx′

となる．(9)式の推移核のことを，循環型推移核（cycle of transition kernels）

という．循環型推移核についても，各推移核の不変分布が π(x)であれば，∫
X

π(x)T (x,y)dx =
∫
X

∫
X

π(x)T1(x,x′)T2(x′,y)dxdx′

=
∫
X

π(x′)T2(x′,y)dx′ = π(y)

となり，π(x)が T (x,y)の不変分布となる18．循環型推移核を利用した重要
18混合型と循環型の組み合わせは，2 つ以上の MH アルゴリズムに対しても適用できる．

このときの収束条件の詳細については，Tierney (1994)を参照されたい．
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なMCMC法が，次節で説明するギブス・サンプリングである．

4 ギブス・サンプリング

MHアルゴリズムと並んでよく用いられるのが，ギブス・サンプリング

（Gibbs sampling）と呼ばれる方法である．この方法は，Geman and Geman

(1984)による画像復元のためのアルゴリズムとして知られていたが，Gelfand

and Smith (1990)がベイズ推定における事後分布からのサンプリング法とし

て用いたことによって，統計科学の分野でも急速に広まっていった．

4.1 ギブス・サンプリングアルゴリズム

ギブス・サンプリングは，xを k個のブロック x = (x1, . . . ,xk)に分割し，

各 xi をその条件付確率分布 π(xi|x−i)からサンプリングする方法である19．

ここで，x−i = (x1, . . . ,xi−1,xi+1, . . . ,xk) であり，π(xi|x−i)のことを完全

条件付分布 (full conditional distribution)と呼ぶ．

ギブス・サンプリングアルゴリズム

(1) 初期値 x(0) = (x(0)
1 , . . . ,x(0)

k )を決める．

(2) t = 0, 1, . . .に対して次を繰り返す．

(i) x(t+1)
1 を π(x1|x(t)

2 , . . . ,x(t)
k )からサンプリングする．

(ii) x(t+1)
2 を π(x2|x(t+1)

1 ,x(t)
3 , . . . ,x(t)

k )からサンプリングする ．
...

(k) x(t+1)
k を π(xk|x

(t+1)
1 , . . . ,x(t+1)

k−1 )からサンプリングする．

ギブス・サンプリングでは，MHアルゴリズムのように提案分布を選択す

る必要がない．そのため，すべての π(xi|x−i)からサンプリングできるので

あれば，実装するのは非常に容易である．また，ここで示したアルゴリズム

では，決められた順番で xi をサンプリングしているが，ランダムな順番で

xiのサンプリングを行っても構わない（Liu et al. (1995)）．
19ブロックの選び方については，第 5節で議論している．実際の問題においては，分析す

る統計モデルによってブロックが自然と決まることが多い．
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例 4.1. 目標分布が π(x1, x2) = nCx1x
x1+α−1
2 (1 − x2)n−x1+β−1 であるとす

る．ただし，x1 ∈ {0, 1, . . . , n}，x2 ∈ [0, 1]である．このとき，x1と x2の完

全条件付分布はそれぞれ，

π(x1|x2) ∝ nCx1x
x1
2 (1 − x2)n−x1 , π(x2|x1) ∝ xx1+α−1

2 (1 − x2)n−x1+β−1

である．したがって，ギブス・サンプリングでは，x1|x2 ∼ Bi(n, x2)，x2|x1 ∼

Be(x1 + α, n − x1 + β)のサンプリングを繰り返せばよい20．

4.2 多重ブロックMHアルゴリズムとギブス・サンプリング

ギブス・サンプリングによって生成されるマルコフ連鎖は，k回のステッ

プを経て次の状態へと推移する．ここでは，説明を簡単にするために k = 2

として，ギブス・サンプリングとMHアルゴリズムとの関係を見ることに

する．そのために，多重ブロックMHアルゴリズム（multiple–block MH

algorithm）と呼ばれる方法について説明する．

いま，x = (x1,x2)から y = (y1,y2)への推移を，(x1,x2) → (y1,x2) →

(y1,y2)の順番で行うとする．多重ブロックMHアルゴリズムでは，(x1,x2)

から (y1,x2)の推移を，不変分布が π(x1|x2)であるMHアルゴリズムによっ

て行う．これは，候補の値を提案分布 q1(y1|x1,x2)から発生させ，採択確

率を

α1(x1,y1) = min
{

1,
π(y1|x2)q1(x1|y1,x2)
π(x1|x2)q1(y1|x1,x2)

}
とするMHアルゴリズムを考えればよい．このときの推移核を T1(x1,y1|x2)

と表すことにする．同様に，(y1,x2)から (y1,y2)への推移も，不変分布が

π(x2|x1)となるように，提案分布が q2(y2|y1,x2)，採択確率が

α2(x2,y2) = min
{

1,
π(y2|y1)q2(x2|y1,y2)
π(x2|y1)q2(y2|y1,x2)

}
であるMHアルゴリズムによって行い，このときの推移核をT2(x2,y2|y1)と

表す．

20Bi(n, p)は二項分布を表し，その確率関数は π(x) ∝ px(1− p)n−x である．また Be(a, b)

はベータ分布を表し，確率密度関数は π(x) ∝ xa−1(1 − x)b−1 である．
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多重ブロックMHアルゴリズムでは，xから yへの推移核が，

T (x,y) = T1(x1,y1|x2)T2(x2,y2|y1)

で与えられ，循環型推移核の特殊な場合と見なすことができる．さらに，

T1(x1,y1|x2)の不変分布が π(x1|x2)であること用いれば，∫
X

π(x)T (x,y)dx =
∫∫

π(x1,x2)T1(x1,y1|x2)T2(x2,y2|y1)dx1dx2

=
∫ [∫

π(x1|x2)T1(x1,y1|x2)dx1

]
π(x2)T2(x2,y2|y1)dx2

=
∫

π(y1|x2)π(x2)T2(x2,y2|y1)dx2

を得る．ここで，積分内の最初の確率分布は，ベイズの定理より π(y1|x2) =

π(y1)π(x2|y1)/π(x2) と書き直すことができるので，∫
X

π(x)T (x,y)dx =
∫

π(y1)π(x2|y1)T2(x2,y2|y1)dx2

= π(y1)π(y2|y1) = π(y)

が成立する．したがって，多重ブロックMHアルゴリズムによって生成され

るマルコフ連鎖は不変分布として π(x)を持ち，既約性や非周期性などの条

件が満たされれば目標分布に収束することになる．多重ブロックMHアルゴ

リズムを用いると，高次元のサンプリングを低次元のサンプリングに分解す

ることができ非常に便利である．

ギブス・サンプリングとの関係を調べるために，多重ブロックMHアルゴ

リズムにおいて，提案分布が完全条件付分布に一致している場合を考える．

例えば，q1(y1|x1,x2) = π(y1|x2)であるとすると，対応する採択確率は

α1(x1,y1) = min
{

1,
π(y1|x2)π(x1|x2)
π(x1|x2)π(y1|x2)

}
= 1

となる．同様に，q2(y2|y1,x2) = π(y2|y1)とすれば α2(x2,y2) = 1となる．

つまり，ギブス・サンプリングは，すべての採択確率が 1である多重ブロック

MHアルゴリズムの特別な場合と見なすことができる21．これより，ギブス・
21ギブス・サンプリングでは π(x)を不変分布として持つが，詳細釣り合い条件は必ずしも

満たされないことに注意する必要がある．
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サンプリングもある条件の下では目標分布 π(x)に収束することになる22．

多重ブロックMHアルゴリズムに関する結果から，ギブス・サンプリング

において一部の完全条件付分布からのサンプリングが行えないときには，そ

れを適切なMHアルゴリズムで置き換えてもよいことも分かる．ギブス・サ

ンプリングとMHアルゴリズムとを組み合わせた方法は，Metropolis within

Gibbsアルゴリズムとして知られている（Müller (1991)）．

4.3 データ拡大法

目標分布 π(x)から直接サンプリングするよりも，別の確率変数 z ∈ Z を

導入して，(x, z)の同時確率分布 π(x, z)からサンプリングを行った方が容易

になることがよくある．このとき，同時確率分布が
∫
Z π(x, z)dz = π(x)を満

たしていれば，MCMC法によってサンプリングされた xは π(x)からのサン

プルとなる．このように，新たな変数を導入してサンプリングを行う方法の

ことを，データ拡大法（data augmentation method）と呼ぶ（Tanner and

Wong (1987)）．データ拡大法は，プロビットモデルや打ち切りのある回帰モ

デルを推定するときによく用いられる手法である（Chib (1992)，Albert and

Chib (1993)）．また，不完全データを分析する場合にも有効な方法である．

データ拡大法において，π(x|z)と π(z|x)の完全条件付分布から構成され

るギブス・サンプリングを考えることにする．このとき，xは統計モデルの

パラメータ，zは欠損データ（missing data）を表しているとすれば，π(z|x)

からのサンプリングは，Rubin (1987)の代入法（imputation）に対応してい

る．さらに，このときのギブス・サンプリングは，第 xx章で説明されている

EMアルゴリズム（Dempster et al. (1970)）と関連していることが知られて

おり，π(z|x)からのサンプリングがEステップに，π(x|z)からのサンプリン

グがMステップに対応する（Liu (2002)を参照）．

いま，xと zはスカラーであるとし，目標分布 π(x)が確率分布 p(x)と非

負関数 l(x)によって，π(x) ∝ p(x)l(x) と表すことができるとしよう．また，

22ギブス・サンプリングの収束に関しては，Chan (1993)や Roberts and Smith (1994)を
参照．

275



zは非負の確率変数であるとし，(x, z)の同時確率分布

(10) π(x, z) ∝ I[z < l(x)]p(x)

を考えることにする．このとき，xの周辺確率分布が目標分布に一致してい

ることは容易に確認できる．そこで，この同時確率分布に対してギブス・サ

ンプリングを行うのがスライス・サンプリング（slice sampling）と呼ばれ

る方法である．(10)式より，π(z|x)は一様分布 U(0, l(x))なので，zのサン

プリングは簡単である．一方，π(x|z)は {x : l(x) > z}上に制約された確率

分布 p(x)であるため，サンプリングが困難であるように思われる．しかし，

Damien et al. (1999)では，スライス・サンプリングが適用できる確率分布の

例が多く示されている．また，スライス・サンプリングの応用や拡張について

は，Besag and Green (1993)，Higdon (1998)，Damien and Walker (2001)，

Neal (2003)などを参照して欲しい．

5 実際の利用について

5.1 収束の判定

MCMC法では，マルコフ連鎖が目標分布に収束するまである程度時間を

要する．そのため，サンプリングした (x(0),x(1), . . .)の最初の部分は捨て，残

りのサンプルを利用して期待値計算などを行う．収束するまでの時間は扱う

問題によって様々であり，連鎖が収束しているかどうかをその都度判断しな

ければならない．

収束を判定する最も基本的な方法は，MCMC法によって得られたサンプ

ルの時系列プロットを調べることである．つまり，時系列プロットを作成し

て，サンプルの変動が安定的になる時点を分析者の目で判断する．また，得

られたサンプルから統計量を計算し，客観的に収束を判定する方法も数多く

提案されている（Cowles and Carlin (1996)やMengersen et al. (1999)を参

照）．その中でよく用いられているのは，Heidelberger and Welch (1983)，

Gelman and Rubin (1992)，Geweke (1992)，Raftery and Lewis (1992)ら
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による方法であろう23．しかし，これらの収束判定法も問題によってはうま

く機能しないこともあるので，実際に収束を判定するときには，複数の方法

を組み合わせて総合的に判定するのがよい．

ところで，MCMC法が使われ始めた頃は，異なる初期値から複数のサン

プル列を発生させる多重連鎖（multiple chain）と，1つの初期値から 1つの

サンプル列を発生させる単一連鎖（single chain）のどちらを使うべきかとい

う議論があった．多重連鎖では独立なサンプルを利用できるが，計算時間な

どの問題から比較的短いサンプル列を発生させることが多く，目標分布に収

束していない恐れがある．それに対して，単一連鎖では独立なサンプルを得

ることはできないが，十分長いサンプル列を発生させることができ，多くの

場合で目標分布からのサンプルを得ることができる．現在では，連鎖が収束

していることを重視し，多重連鎖よりも単一連鎖の方がよく用いられている．

5.2 効率性

連鎖が収束していると判定されれば，MCMC法によって得られたサンプ

ル (x(0),x(1), . . . ,x(m+n))を用いて，目標分布に関する期待値Eπ[h(x)]を

(11) Î =
1
n

n∑
i=1

h(x(m+i))

によって推定することができる．ここで，mは収束するまでの期間を表して

おり，n → ∞のとき ÎはEπ[h(x)]に収束することが知られている（Tierney

(1994)）．また，Î の分散は，

Var(Î) =
σ2

n

1 + 2
n−1∑
j=1

(
1 − j

n

)
ρj

 ≈ σ2

n

1 + 2
∞∑

j=1

ρj


であることも分かっている．ここで，σ2 = Var[h(x)]であり，ρj は h(x(t))

と h(x(t+j))の相関係数を表す．

実際の問題では ρj > 0である場合がほとんどなので，MCMC法による期

待値計算は，独立なサンプルを使うときよりも分散が大きくなることが分か

23これらの収束判定方法は，Rで作成された CODAというソフトウェアで実行できる．
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る．そこで，MCMC法の効率性を測る 1つの尺度として，標本自己相関係

数 ρ̂jがよく用いられる．標本自己相関係数の値が高く，なかなかゼロに減少

しないときには，(11)式の精度が悪いことを意味するので次節で説明する方

法などによってMCMC法を改善する必要がある．また，標本自己相関係数

の代わりに，1 + 2
∑∞

j=1 ρ̂j を用いて効率性を評価することもある．これを，

非効率性因子（inefficiency factor）と呼んでいる24．サンプルが独立である

とき Î の分散は σ2/nであるので，非効率因子は得られらたサンプルを用い

たときと独立なサンプルを用いたときの分散の比を表している．

5.3 混合の改善

サンプル間の自己相関が高く効率性が悪くなる原因としては，マルコフ連

鎖が状態空間をゆっくりとしか推移していないことが考えられる．このよう

なとき，連鎖の混合（mixing）が悪いという．また，MHアルゴリズムで採

択確率が低いような場合にも，同じ値が続くことになり自己相関が高くなる．

マルコフ連鎖の混合が悪いときには，目標分布への収束も遅くなるので，よ

り多くのサンプルを発生させるか，あるいは提案分布を変えるなどしてサン

プリングの方法を改善する必要がある．

連鎖の混合を改善するとき，ギブス・サンプリングや多重MHアルゴリズ

ムを使っているのであれば，別々にサンプリングしている変数を 1つのブロッ

クにまとめることができないか検討するとよい．このとき，なるべく相関の

高い変数を同じブロックにまとめると改善の効果が高くなる（Liu (1994)）．

また，例えば x = (x1,x2,x3)のブロックを考え，π(x1,x2)を解析的に求め

ることができるとする．このような場合，(x1,x2)はギブス・サンプリング

によって π(x1|x2)と π(x2|x1)からサンプリングし，x3は π(x3|x1,x2)から

サンプリングを行うと，ブロック間の相関が減少し連鎖の混合を改善するこ

とができる．

ブロック数を少なくするとアルゴリズムが複雑になったり，ブロック化を

行ってもブロック間の相関が高いこともある．このようなとき，適当な変数変
24実際には無限級数を計算することはできないので，十分大きいLを選択して 1+2

PL
j=1 ρ̂j

を計算したり，適当な平滑化ウィンドウを用いて非効率性因子を計算をする．
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換を行うことによって，アルゴリズムを複雑にすることなくブロック間の相

関を減少させ，連鎖の混合を改善できる場合がある．この方法は，変量効果モ

デルや階層モデルで有効であることが知られている（Gelfand et al. (1995)，

Roberts and Sahu (1997)）．

上述した以外にも，連鎖の混合を改善するための方法が数多く提案されて

いる．例えば，EMアルゴリズムとギブス・サンプリングの類似性に注目し

て，Liu and Wu (1999)，Meng and van Dyk (1999)，van Dyk and Meng

(2001)らは，EMアルゴリズムの加速方法をMCMC法に適用した方法を提

案している．Neal (1996)では，ランジェヴァン連鎖を特殊な場合として含む

ハミルトニアン・モンテカルロ法について議論している．また，変数変換を

通してサンプリング方法の改善を図るものとして，Liu and Sabatti (2000)

の一般化ギブス・サンプリングや Liu (2003)によって提案されたアルゴリズ

ムなどがある．目標分布が多峰分布であるときには，目標分布を変えて多重

連鎖を利用する parallel tempering（Geyer (1991)）や simulated tempring

（Geyer and Thompson (1995)）などの方法が有用であろう．さらに，候補

の値を多数発生させるmultiple try 法（Liu et al. (2000)）やmultiple point

法（Qin and Liu (2001)）も，連鎖の混合の改善をねらった方法である．最

近では粒子アルゴリズム（第 xxx章）の考えをMCMC法に取り込んだ方法

もMoral et al. (2006)によって提案されている．

階層モデルや複雑な統計モデルを扱うときには，連鎖の混合が悪くなるこ

とが多い．しかし，残念ながらこれまでに紹介した方法の中で最良の方法と

いうものはない．マルコフ連鎖の混合の改善は扱う問題の構造に大きく依存

しており，どの方法を用いるかはその都度検討しなければならない．

6 応用例

この節ではMCMC法の応用例として，ロジットモデルと隠れマルコフモ

デルのベイズ推定を考える．ベイズ推定では，尤度関数とパラメータの事前

分布から事後分布と呼ばれる確率分布を導出し，そこからパラメータに関す
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る推論を行う25．多くの場合，事後分布を解析的に分析することが不可能で

あるため，最近ではMCMC法によって事後分布からパラメータをサンプリ

ングして様々な計算を行っている．

6.1 ロジットモデルのベイズ推定

まず，Breslow and Clayton (1993)によって分析された種のデータを用い

て変量効果を伴うロジットモデルをベイズ推定する．このデータには，21の

プレートに配置された種の発芽割合が記録されている26．そこで，第 iプレー

トの種の数を ni，発芽した種の数を yiと表し，Breslow and Clayton (1993)

にならって次のモデルを考えることにする：

(12) yi ∼ Bi(ni, pi), log
pi

1 − pi
= x′

iβ + bi, bi ∼ N (0, σ2)

ここで，xi は説明変数ベクトルを，bi は変量効果を表す．さらに，βと σ2

の事前分布として β ∼ N (β0,B0)，σ2 ∼ IG (n0/2, s0/2) を仮定する27．

モデルが非線形であるため，すべてのパラメータを同時に事後分布からサ

ンプリングするのは困難である．そこで，β，σ2，bi (i = 1, . . . 21)とに分け

てサンプリングすることにする．このとき，σ2の完全条件付分布は容易に導

出することができ，

σ2|β, {bi} ∼ IG

(
21 + n0

2
,

∑21
i=1 b2

i + s0

2

)
となる．

次に，βの完全条件付分布は

π(β|σ2, {bi}) ∝
21∏
i=1

pyi
i (1 − pi)ni−yi × exp

{
−1

2
(β − β0)

′B−1
0 (β − β0)

}
と表され，MHアルゴリズムによってサンプリングすることにする．そこで，

提案分布を構築するために，修正線形モデル

(13) ỹi = x′
iβ + bi + ϵi, ϵi ∼ N (0, τ2

i )
25ベイズ推定に関するテキストとしては，例えば Berger (1980) がある．
26データの詳細については，Crowder (1978)を参照されたい．
27IG(a, b)は逆ガンマ分布を表し，確率密度関数は π(x) ∝ (1/x)a+1 exp(−b/x)である．
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を考える（McCullagh and Nelder (1989)を参照）．ここで，ỹi = x′
iβ + bi +

(yi − nipi)/{nipi(1 − pi)}，τ2
i = 1/{nipi(1 − pi)}であり，MHアルゴリズ

ムを適用するときには現在の βの値で評価する．(13)式と βの事前分布を

組み合わせると，完全条件付分布は正規分布N (β̂, V̂)によって近似すること

ができる．ただし，

V̂−1 =
21∑
i=1

xix′
i

τ2
i

+ B−1
0 , β̂ = V̂

{
21∑
i=1

xi(ỹi − bi)
τ2
i

+ B−1
0 β0

}
である．ここでは正規分布を多変量 t分布に置き換え，提案分布として多変

量 t分布 Tν(β̂, V̂)を用いることにする．

最後に，biの完全条件付分布は

π(bi|β, σ2) ∝ pyi
i (1 − pi)ni−yi exp

(
− b2

i

2σ2

)
となる．変量効果についても，βと同様にして提案分布が tν(b̂i, v̂

2
i )であるMH

アルゴリズムによってサンプリングを行う．ただし，v̂2
i = σ2τ2

i /(σ2 + τ2
i )，

b̂i = v̂2
i (ỹi − x′

iβ)/τ2
i である．

Breslow and Clayton (1993)と同じ説明変数（定数項，種の種類，希釈液

の種類，交叉項）を用いて，(12)式のモデルを推定した結果が図 1に示されて

いる．推定に際しては，事前分布をβ0 = 0，B0 = 100I，n0 = 1，s0 = 0.01

とし，提案分布の自由度は ν = 20とした28．図 1より，本節のアルゴリズ

ムによって得られるサンプルには自己相関はほとんどなく，効率的であるこ

とが分かる29．また，採択確率もすべてのパラメータで 90%以上であり，修

正線形モデルにもとづく近似がうまくいっていると言える．表 1には，パラ

メータの事後平均と事後標準偏差が，Breslow and Clayton (1993)の罰則付

疑似最尤推定の結果と合わせて示されている30．ベイズ推定値と疑似最尤推

定値がほぼ同じであることが見て取れる．

(12)式は，次のように書き直すことができる：

yi ∼ Bi(ni, pi), log
pi

1 − pi
= µi, µi ∼ N (x′

iβ, σ2)

28自由度 ν の値は，採択確率が高くしかも提案分布の裾が厚くなるように調整した．
29コレログラムでは，横軸にラグをとり，縦軸には標本自己相関係数の値が示されている．
30サンプルの時系列プロットから収束を判断し，最初の 5000 個のサンプルを捨て残りの

10000個のサンプルから事後平均と事後標準偏差を計算している
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MHアルゴリズム 変数変換
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図 1: 種のデータ：サンプルの時系列プロットとコレログラム

表 1: 種のデータ：パラメータの推定値
ベイズ推定 罰則付疑似最尤推定

事後平均 事後標準偏差 推定値 標準誤差
定数項 -0.546 0.177 -0.542 0.190

種の種類 0.091 0.293 0.146 0.308

希釈液の種類 1.333 0.250 1.339 0.270

交叉項 -0.803 0.399 -0.825 0.430

σ 0.242 0.125 0.313 0.121

このとき，βのサンプリングはMHアルゴリズムを用いることなく，β|σ2, {µi} ∼

N (β̃, Ṽ)によって行うことができる31．ただし，Ṽ−1 =
∑21

i=1 xix′
i/σ2+B−1

0 ，

β̃ = Ṽ(
∑21

i=1 xiµi/σ2 +B−1
0 β0)である．第 5節で述べたように，問題によっ

てはこのような定式化を行った方が混合がよくなることもある．しかし，図 1

から，変数変換を行った方が自己相関の値が大きくなっており，ここでの分

析では混合の改善は見られなかった．

6.2 隠れマルコフモデルのベイズ推定

次の応用例として，Leroux and Puterman (1992)の胎動データを考える

ことにする．このデータには，ある羊の胎児が母体内で動いた回数が 5秒間

隔で記録されている．そこで，時点 tにおける胎動回数を ytと表記し，ポア

31これに伴い，µi と σ2 のサンプリングも若干の修正が必要である．
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ソン分布に従うと仮定する：

yt ∼ Po(µst) (t = 1, . . . , T )

ここで，Po(µst)は平均が µst であるポアソン分布を表す．また，st ∈ {1, 2}

は潜在変数を表し，Leroux and Puterman (1992)と同様に，推移行列が

T =

p11 p12

p21 p22


であるマルコフ連鎖に従うとする32．また，Tの不変分布を π0 = (π01, π02)

と表し，s1 ∼ π0であると仮定する．stは観測されない変数であり，マルコ

フ連鎖に従うことから，上のようなモデルを隠れマルコフモデルと呼ぶ．

ベイズ推定を行うため，パラメータ ({µi}, {pii}, {st})をギブス・サンプリ

ングによって事後分布からサンプリングする．いま，µiの事前分布をガンマ

分布 Ga(ai, bi)とすれば，完全条件付分布は

µi|{pii}, {st} ∼ Ga

ai +
∑
t∈Si

yt, bi + ni

 (i = 1, 2)

となる33．ここで，Si = {t : st = i}であり，niは Siの要素数を表す．

次に，piiの事前分布を Be(αi, βi)とすれば，piiの完全条件付分布は，

pii|{µi}, {st} ∼ Be(αi + nii, βi + nij) (i = 1, 2)

で与えられる．ここで，nij は状態 iから状態 jに推移した stの数を表す．

最後に stの完全条件付分布は，ベルヌーイ分布

π(st = i|{µi}, {pii}, {st′}t′ ̸=t) ∝


f(yt|µi)π0ipi,st+1 t = 1の場合

f(yt|µi)pst−1,ipi,st+1 1 < t < T の場合

f(yt|µi)pst−1,i t = T の場合

によって与えられる．ここで，f(y|µ)はポアソン分布の確率関数を表す．こ

の方法では，stを 1つずつサンプリングするため連鎖の混合が悪くなる場合
32Leroux and Puterman (1992)では，{st}が独立な場合も分析している．
33ガンマ分布 Ga(a, b)の確率密度関数は，π(x) ∝ xa−1 exp(−bx)で与えられる．
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がある．Chib (1996)では {st}を同時にサンプリングする方法が提案されて

おり，比較のためこれら 2つの方法を用いてモデルを推定することにする．

図 2には，{st}を同時にサンプリングしたとき（左側）と 1つずつサンプ

リングしたとき（右側）の µiの時系列プロットと標本自己相関係数のプロッ

トが示されている．標本自己相関係数のプロットを比べると，{st}を同時に

同時にサンプリング 1つずつサンプリング
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図 2: 胎動データ：サンプルの時系列プロットとコレログラム

サンプリングした方が自己相関が速くゼロに減少し，効率性がよくなること

が確認される．また，表 2にはパラメータの事後平均，事後標準偏差，非効

率性因子（IF）が示されている34．この表からも，同時にサンプリングした

方が効率性が改善されることが分かる．

表 2: 胎動データ：推定値と非効率性因子
同時にサンプリング 1つずつサンプリング

事後平均 事後標準偏差 IF 事後平均 事後標準偏差 IF

µ1 0.220 0.050 14.346 0.220 0.048 19.289

µ2 2.282 0.769 13.445 2.273 0.744 24.257

p11 0.968 0.024 16.195 0.968 0.023 20.295

p22 0.672 0.154 2.6689 0.671 0.148 4.7609

34ここでは，Chib (1996)と同じ事前分布を用いて分析を行った．また各統計量の値は，最
初の 5000個のサンプルを捨て残りの 10000個のサンプルから計算し，非効率性因子につい
ては 50までのラグを用いた．
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「21世紀の統計科学」第 III巻
日本統計学会HP版, 2008年 5月

第 III部 統計計算の展開と統計科学

第11章
逐次モンテカルロ法とパーティクル

フィルタ

生駒哲一1

「パーティクルフィルタ」とは逐次モンテカルロ法の最適フィル
タ問題への適用と位置づけられ、動的システムの状態推定問題
を状態空間中の多数の粒子の数値計算により近似的に解く方法
である。コンピューターの高い計算能力を駆使したパーティク
ルフィルタはカルマンフォイルタに比べると格段に広いクラス
の動的システムを扱うことができる魅力的なフィルタで、今後
も様々な分野で積極的に活用されるであろう。本章では状態推
定問題を定式化した後、逐次モンテカル法の枠組みでパーティ
クルフィルタを説明する。その後、もっとも簡単な特殊系であ
るモンテカルロフィルタと高度な特殊形のラオ=ブラックウエル
化を解説する。後半では、幾つかの応用事例により、パーティク
ルフィルタの特長を活かした利用方法を紹介する。

1九州工業大学工学部

290



第11章 逐次モンテカルロ法とパー
ティクルフィルタ

1 パーティクルフィルタ (Particle filters，粒子フィルタとも呼ばれる)とは，
コンピュータを駆使した状態推定法の一つである．状態空間中の多数の粒子
により状態の分布を近似し，粒子の値の数値計算により状態の分布を時間更
新する．近年のコンピュータ計算性能の向上に伴い，かなり実用的になって
きた手法である．そのアイデア自体は古くから（カルマンフィルタが発明さ
れた 1958年より後，1960年代終盤から）提案されてはいたが [2], [3], [14],
[15], [28], [29], [32]，当時のコンピュータは十分な性能を持たなかった為，一
旦は忘れ去られた．その後，コンピュータの性能が向上してきた 1990年代初
頭に，日本と英国で同時期に再発明された [12], [20]．
ここでの興味の対象は，時間的に変化する信号を扱うシステム，すなわち

動的システムである．動的システムが出力する信号の挙動を定めるのは，シ
ステムの内部状態とその時間変化規則，および各種の入力情報である．この
うち内部状態が主たる役割を果たす．今後この内部状態を，単に「状態」と呼
ぶことにする．ある時刻での状態が分かれば，以降の対象システムの挙動が
分かる．状態の時間変化規則は，対象についての経験的な知識に基づき，数
学モデルで記述する．これが「システムモデル」と呼ばれるものである．た
だし，我々は対象システムの時間変化を完全には把握できない為，決定論的
要素と確率論的要素の二つでシステムモデルを記述する．時間変化に関して
既知の事柄は決定論的に記述され，未知の事柄は確率論的に記述される．
状態は，直接には観測できないことがよくある．仮に直接観測ができたと

1Sep.21,2007
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しても，観測にまつわるノイズを伴うことが多い．これを，ノイズを含む観
測過程として，数学モデルで記述する．このモデルは「観測モデル」と呼ば
れる．例えば，状態に，観測にまつわるノイズが状態に足しあわされたもの
が観測値として得られる，といった観測モデルを立てる．また，状態の全て
が直接的に観測できるわけではなく，その一部分や，あるいは変換された値
しか観測できない状況も多い．観測モデルでは，このような状況も必要に応
じて記述する．
システムモデルと観測モデルの対で「状態空間モデル」が構成される．状

態空間モデルが既知で，初期値（初期分布）が既知の場合に，観測値が時々
刻々と与えられる状況を取り扱う．この状況で，観測値の時系列が与えられ
た下での状態の事後分布を求めることが「状態推定」である．パーティクル
フィルタとは，この状態推定を，状態空間中の多数の粒子を用いた数値計算
により，近似的に行う手法である．
本文では，実時間で動作するオンラインアプリケーションを念頭において，

主にフィルタ（ろ波）分布の推定について重点的に論じる．

1 状態空間モデルと状態推定

パーティクルフィルタを説明する前に，まず，状態空間モデルと状態推定
についての一般的事柄を定式化しておくことにする．以下では，離散時間シ
ステムを考え，離散時刻を整数 k = 0, 1, 2, · · ·で表す．時刻 k の状態ベクト
ルを xk，観測ベクトルを yk と表記する．
状態の時間変化，すなわち状態遷移を，システムモデル

xk ∼ f( · |xk−1) (1.1)

で表す．状態から観測値が得られる過程を，観測モデル

yk ∼ h( · |xk) (1.2)

で表す．二つのモデル中の条件付き確率分布 f(xk |xk−1) および h(yk|xk)は，
どちらも既知である．これらシステムモデルと観測モデルの対で，状態空間
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モデルが構成される．状態の初期分布を

p0(x0) (1.3)

とし，これも既知であるものとする．以降，やや特殊な表記法として，観測
や状態の時系列を，

y1:k ≡ {y1,y2, · · · ,yk} (1.4)

x1:k ≡ {x1,x2, · · · ,xk} (1.5)

と表すことにする．
式 (1.1)のシステムモデルは，状態遷移のマルコフ性

p(xk|x1:k−1,y1:k−1) = f(xk |xk−1) (1.6)

を仮定したことになる．すなわち，現時刻 kの状態 xk の確率分布は，１時
刻前の状態 xk−1 が与えられれば定まり，それよりも過去の状態や過去の観
測の有無に関わらず状態 xk の確率分布は同じである．これは，数学モデル
を扱う際に，式 (1.6) 左辺の確率分布が出てきた場合には，それをシステム
モデルで置き換えてよいことを意味する．
一方，式 (1.2)の観測モデルは，

p(yk|x1:k,y1:k−1) = h(yk|xk) (1.7)

を仮定したことになる．すなわち，現在の観測 ykの確率分布は，現在の状態
xk が与えられれば定まり，それより過去の状態や観測の有無には影響されな
い．システムモデルの場合と同様に，式 (1.7) の左辺が数学モデルの式中に
出てきた場合には，それを観測モデルで置き換えてよい．
状態推定とは，観測時系列 y1:k が与えられた下での状態の事後分布を求め

ることである．この事後分布は，観測時系列の最終時刻 kと状態の時刻 k′と
の関係で，予測 (k′ > k)，フィルタ（あるいは「ろ波」）(k′ = k)，平滑化
(k′ < k)の３つに分類することができる．本文では主にフィルタを扱うこと
にする．これは，動的システムを実時間で扱う場合を想定していることに相
当する．
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動的システムの実時間的扱に向いたものとして，観測値 yk が与えられる
度に状態系列の事後分布を時間更新する逐次ベイズの式

p(x1:k |y1:k) = p(x1:k−1|y1:k−1)
f(xk |xk−1)h(yk|xk)

p(yk|y1:k−1)
(1.8)

がある．この式は，次のように求めることができる．

p(x1:k |y1:k) = =
p(x1:k,yk|y1:k−1)

p(yk|y1:k−1)

= p(x1:k−1|y1:k−1)
p(xk,yk|x1:k−1,y1:k−1)

p(yk|y1:k−1)

= p(x1:k−1|y1:k−1)
f(xk |xk−1)h(yk |xk)

p(yk|y1:k−1)

2 逐次モンテカルロ法

逐次モンテカルロ法とは，分布の系列に従う粒子系列を効率的に生成する
方法の総称である．分布の系列として状態系列の事後分布，すなわち状態推
定を扱う特殊な場合がパーティクルフィルタである．パーティクルフィルタ
にもいくつかのバリエーションがある．すなわち，パーティクルフィルタと
は，逐次モンテカルロ法により動的システムの状態推定を行う方法の総称で
ある．逐次モンテカルロ法やその関連手法についての解説は，例えば [30] を
参照されたい．本節では，パーティクルフィルタについて述べた後，そのバ
リエーションの一つであるモンテカルロフィルタを説明する．

2.1 パーティクルフィルタ

現在の時刻を kとし，１時刻前 (k − 1)までの状態系列の事後分布に対し
重み付き粒子群による近似{(

x(i)
1:k−1, w

(i)
k−1

)}M

i=1
∼ p(x1:k−1|y1:k−1) (2.1)

が与えられているものとする．パーティクルフィルタは，観測 ykが得られた
とき，１時刻前の重みつき粒子群 (式 (2.1)) から，現在の時刻 kの重み付き
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粒子群 {(
x(i)

1:k, w
(i)
k

)}M

i=1
∼ p(x1:k|y1:k) (2.2)

を数値計算により得る手続きから成る．すなわち，事後分布に従う重み付き
粒子を時間更新するアルゴリズムから成る．
更新アルゴリズムでは，時刻 kの粒子をプロポーザル分布から生成し，重

み値を適切な値に更新する．その後，必要に応じてリサンプリングと呼ばれ
る復元抽出手続きを行う．
状態系列に対するプロポーザル分布は，

q(x1:k|y1:k) := q(x1:k−1|y1:k−1)q(xk|x1:k−1,y1:k) (2.3)

と分解される．右辺第一項 q(x1:k−1|y1:k−1) は，過去の粒子系列を生成した
プロポーザル分布であり，その条件部分には現在の観測 yk が含まれないこ
とに注意したい．過去の粒子を生成した時点では，現在の観測 yk はまだ得
られていない為，このような形になるのである．なお，右辺第一項に対して
も，式 (2.3) の関係を再帰的に適用し，分布を分解していくことになる．
現時刻 kの粒子を，プロポーザル分布で

x̃(i)
k ∼ q( · |x(i)

1:k−1,y1:k), i = 1, 2, · · · ,M  (2.4)

と生成する．生成した粒子 x̃(i)
k を，過去の粒子系列と合併して

x̃(i)
1:k := x(i)

1:k−1 ∪
{
x̃(i)

k

}
, i = 1, 2, · · · ,M  (2.5)

とし，これを現時刻 kまでの暫定的な粒子系列とする．ただし，このように合
併するのはあくまで数式上の扱いであって，実際にコンピュータで数値計算
を行う際には，特に必要がなければ粒子系列全体をメモリには保存せず，現
時刻の粒子のみを保存するようにする．
こうして得られた粒子群が， 式 (2.2) のように，現時刻までの状態系列の

事後分布を近似するようにしたい．そのためには，インポータンスサンプリ
ングの考え方に従い，粒子の重み w

(i)
k−1 を適切に更新する．インポータンス

サンプリングとは，近似したい分布（目的分布 p(x)）とは異なる分布である

295



プロポーザル分布 q(x)から粒子を生成するが，各粒子に適切な重み値を与え
ることで重み付き粒子群が目的分布の近似となるようにする方法である．イ
ンポータンスサンプリングの利点の一つとして，目的分布が複雑でその分布
に従う乱数生成が難しい場合，これを回避できる点がある．すなわち，目的
分布よりも単純な分布（例えば正規分布）をプロポーザル分布とし，それに
従う乱数を生成する．これに適切な重み値を付与して，目的分布を近似する
ようにする．また，インポータンスサンプリングでは，サンプル（乱数）の
配置が同じであっても，重みを調整することで，異なる分布を近似表現する
ことができる．
プロポーザル分布はある程度自由に定めることができるが，目的分布に近

いことが望ましい．目的分布の確率非零領域に対してプロポーザル分布から
粒子が生成されるようにするため，条件

∀x, p(x) > 0 ⇒ q(x) > 0 (2.6)

を満たす必要がある．また，数値計算上の留意事項として，後述する重み
（式 (2.7)） の値がオーバーフローしないように注意が必要で， そのためには
p(x) � q(x) とならないようにする．
インポータンスサンプリングにおける重みは，目的分布とプロポーザル分

布との比で与えられる．パーティクルフィルタにおいては，目的分布は事後分
布 p(x1:k|y1:k)であり，プロポーザル分布が q(x1:k |y1:k) であるから，重みは

wk ≡ wk(x1:k) ∝ p(x1:k|y1:k)
q(x1:k|y1:k)

(2.7)

となる．重みは粒子の相対的関係を表すものなので，重みの絶対的値は重要
ではない．そのため，重みは分布の比に比例する値をとっている．
重みの更新式は，事後分布の更新式 (1.8)から次のように得ることができ

る． 式 (1.8) の両辺をプロポーザル分布で割り，式 (2.3)を使って右辺のプ
ロポーザル分布を分解すると

p(x1:k|y1:k)
q(x1:k|y1:k)

=
p(x1:k−1|y1:k−1)
q(x1:k−1|y1:k−1)

f(xk |xk−1)h(yk|xk)
q(xk|x1:k−1,y1:k)p(yk|y1:k−1)

(2.8)
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を得る．重みの定義式 (2.7) より，左辺および右辺の第１項はそれぞれ時刻
kおよび k − 1の重みであるので，

wk(x1:k) ∝ wk−1(x1:k−1)
f(xk |xk−1)h(yk |xk)
q(xk|x1:k−1,y1:k)

(2.9)

となり，重みの更新式が導出された．パーティクルフィルタの手続きでは，こ
の式を用いて，各粒子の重み値 w̃

(i)
k ≡ wk(x̃(i)

1:k) を

w̃
(i)
k ∝ w

(i)
k−1

f(x̃(i)
k |x(i)

k−1)h(yk |x̃(i)
k )

q(x̃(i)
k |x(i)

1:k−1,y1:k)
, i = 1, 2, · · · ,M (2.10)

と更新する．
以上で述べた粒子の生成，重みの更新の後，リサンプリングを行うことで，

パーティクルフィルタの時間更新アルゴリズムは完了する．ただしリサンプ
リングは，重み値が粒子間で大きくばらついている時にのみ行えば十分であ
る．例えば極端だが，全粒子の重み値が等しい場合には，リサンプリングは
全く必要ない．このような状況でリサンプリングを行うと，モンテカルロ誤
差が無用に混入することになり，むしろ推定の精度が悪くなる．ここでのモ
ンテカルロ誤差は，リサンプリングの手続き中の復元抽出で用いる乱数系列
の，たまたまの値（実現値）について生じる．また，リサンプリングの手続
きは乱数生成などの複雑な処理を必要とすることから，なるべくならリサン
プリングを行わない方が計算量が減り好都合である．よって，重み値が均等
かあるいは偏っているかをまず判断して，リサンプリングを行うかどうか決
定するのが好ましい．
重み値が均等であるかどうかを測るひとつの尺度として，有効サンプルサ

イズ (Effective Sample Size)

ESS =
1∑M

i=1

(
w

(i)
k

)2 (2.11)

がある [23]．これは，有効に活用されている粒子の数を与える指標である．重
み値が全粒子について均等の場合，すなわち，全粒子が等しく活用されてい
る場合，ESS = M となる．一方，ある一つの粒子のみが非零重み値を持ち，
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他の全ての粒子は重み値 0を持つ極端な場合には，ESS = 1となる．これは
一つの粒子のみが活用され他の粒子は全く活用されていないことに相当する．
ESSの値について，実際上は適当な閾値を設けて，リサンプリングを行うか
どうかを判断することになる．
パーティクルフィルタは実時間のオンラインアプリケーションを志向して

いる．その計算量は，実時間実行に見合う程度に少ないことが必要である．ま
た，観測データ yk が与えられる度に行う処理は，時刻によらず一定のオー
ダーの計算量でなければ現実的ではない．すなわち，時間と共に計算量が増
えていくような処理は，実時間のオンラインアプリケーションには不向きで
ある．これらの点について，パーティクルフィルタは手続きが工夫されてい
る．その工夫の一つとして，過去の粒子を再利用するようになっている．す
なわち，過去の時刻の粒子については，現時刻では特に値の変更はせず，単
に再利用する．過去に㴑って計算しない為，計算量を粒子数のオーダーに抑
えることができる．よって，計算量のオーダーは，粒子数M の比例であり，
また時間に関して一定である．計算量が粒子数の累乗になったりせず，時間
と共に増大しないので，実時間のオンラインアプリケーションに向いている．
ただし，粒子数の多さがパーティクルフィルタの難点の一つであるが，粒子
ごと個別に行う計算が多いため，並列計算による高速化が期待される．
パーティクルフィルタの理論的裏づけと処理手順は以上の通りであるが，実

時間オンラインアプリケーションを想定した実際的状況では，次のような，よ
り簡単な手続きを用いることが多い．プロポーザル分布の条件部分には，１
時刻前の状態と現時刻の観測のみを用い，それよりも過去の状態や観測は用
いないようにする．すなわち，q(xk|x1:k−1,y1:k) = q(xk|xk−1,yk) とする．
これに伴い，保持する粒子も最新の１時刻分のみでよくなり，粒子群が近似
する分布は状態系列の事後分布ではなく，ある１時刻の状態の事後分布，す
なわちフィルタの分布となる．このことを考慮して，パーティクルフィルタ
の実用的なアルゴリズムをまとめると，図2.1 のようになる． ただし，より
実際的なアルゴリズムとして，式 (2.14)の計算は数値計算上の都合から対数
をとって行う．その外にも，重み値を対数重みから非対数重みへ戻す際に，値
がオーバフローしないような工夫も必要である．
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０．時刻 k − 1のフィルタ分布について，重み付き粒子群による近
似が与えられているものとする．

{(
x(i)

k−1, w
(i)
k−1

)}M

i=1
∼ p(xk−1|y1:k−1) (2.12)

１．プロポーザル分布より粒子を生成する．

x̃(i)
k ∼ q( · |x(i)

k−1,yk), i = 1, 2, · · · ,M (2.13)

２．重みを更新する．得られた重みは正規化されるものとする．

w̃
(i)
k ∝ w

(i)
k−1

f(x̃(i)
k |x(i)

k−1)h(yk|x̃(i)
k )

q(x̃(i)
k |x(i)

k−1,yk)
, i = 1, 2, · · · ,M (2.14)

３．リサンプリングを行う場合は

x(i)
k ∼

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

x̃(1)
k with prob. w̃

(1)
k

x̃(2)
k with prob. w̃

(2)
k

...
...

x̃(M)
k with prob. w̃

(M)
k

i = 1, 2, · · · ,M (2.15)

と復元抽出を行い，重みを次の通り均等化する．

w
(i)
k := 1/M, i = 1, 2, · · · ,M (2.16)

リサンプリングを行わない場合は，粒子と重みはそのままで，

x(i)
k := x̃(i)

k , w
(i)
k := w̃

(i)
k , i = 1, 2, · · · ,M (2.17)

とする．
４．以上の手続きにより，時刻 kのフィルタ分布を近似する重み付
き粒子群が得られる．

{(
x(i)

k , w
(i)
k

)}M

i=1
∼ p(xk|y1:k) (2.18)

図2.1: パーティクルフィルタのアルゴリズム
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統計解析においては，尤度や情報量規準を用いてモデルパラメータの推定
やモデル選択を行いたい場合がある．パーティクルフィルタでは，時刻 kで
の尤度を

p(yk|y1:k−1) =
∫

h(yk|xk)p(xk|y1:k−1)dxk

	
M∑
i=1

h(yk|x̃(i)
k|k−1)w

(i)
k−1

(2.19)

と計算する．ここで，粒子 x̃(i)
k|k−1はシステムモデルにより x̃(i)

k|k−1 ∼ f(xk |x(i)
k−1)

と生成したもので，正規化重みw
(i)
k−1との組にて１期先予測の分布p(xk|y1:k−1)

を近似している．実際のアルゴリズムでは，式 (2.19)は対数を取って計算す
る．これにより対数尤度が得られるので，そこから情報量規準も計算するこ
とができる．
本文はフィルタ分布の推定に重点を置いたものであるが，アプリケーショ

ンによっては平滑化 p(xk−L|y1:k) （ただし Lは正の整数）が必要になる場
合もあるので，これについて少し触れておく．パーティクルフィルタによる
平滑化は，一見すると，単に過去の時刻の粒子を保持しておき，それに現時
刻 kの重みが伴う形

{(
x(i)

k−L, w
(i)
k

)}M

i=1
で良いように思えるが，これはうま

く機能しない．その理由は，リサンプリングの手続きにより粒子のバリエー
ションが減るからである．時刻を kから㴑るにつれて粒子のバリエーション
はますます減ってゆき，㴑る時刻 Lが大きいとき，極端な場合には全て同じ
値の粒子ばかりになってしまう．そのため，平滑化分布を表すのに十分な粒
子のバリエーションが得られなくなるのである．
平滑化分布をうまく得るための方法がいくつか工夫されている．N > kに

ついて，例えば，固定区間平滑化の式

p(xk |y1:N ) = p(xk|y1:k)
∫

p(xk+1|y1:N )f(xk+1|xk)
p(xk+1|y1:k)

(2.20)

に基づき，粒子の配置はそのままで，時刻を㴑りながら重みを調整する方
法 [6] や，重みの調整だけでなく過去の粒子を新たに生成する方法として，
Two-filter-formula

p(xk|y1:N ) ∝ p(xk|y1:k−1)p(yk:N |xk) (2.21)
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を後退アルゴリズムで時刻を㴑りながら粒子と重みで近似する方法 [20] [31]
がある．また，状態系列の事後分布を

p(x1:N |y1:N ) = p(xN |y1:N )
N−1∏
k=1

p(xk|xk+1:N ,y1:N ) (2.22)

と分解し，右辺積の各項が

p(xk|xk+1:N ,y1:N ) = p(xk|xk+1,y1:k) ∝ p(xk|y1:k)f(xk+1|xk) (2.23)

となることを用いて，比較的少ない計算量で平滑化分布に従う重み付き粒子
を求める方法 [11] もある．
アプリケーションによっては，分布から特性値を求める必要がある．パー

ティクルフィルタにおいて得られた重み付き粒子から，分布の特性値を求め
る方法について若干述べておく．特性値の種類によってその方法は異なるが，
求めやすいのは分布の期待値で，粒子の重み付き平均を計算すればよい．分
散についても，重みを考慮した分散値を計算すればよい．これらの計算は，リ
サンプリング後であれば重みが均一になるので，もっと簡単な計算で済むが，
モンテカルロ誤差がリサンプリング前よりも増す点に注意しよう．メジアン
については，状態ベクトルのうちメジアンを取りたい一変量について，粒子
の持つ値を大きさの順に並べて，重みが均一の場合には中央に位置する粒子
の値をとればよい．リサンプリング前であれば，正規化重みの累積和を計算
してゆき，それが 0.5になるときの変量の値を求めればよい．区間推定や確率
計算についても，メジアンの計算と同様の原理で可能である．ただし，メジ
アンの計算には，整列や累積和といったやや複雑な計算を含むことに注意し
よう．また，分布の裾の領域について確率を計算することは，その領域に粒
子があまり存在しないので不向きである．MAP（事後確率最大）推定値を求
めるには，例えばカーネル密度関数推定を用い，推定した密度関数の最大値
を求めることで原理的には可能だが，計算量が非常に大きくなる点が問題で
ある．これを粒子近似のレベルで効率よく求める方法も研究されている [10]．

301



2.2 モンテカルロフィルタ

モンテカルロフィルタ [20] とは，パーティクルフィルタの一種で，事後分
布に従う多数の粒子を用いて状態推定を行う方法の一つである．そのアルゴ
リズムは時間更新の形式で，カルマンフィルタと同様に１期先予測とフィル
タリングの手続きを交互に，時刻を進めながら実行するものとなっている．モ
ンテカルロフィルタはアルゴリズムが簡単であるため，パーティクルフィル
タの中でもよく使われている．モンテカルロフィルタの分かり易い解説とし
ては，[33] を参照されたい．
モンテカルロフィルタはパーティクルフィルタの特殊な場合になっており，

プロポーザル分布としてシステムモデルを用いる．

q(xk|xk−1,yk) = f(xk|xk−1) (2.24)

これより，重みの更新式 (2.14)では，分子のシステムモデルと分母のプロポー
ザルが同一となり消去される．また，リサンプリングを毎回行うので，前時
刻の重みは粒子間で均等である．これらより，モンテカルロフィルタの重み
の更新式は，前時刻の重みを用いずに，観測モデル hのみの簡潔な形となる．
モンテカルロフィルタのアルゴリズムは次の通りである．現在の時刻を k

とし，１時刻前（時刻 k−1）のフィルタ分布の粒子群が次で与えられている．{
x(i)

k−1

}M

i=1
∼ p(xk−1|y1:k−1) (2.25)

まず，１期先予測の粒子を，システムモデルに従い

x̃(i)
k ∼ f(xk |x(i)

k−1), i = 1, 2, · · · ,M (2.26)

と生成する．そして，現時刻の観測データ yk を観測モデルに代入して各粒
子の尤度を計算し，これに比例する重み値を得る．

w
(i)
k ∝ h(yk|x̃(i)

k ), i = 1, 2, · · · ,M (2.27)

ここで計算した重み値は，正規化されているものとする．すなわち，重みの
総和は１である．最後に，重みに比例する確率で粒子を復元抽出するリサン
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プリングを行う．適当な乱数系列を用いて

x(i)
k ∼

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

x̃(1)
k with prob. w

(1)
k

x̃(2)
k with prob. w

(2)
k

...
...

x̃(M)
k with prob. w

(M)
k

i = 1, 2, · · · ,M (2.28)

と復元抽出を行い，これにより現時刻 kのフィルタ分布の粒子群{
x(i)

k

}M

i=1
∼ p(xk|y1:k) (2.29)

を得る．以上がモンテカルロフィルタの時間更新アルゴリズムである．これ
を図 2.1 に概念的に示す．
図 2.1では，一時刻前（k −1）のフィルタ分布に従う粒子群からスタート

し，システムモデルに基づく一期先予測をまず行う（式 (2.26)）．ここでは，
典型的には，システムモデルが差分方程式

xk = F(xk−1) + vk, vk ∼ N(0,Q) (2.30)

で表され，決定論的な状態遷移 F (·)と，システムノイズ vk の確率論的な変
動とが，各粒子に与えられる．次に，一期先予測の各粒子について尤度を計
算し，これを粒子の重みとする（式 (2.27)）．尤度関数は，観測したデータ
と観測モデルから与えられる．最後に，リサンプリングとして，重みに比例
する確率で粒子の復元抽出を行い，現時刻 kのフィルタ分布に従う粒子群を
得る．
モンテカルロフィルタの利点として，プロポーザル分布選択の必要がなく，

アルゴリズムが簡単なことなどが挙げられる．重みの計算式が式 (2.27) のよ
うに観測モデル hだけから成り，システムモデル f の値を計算する必要がな
い．また，尤度の計算についても

p(yk|y1:k−1) 	 1
M

M∑
i=1

h(yk|x̃(i)
k ) (2.31)

となり，重みの計算式 (2.27) の結果を単に用いるだけで済む．
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図 2.1: モンテカルロフィルタの概念図

システムモデルが対象を十分よく記述している場合には，式 (2.26)の１期
先予測で生成される粒子がフィルタ分布の高確率領域に多数配置し，その結
果モンテカルロフィルタはうまく動作する．しかし，システムモデルが対象
とかけ離れている場合には問題が生じる．このような対象とモデルとの乖離
は，実世界の課題を扱う際にはよく生じることである．システムモデルが対
象と異なるため，１期先予測で生成される粒子がフィルタ分布の高確率領域
とは異なる領域に集中すると，リサンプリングの際には高確率領域に存在す
るごく少数の粒子が多数回復元抽出されてフィルタ分布を近似表現すること
になる．粒子のバリエーションが少ないことから，近似精度が悪く，場合に
よっては１点に縮退した分布となってしまう．このような状況では，粒子数
を非常に多くしなければ，十分な近似性能を得られないことになる．このこ
とを図 2.1 に概念的に示す．モンテカルロフィルタを用いる場合には，この
点に注意する必要がある．
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図 2.2: モンテカルロフィルタの問題点

3 ラオ－ブラックウェル化

パーティクルフィルタとは，逐次モンテカルロ法の最適フィルタ問題への
適用で，いくつかの特殊形や改良を含むフィルタリング手法の総称であった．
前節で述べたモンテカルロフィルタは，パーティクルフィルタの最も簡単な
形の特殊形であった．ここでは別の特殊形として，ラオ－ブラックウェル化
[4] と呼ばれるテクニックについて説明する．
状態ベクトル xの要素を二つの部分に分け

x = {z, θ}  (3.1)

と書くことにしよう．これに対応して，目的分布 p(x)も

p(x) = p(θ)p(z|θ) (3.2)

と分解する．このとき，右辺において，第二項の分布が解析的に求められる
ならば，第一項の分布についてのみ粒子を用いて推定すれば十分である．右
辺第二項の分布については，粒子を条件部分に代入し，解析的手続きにより
求める．このようにすることで，粒子近似で扱う状態空間の次元を減らすこ
とができ，近似の精度も良くなる．これがラオ－ブラックウェル化の基本的
な考え方である．
ラオ－ブラックウェル化されたパーティクルフィルタ [7] では，解析的に求

める分布（すなわち，式 (3.2)右辺第二項の分布）は， 典型的には， カルマ
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ンフィルタで求めることになる．この状況は，θk が与えられた下での線形ガ
ウス状態空間モデル{

zk = F(θk)zk−1 + G(θk)vk, vk ∼ N(0,Qk)
yk = H(θk)zk + wk, wk ∼ N(0,Rk)

(3.3)

で表すことができる．ここで，Qk や Rk も θk に依存して構わない．一方，
状態 xk = {zk, θk} のうち粒子近似で求める部分 θk については，システムモ
デル

θk ∼ fθ( · |θk−1) (3.4)

に従うものとする． 式 (3.3)の状態空間モデルは方程式のスタイルで記述さ
れたものであるが，これを統計モデル（確率分布）のスタイルで記述すれば{

zk ∼ fz( · |zk−1, θk)
yk ∼ h( · |zk, θk)

(3.5)

となる．これらのモデル式は，式 (1.6) や式 (1.7) と同様，

p(θk|z1:k−1, θ1:k−1,y1:k−1) = fθ(θk|θk−1) (3.6)

p(zk |z1:k−1, θ1:k,y1:k−1) = fz(zk|zk−1, θk) (3.7)

p(yk|z1:k, θ1:k,y1:k−1) = h(yk|zk, θk) (3.8)

を仮定したことになる．
さて，状態のうち粒子近似で計算を行う部分 θk について，状態系列の事後

分布を時間更新する逐次ベイズの式は，式 (1.8) と同様に

p(θ1:k |y1:k) = p(θ1:k−1|y1:k−1)
fθ(θk |θk−1)p(yk |y1:k−1, θ1:k)

p(yk|y1:k−1)
(3.9)

となる．ただし，右辺分子第二項の分布 p(yk|y1:k−1, θ1:k) が，式 (1.8) とは
異なる点に注意する．これは尤度であり，状態 xk = {zk, θk} のうち zk をカ
ルマンフィルタで求める際に得ることができる．

306



zk に対するカルマンフィルタの計算は，１期先予測とフィルタリングから
成る．これらを確率分布の式で表すと，１期先予測は

p(zk |y1:k−1, θ1:k) =
∫

p(zk−1|y1:k−1, θ1:k)p(zk|zk−1, θ1:k,y1:k−1)dzk−1

=
∫

p(zk−1|y1:k−1, θ1:k−1)fz(zk |zk−1, θk)dzk−1

(3.10)
と書ける．ここで，二つめの等号では，式 (3.7)と，関係

p(zk−1|y1:k−1, θ1:k) = p(zk−1|y1:k−1, θ1:k−1) (3.11)

を用いた．この式は，式 (3.6) を用いて導出することができる．一方，フィ
ルタリングは

p(zk |y1:k, θ1:k) =
p(zk |y1:k−1, θ1:k)h(yk|zk, θk)

p(yk|y1:k−1, θ1:k)
(3.12)

と書ける．この式の分母より，式 (4.48) で用いる尤度が求まる．
重みの更新式は，時刻 kの粒子をプロポーザル分布 qθ(θk|θk−1,yk) から生

成するとき，式 (2.9)の導出と同様にして，式 (3.9)から

wk(θ1:k) ∝ wk−1(θ1:k−1)
fθ(θk|θk−1)p(yk|y1:k−1, θ1:k)

qθ(θk|θk−1,yk)
(3.13)

と得られる．
以上の原理に従い，ラオ－ブラックウェル化されたパーティクルフィルタ

のアルゴリズムをまとめると図 3.1 – 3.2 の通りになる．ここで，記号を明確
にしておく．状態空間中の粒子は，パーティクルフィルタで計算を行う部分
θ
(i)
k と，カルマンフィルタで解析的に計算を行う部分 z(i)

k|k とに分けられる．
解析的に計算を行う部分 z(i)

k|k は，θ
(i)
k が与えられた下では正規分布に従うの

で，その平均ベクトル z̄(i)
k|k と分散共分散行列V(i)

k|k で表す．ここで添え字の
k|kは，縦棒 |̓ の̓左が状態の時刻，右が観測時系列の最終時刻を表す．す
なわち，k|kはフィルタ分布であることを表し，k|k − 1は１期先予測である
ことを表す．これらの記号を使って粒子を表すと，時刻 kのフィルタ分布に
ついては次式となる． (

θ
(i)
k , z̄(i)

k|k,V(i)
k|k
)

(3.14)
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０．時刻 k− 1のフィルタ分布の重み付き粒子群が与えられている．
{(

θ
(i)
k−1, z̄

(i)
k−1|k−1,V

(i)
k−1|k−1, w

(i)
k−1

)}M

i=1
(3.15)

１．プロポーザル分布から粒子を生成する．

θ̃
(i)
k ∼ qθ( · |θ(i)

k−1,yk), i = 1, 2, · · · ,M (3.16)

２．粒子系列 θ̃
(i)
1:k が与えられた下でのカルマンフィルタの手続き

を，各粒子（i = 1, 2, · · · ,M）について以下の通り行う．

2-1 １期先予測
１期先予測 p(zk |y1:k−1, θ̃

(i)
1:k) の平均と分散を求める．（A′は行列A

の転置を表す）{
z̄(i)

k|k−1 = F(θ̃(i)
k )z̄(i)

k−1|k−1

V(i)
k|k−1 = F(θ̃(i)

k )V(i)
k−1|k−1F

′(θ̃(i)
k ) + G(θ̃(i)

k )QkG′(θ̃(i)
k )
(3.17)

2-2 尤度
尤度 p(yk|y1:k−1, θ̃

(i)
1:k) の平均と分散を求める．

{
ȳ(i)

k|k−1 = H(θ̃(i)
k )z̄(i)

k|k−1

Σ(i)
k|k−1 = H(θ̃(i)

k )V(i)
k|k−1H

′(θ̃(i)
k ) + Rk

(3.18)

2-3 フィルタ分布
フィルタ分布 p(zk|y1:k, θ̃

(i)
1:k) の平均と分散を求める．⎧⎨

⎩
˜̄z(i)

k|k = z̄(i)
k|k−1 + K(i)

k

[
yk − ȳ(i)

k|k−1

]
Ṽ(i)

k|k =
[
I− K(i)

k H(θ(i)
k )
]
V(i)

k|k−1

(3.19)

図 3.1: ラオ－ブラックウェル化パーティクルフィルタのアルゴリズム（前半）
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ここでK(i)
k は第 i粒子のカルマンゲインである．

K(i)
k = V(i)

k|k−1H
′(θ̃(i)

k )
[
Σ(i)

k|k−1

]−1

(3.20)

３．重みの更新を行う．i = 1, 2, · · · ,M について

w̃
(i)
k ∝ w

(i)
k−1

fθ(θ̃
(i)
k |θ(i)

k−1)N(yk ; ȳ(i)
k|k−1,Σ

(i)
k|k−1)

qθ(θ̃
(i)
k |θ(i)

k−1,yk)
(3.21)

ここでN(y; ȳ(i),Σ(i)) は，平均ベクトル ȳ(i) 分散共分散行列Σ(i)

の正規分布の確率密度関数に，yを代入したものである．

４．リサンプリングを行う場合は，粒子 θ̃
(i)
k ，平均ベクトル ˜̄z(i)

k|k，
分散共分散行列 Ṽ(i)

k|k をまとめて扱い，これを重み w̃
(i)
k に比例する

確率でM 回復元抽出を行う．リサンプリングで抽出された粒子を
θ
(i)
k ，平均ベクトルを z̄(i)

k|k，分散共分散行列をV(i)
k|k と表す．重みは

均等化し w
(i)
k = 1/M とする．

リサンプリングを行わない場合は，粒子と重みはそのままとする．

θ
(i)
k := θ̃

(i)
k ，̄z

(i)
k|k := ˜̄z(i)

k|k，V
(i)
k|k := Ṽ(i)

k|k,

w
(i)
k := w̃

(i)
k , i = 1, 2, · · · ,M (3.22)

５．以上の手続きにより，時刻 kのフィルタ分布の重み付き粒子群
が得られる． {(

θ
(i)
k , z̄(i)

k|k,V(i)
k|k, w

(i)
k

)}M

i=1
(3.23)

図 3.2: ラオ－ブラックウェル化パーティクルフィルタのアルゴリズム（後半）
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4 応用事例

パーティクルフィルタの特長を活かした応用事例をいくつか紹介する．各々
の事例にて，用いている状態空間モデルと，その特徴や性質を簡単に解説す
る．なお，状態推定の方法については，原理的には，前節までで述べた各種
方法から一つを適宜選んで用いればよい．粒子による事後分布の近似がうま
く機能していれば，パーティクルフィルタの計算手続きに対して特に気を使
う必要はない．最も簡単な特殊形であるモンテカルロフィルタを用いれば十
分であることも多い．特別なプロポーザル分布を用いる場合には，そこに分
析者の工夫を入れることができるが，その良し悪しによって推定性能も変わ
るので注意が必要である．紙面の都合上，各モデルを詳細に解説することは
できないので，より詳しい内容については，個々の参考文献や，逐次モンテ
カルロ法について包括的書かれた書物 [8] などを参照されたい．

4.1 非線形モデル

パーティクルフィルタがその威力を発揮するのは，典型的には，システム
の非線形性により状態の分岐が生じる場合や，観測過程に強い非線形性があ
り，それにより縮退等が生じる場合である．これらの場合のデモンストレー
ションとしてよく引用される非線形モデルが⎧⎪⎪⎨
⎪⎪⎩

xk =
1
2
xk−1 +

25xk−1

1 + (xk−1)
2 + 8cos (1.2k) + vk, vk ∼ N(0, τ 2)

yk =
(xk)2

20
+ wk, wk ∼ N(0, σ2)

(4.1)
である [1]．上の式がシステム方程式，下の式が観測方程式である．システム
方程式は，状態 xk の時間変化について非線形となっている．この式は，状
態値が正または負の領域にてしばらくの間時間変化を繰り返し，時々，正の
領域から負の領域へ（あるいはその逆へ）急変するという性質を持つ．一方，
観測方程式は，状態 xkの２乗から観測値を得ており，状態値の符号情報が欠
落して観測される点が特徴的である．このため，１時刻の観測値だけからは，
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図 4.1: 非線形モデルの推定例

状態の正負は判らないようになっている．
現時刻の観測値が状態の符号情報を直接的に与えなくても，状態推定では

観測時系列が与えられた下での状態の事後分布を求めるので，観測時系列を
総合して考えることになり，状態の符号が判る．推定の際，状態には正およ
び負の二つの可能性がある為，状態推定の分布には峰が二つあるものを想定
することが必要である．カルマンフィルタは状態推定を正規分布で表すので，
このような２峰の分布は扱えない．カルマンフィルタにおいて，状態の正負
の分岐が生じるような推定方法を考えることもできるが，現時刻の正負２状
態から次時刻の正負２状態への遷移は４通りの経路があり，遷移を繰り返す
と経路の組み合わせ数は大きなものとなってしまう．一方，パーティクルフィ
ルタでは，このような組み合わせ的状況も，上述したアルゴリズムを単に実
行するだけで粒子群が自動的に適応して配置され，適切に扱うことができる．
非線形モデルについて，コンピュータシミュレーションにより推定した結

果を図 4.1 に示す．図にて，点線が観測値（データ），実線が推定結果，○印
が真の状態値である．推定結果をみると，観測値は常に正であるにも関わら
ず，真の状態値に近い推定値が得られているのが分かる．
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4.2 非ガウスモデル

非ガウス分布を用いると，状態推定に多峰の分布が現れて，興味深い結果
を得る場合がある [19]．１階のトレンドモデル{

xk = xk−1 + vk

yk = xk + wk

(4.2)

において，もしシステムノイズ vk と観測ノイズ wkが共にガウス分布であれ
ば，線形ガウス状態空間モデルとなりカルマンフィルタで状態推定が可能で
ある．しかしどちらか一方（あるいは両方とも）を非ガウス分布にすると，状
態推定は大きく異なる挙動を示すようになる．ここでは特に，コーシー分布
などの裾の重い分布を用いる場合を説明する．
コーシー分布は単峰の確率密度関数を持ち，主として峰付近の値を取るが，

稀に裾の値を取る．この特性は，状態推定にも影響を与える．具体的には，
コーシー分布の峰と裾の二つの可能性を反映した，２峰の分布が状態推定の
結果として現れる．パーティクルフィルタによる状態推定では，現時刻の分
布を２峰のまま推定し，どちらか一方に決めてしまわないようにする．そこ
では，粒子集合が二つのクラスタを形成する．時間が経つにつれてデータが
増えていくと，２峰のうちどちらであったかが判るようになるので，その時
点で２峰のうち一方が正解であったことが分かる．これに対しカルマンフィ
ルタでは単峰の正規分布で推定するため，２峰のうちどちらか一方に正規分
布を配置する．選んだ峰がたまたま正解であればよいが，そうでない場合に
は時間を㴑って推定をやり直さなければならない．あるいは，２峰の中間の
ような無意味な領域に正規分布を配置する場合もあり，その結果，推定精度
や追従性能が悪くなる．
以下，システムノイズおよび観測ノイズに，それぞれコーシー分布を用い

た場合の推定例について述べる．まず，システムノイズにコーシー分布を用
いると，状態の時間変化について前時刻とほぼ同じであるが稀にジャンプが
生じる状況を表すことになる．この状況について，コンピュータシミュレー
ションにより推定を行った結果を図 4.2 に示す．図にて，真の状態は太線の
点線で示され，時刻 k = 25, 50, 75, 100において値の突発的な変化を持ち，そ
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れ以外の時刻では一定値を取る．この真の状態値に，独立なガウス分布に従
う観測ノイズを加えたものを観測値（データ）とし，図ではこれを○印で表
した．システムノイズがガウス分布の場合と，コーシー分布の場合とについ
てそれぞれ推定を行い，結果を図中の (a)および (b)に示した．ガウス分布
の場合には，分散が大きい時と小さい時について推定を行った．それぞれの
結果は，図 (a)中の実線および点線である．
図 (a)を見ると，分散の大きなガウス分布をシステムノイズに用いると，状

態値の突発的な変化に追従しやすくなる反面，値の変化しないところでは観
測値に追随するような推定値となり，安定した推定が行えていない．一方，分
散の小さなガウス分布を用いた場合には，状態の値が変化しないところでは
安定した推定が行えるものの，突発的な変化への追従が遅くなる．これに対
し，コーシー分布をシステムノイズに用いた場合には，図 (b)の実線で示し
た推定値のように，安定した推定と突発的変化への速い追従の，両方の性質
が得られているのが分かる．
次に，観測ノイズにコーシー分布を用いると，主として真値近傍の値が観測

ノイズを伴い観測されるが，稀に外れ値が生じる状況を表すことになる．こ
の状況について，コンピュータシミュレーションにより推定を行った結果を
図 4.3 に示す．ここでは正弦波のトレンドを持つ状態値が，ガウス分布の観
測ノイズを伴って観測され，稀に外れ値が混入する状況を扱った．図では，外
れ値が，時刻 k = 13, 38, 63, 88において生じている．観測ノイズにガウス分
布を用いる場合と，コーシー分布を用いる場合とについて推定を行った．推
定結果を図中の (a)および (b)にそれぞれ示す．ガウス分布を用いる場合に
は，その分散が大きい時と小さい時について推定した．分散が大きい時には
観測値をあまり信用しないような推定結果が得られ，その為外れ値に対して
は頑健になるものの，外れ値でないデータに対しての追従性は悪くなる．一
方，分散が小さい時には，データに対する追従性は確保されるが，外れ値に
対しても追従してしまい，推定値が外れ値に引きずられるような結果となる．
これに対し，コーシー分布を観測ノイズに用いた場合が図4.3(b)である．図
を見ると，追従性と，外れ値に対する頑健性の両方が同時に実現されている
のが分かる．
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(a) システムノイズにガウス分布を用いた場合

(b) システムノイズにコーシー分布を用いた場合

図 4.2: 稀にジャンプが生じるデータの推定例
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(a) 観測ノイズにガウス分布を用いた場合

(b) 観測ノイズにコーシー分布を用いた場合

図 4.3: 外れ値を含むデータの推定例
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さて，プロポーザル分布の設計例とその効果を示すために，システムノイ
ズにコーシー分布を用いる場合を例に挙げて説明しよう．図 4.2に示した推
定よりも，さらにシステムノイズの分散を小さくしてみる．コーシー分布に
ついては，分布の広がりパラメータを小さくする．そうすると，システムモ
デルで生成される粒子は前の時刻とほぼ同じ位置のものが大半となり，時刻
k = 25, 50, 75, 100における値の突発的な変化に追従できるような粒子は生成
されないことになる．
これに対し，プロポーザル分布に，観測データ yk を中心とするガウス分

布を補助的に用いると，推定結果が改善される．プロポーザル分布としては，
２つのコンポーネントを持つ混合分布を使い，0.2の確率で観測データを中
心とするガウス分布を，残りの確率でシステムモデルを用いた．観測データ
を中心とするガウス分布は，ある程度大きな分散値を持つものとする．図4.4
に推定の結果を示す．実線がプロポーザル分布を用いた場合，破線が用いな
い場合である．図 4.2と同様に，データは○印で示し，真値も破線で示して
ある．
システムノイズにガウス分布を用いた場合はカルマンフィルタでも推定可

能であるが，ここではパーティクルフィルタにより推定を行った．システム
ノイズの分散が小さいため，破線の推定結果のように，時刻 k = 25での最初
の突発的変化に追従できずに，粒子群が真値を見失ってさまよっているのが
わかる．これに対し，プロポーザル分布を使った場合が実線の推定結果であ
る．プロポーザル分布により粒子が真値の付近にも生成されるため，分散の
小さなシステムノイズを用いた推定に特有の遅い追従を粒子により正しく表
している．
システムノイズにコーシー分布を用いた場合についても，同様のプロポー

ザル分布を使って推定を行った．プロポーザル分布を使わない推定結果が破
線であるが，時刻 k = 25, 50, 75, 100において値が突発的に変化しているの
に追従できない場合がある．また，真値が一定の箇所については，一旦生じ
たバイアスがなかなか回復しない現象も見られる．一方，プロポーザル分布
を使えば，実線で示したような真値付近の推定値が正しく得られる．
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(a) システムノイズにガウス分布を用いた場合

(b) システムノイズにコーシー分布を用いた場合

図 4.4: 小さなシステムノイズでの推定：プロポーザル分布に観測データを中
心とするガウス分布とシステムモデルの混合分布を用いた場合
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4.3 ターゲット・トラッキング

レーダー等の観測に基づく飛行機や宇宙船等のターゲット追跡は，動的シ
ステムにおける最適フィルタリングの古典的かつ代表的な問題である [27]．カ
ルマンフィルタが提案された時期にはちょうどアポロ計画が進行中であり，月
へ航行する宇宙船の位置速度を可能な限り精確に求めるためにカルマンフィ
ルタが用いられた [13]．これには，遠方に位置する宇宙船の位置が地上からで
は正確には観測できないことと，月軌道投入や大気圏再突入の際に失敗しな
い為に正確な情報が必要なことが大きな要因としてある．宇宙船の軌道に関
する方程式は一般に非線形であるが，これを線形化して用いる拡張カルマン
フィルタが考案され使われた．どちらのフィルタも状態推定にはガウス分布
が仮定されており，ここがパーティクルフィルタとは大きく異なる点である．
ターゲット・トラッキングの概要を示すため，簡単な２次元での追跡モデ

ルを例に挙げよう．追跡対象の２次元位置を pk，速度を sk，加速度を ak と
表す．追跡対象のダイナミクスに関して特に先験的知識がない場合を考える
ことにする．この場合は，典型的なシステムモデルとして，確率差分方程式⎡
⎢⎣

pk

sk

ak

⎤
⎥⎦ =

⎡
⎢⎣

I T I T 2I

0 I T I

0 0 I

⎤
⎥⎦
⎡
⎢⎣

pk−1

sk−1

ak−1

⎤
⎥⎦+

⎡
⎢⎣

T 3I

T 2I

T I

⎤
⎥⎦vk, vk ∼ N(0,Q)

(4.3)
が用いられる．ここで Iおよび 0は，2 × 2の単位行列および零行列である．
また T は，連続時間システムを離散時間化した際のサンプリングタイムであ
る．離散時間化する前の連続時間システムは，確率微分方程式

d

dt

⎡
⎢⎣

p(t)
s(t)
a(t)

⎤
⎥⎦ =

⎡
⎢⎣

0 I 0

0 0 I
0 0 0

⎤
⎥⎦
⎡
⎢⎣

p(t)
s(t)
a(t)

⎤
⎥⎦+

⎡
⎢⎣

0

0
I

⎤
⎥⎦v(t), v(t) ∼ N(0,Q)

(4.4)
である．
システムモデルの意味するところは， 式 (4.4) の連続時間モデルから解釈

すると分かりやすい．式中の状態ベクトルの要素に着目すると，加速度 a(t)
の微分（変化量）が白色ガウス過程 v(t)に従っており，これがモデルの本質
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部分である．その他の要素，速度 s(t)および位置 p(t)は，それぞれの微分が，
微分階数の一つ高い加速度および速度に等しくなることを表しているに過ぎ
ない．よってこのシステムモデルは，加速度の変化に対して時間的滑らかさ
を想定した式となっている．なお，加速度は位置の２階微分であるが，滑ら
かさを想定する要素の微分階数 dを変更することで，ターゲット位置の時間
変化の滑らかさを調節することができる．より高い微分階数の要素を用いれ
ば，より滑らかな時間変化を仮定することになる [18], [21]．
観測モデルでは，まず観測者の位置を原点としよう．ターゲットの位置

pk = [px
k, py

k]′ のみが観測され，それに観測ノイズが加わるモデルでもよいが，
より実際的には，レーダー等による観測を想定して，極座標の観測方程式
[

rk

θk

]
=

⎡
⎣
√

(px
k)2 + (py

k)2

atan (py
k, px

k)

⎤
⎦+

[
wr

k

wθ
k

]
,

[
wr

k

wθ
k

]
∼ N(0,R) (4.5)

が用いられる．ここで atan (y, x)は tan−1 (y/x)を適宜計算する関数である．
拡張カルマンフィルタでは， 式 (4.5)の非線形な観測過程を線形化した上

でガウス観測ノイズを加えたものを観測モデルとし，推定にはカルマンフィ
ルタを用いる．しかし，このようにすると，観測ノイズの分布が元の式とは
異なった形状になることに注意しよう． 元の式 (4.5)では真値を通る円周上
の三日月形のような分布になるのに対し，拡張カルマンフィルタでは真値の
周りの楕円になる．よって，精度良く追跡を行おうとするならば，式 (4.5)
を線形化せずそのまま用いる必要があり，ここでパーティクルフィルタが役
に立つことになる．
更には， 式 (4.5)の観測モデルにて，角度 θkのみが観測され距離 rkは観測

されない場合も，パーティクルフィルタにより適切に扱うことができる [24]．
また，システムモデルにおいて滑らかさを想定する要素の微分階数 dについ
ても，実際の状況に応じて適応的に定めることができる．微分階数を時間変
化するものとして dk と表し，これを状態ベクトルに加えて状態推定を行う．
もし観測モデルが線形であれば，この場合にはラオ－ブラックウェル化され
たパーティクルフィルタを使うと効果的である [16]．これらの内容の詳細に
ついては，それぞれの文献を参照されたい．
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4.4 動画像におけるビジュアル・トラッキング

コンピュータやディジタル機器の性能向上と低価格化に伴い，ディジタル
画像を扱う高性能な装置が容易に使えるようになってきた．静止画像の処理
のみに留まらず，動画像をリアルタイムで処理し，カメラで撮影した外界対
象物の動的情報を得ることができるようになってきている．特に，画像中の
対象物を把握し追跡すること，すなわちビジュアルトラッキングは，動画像
処理における主要な研究課題の一つである．
パーティクルフィルタを用いたビジュアルトラッキングとしては，CON-

DENSATION (Conditional density propagation) [17]が代表的である．CON-
DENSATION では，画像から粒子の尤度を計算するプロセスが工夫されて
いる．時刻 kの画像を Ik と表すとき，これを単純に観測データとみなすと，
尤度は h(Ik|xk)となる．画像 Ik は一般に多数の要素から成る２次元配列で
あるが，これを１次元に並べ直して確率ベクトルとみなすと，尤度を求める
には非常に高い次元の空間での確率分布を扱うことになる．しかし動画像に
おける追跡では，画像全体の情報が必要になることは稀であり，追跡対象の
周辺部分の画像情報があれば十分であることが多い．このことを考慮して，
CONDENSATIONでは尤度計算が工夫されている．その概念図を図 4.10 に
示す．以下，この図に従い説明をする．
追跡対象の典型的形状は既知とし，これを「テンプレート」として予め与え

ておく．テンプレートはいくつかの制御点 Sj で表され，それらの座標が与え
られる．テンプレートの形状は，これら制御点を定められた順に通るスプラ
イン曲線で与えられる．追跡の際には，テンプレートをアフィン変換して画像
フレーム（動画像中の１枚の画像）にあてはめる．アフィン変換とは平行移動
(x, y)，回転 θ，拡大縮小 sを与えるもので，これらを担うパラメータ (x, y, θ, s)
で表される．アフィン変換のパラメータを粒子の値x(i)

k =
(
x

(i)
k , y

(i)
k , θ

(i)
k , s

(i)
k

)
とし，パーティクルフィルタで状態推定してフィルタ分布 p(xk|I1:k) を得る
ことで追跡が行われる．追跡に先立って，システムモデル f(xk |xk−1) と観
測モデル h(Ik|xk) を定めておく必要がある．
観測モデル h(Ik|xk) は，各粒子の尤度を与える．各粒子の尤度 h(Ik|x(i)

k )
としては，粒子の持つアフィン変換パラメータ x(i)

k によりテンプレートを画
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図 4.10: CONDENSATIONにおける尤度計算の概念図

像にあてはめたときの一致度合いが用いられる．この一致度合いは，テンプ
レートの各制御点を通りテンプレート形状に対し垂直な線分を考え，その線
分上の画像エッジから計算する．線分上の画素値から画像エッジの位置を計
算し，これがテンプレートで想定している対象物のエッジ位置（すなわち制
御点の位置）に近ければ，尤度は高い値となるようにする．より具体的には，
制御点からの距離 zについて，ガウス分布N(0, σ2)を用いる．テンプレート
は複数の線分を持つので，全ての線分についての同時分布を考え，これを全
体の尤度として用いる．ただし，実際のビジュアルトラッキングでは，画像
エッジ位置が欠落したり，外れ値を取ったりすることも多い．そのような状
況でも追跡を円滑に進めるために，線分上での尤度計算では，画像エッジ位
置が線分長さを超えた場合には尤度はそれ以上悪い値を取らないようにする
ことが行われる．
システムモデル f(xk |xk−1) により，追跡対象の動きに関する先験的知識

を記述する．もし対象物の動きに関して何の先験的知識もなければ，対象物
は滑らかに動くという想定を行う．これには，ターゲット追跡の場合と同様
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な，ランダムウォークモデル，すなわち１階の差分方程式

xk = xk−1 + vk, vk ∼ N(0,Q) (4.6)

がよく用いられる．あるいは２階の差分方程式を用いることで，より滑らか
な動きを想定することもできる．追跡対象のダイナミクスが既知であったり，
あるいは他の入力情報が得られそれを効果的に使える場合には，それらを反
映したシステムモデルを構築してより正確な追跡を行うことができる．
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