
小地域推定におけるベンチマーク問題と制約付き経験ベイズ
推定の誤差評価

久保川 達也∗

1 はじめに
小地域の平均の推定においては，小地域からのデータ数が少ないため，標本平均で推定したの
では推定誤差が大きくなってしまい適切な推定が行えない。そこで，線形混合モデルなどベイズ
的構造を導入して経験最良線形不偏予測量 (EBLUP) もしくは経験ベイズ推定量 (EB) を導出し，
周辺地域のデータを組み込んだ安定した推定値の方向へ標本平均を縮小することにり，小地域の
平均に対する推定精度を高めることができる。一方，広範な地域の平均の推定を考えてみると，十
分なデータが利用できることから広範な標本平均は精度良く推定していると考えられるが，この
広範な地域の推定を，個々の小地域の経験ベイズ推定値の（加重）平均で推定してみると，これ
は必ずしも広範な標本平均とは一致しない。これは，経験ベイズ推定量を利用する際の１つの問
題点として知られている。もう１つの問題は，経験ベイズ推定値は縮小し過ぎている点であり，実
際，経験ベイズ推定値の標本分散は事後分布の分散より小さくなっていることが指摘されている。
そこで，これらの問題を解決する推定量として，制約付き経験ベイズ推定量 (CEB) を導出し，そ
の平均２乗誤差 (MSE) の２次漸近近似とその２次不偏推定量を求める。また，県別家計調査デー
タや市町村別胃がん死亡率データの解析を通してここで導出された手法の適用の様子を調べる。

2 小地域推定におけるベンチマーク問題
2.1 経験ベイズ推定 (EB) の有用性

小地域推定において地域レベルのモデルとして用いられるのが Fay-Herriot モデルである。こ
れは，個々のデータではなく，地域毎の集計データのみが利用可能な場合に用いられる簡単なモ
デルである。いま全体で K 個の小地域（市町村など）があり，各小地域の平均を μ1, . . . , μK と
し，集計データから作られた直接的な推定値を y1, . . . , yK とする。このとき，

yi = μi + εi, i = 1, . . . ,K (2.1)

なるモデルを考える。ここで，ε1, . . . , εK は互いに独立に正規分布 εi ∼ N (0, di) に従うものとす
る。集計データのみが利用可能なため分散 di の値を求めることができないが，通常は過去何年間
かのデータから推定しておいて，モデル (2.1) を考える上では di を既知の値として扱っている。
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全領域の特性値を推定する目的で標本調査が行われ十分なデータが得られて精度よく全平均の
推定がなされる。同じデータを市町村などの小地域の平均の推定に再利用しようとすると，地域
によっては十分なデータが利用できないため推定誤差が極めて大きくなってしまう。これを小地
域推定問題という。上のモデルに即していうならば，di が大きいとき推定値 yi のバラツキが大き
くなり推定精度が低くなってしまう。小地域の推定精度を改善するために，周辺地域からのデー
タや共変量のデータを組み込むことが考えられる。Fay and Herriot (1979) は，(2.1) の μi に次
のような事前分布を想定したベイズモデルを提案した。

μi ∼ N (xt
iβ, λ), i = 1, . . . ,K (2.2)

ここで xi は共変量データを含んだ p-次元のベクトル，β は p-次元の未知のベクトル，λ は未知
の分散である。(2.1) と (2.2) を合わせたモデルを Fay-Herriot モデルという。このとき，yi の周
辺分布は N (xt

iβ, λ+ di), yi を与えたときの μi の事後分布は N (μ̂Bi (λ,β), diλ/(λ+ di)) となる。
ただし，事後分布の平均 μ̂Bi は μi のベイズ推定量であり μ̂Bi (λ,β) = (λyi + dix

t
iβ)/(di + λ) で

与えられる。これは，yi と xt
iβ を精度 d−1

i , λ−1 の比で内分した自然な形をしている。λ と β は
未知なので周辺分布 yi ∼ N (xt

iβ, λ + di), i = 1, . . . ,K, から推定する必要がある。λ について
は最尤推定法・制限最尤推定法により求めることができるが，不偏推定に基づいた簡単な推定量
を用いることもできる。X = (x1, . . . ,xK)t, y = (y1, . . . , yK)t, D = diag (d1, . . . , dK) とおき，
E0 = IK−X(XtX)−1Xt とすると，Prasad-Raoの不偏推定量に基づいた打ち切り推定量として

λ̂ = {(K − p)−1(ytE0y − tr [DE0]), 0}

を使うこともできる。β は重み付き最小２乗推定量

β̂ =
( K∑
i=1

xix
t
i/(λ̂+ di)

)−1
K∑
i=1

xiyi/(λ̂+ di)

で推定できる。これらをベイズ推定量 μ̂Bi (λ,β) に代入したものが経験ベイズ推定量 (EB)

μ̂EB
i = μ̂Bi (λ̂, β̂) = xt

iβ̂ +
λ̂

λ̂+ di
(yi − xt

iβ̂)

である。xt
iβ̂ は全テータに基づいた安定した推定値であり，di が大きいときには, μ̂EB

i は yi を
xt
iβ̂ の方向へ大きく縮小することによって，yi より高い精度で推定できることが期待される。実
際，推定誤差を平均２乗誤差 MSE(λ,β, μ̂EB

i ) = E[(μ̂EB
i − μi)

2] で測り，K を大きくしたとき
の MSE の２次漸近不偏推定値を調べてみると，多くの場合 yi の MSE 推定値より小さくなって
いることがわかる。di がすべて等しく β = 0のときには，μ̂EB

i は数理統計学の分野で知られる
James-Stein 推定量にほぼ近い形を与えており，μ1, . . . , μK の同時推定の枠組みでは K ≥ 3 のと
き James-Stein 推定量のMSEは yi のMSEより一様に小さくなることが理論的に示される。応
用的側面からも，経験ベイズ推定は，小地域平均の推定問題や疫学における地域別疾病率の推定
など，実際のデータ解析の場面で利用されている。

2.2 経験ベイズ推定の問題点

経験ベイズ推定量は推定精度を高める推定手法として高く評価される一方で，K 個の地域全体の
平均を経験ベイズ推定値で構成してみると，全体の標本平均の値と一致しないという問題があること

144



が指摘される。例えば，wi = d−1
i /

∑K
j=1 d

−1
j を重みとして加重平均をとったもの yw =

∑K
i=1wiyi

で全体の平均を推定するとき，一般に経験ベイズ推定値の加重平均をとってたものは yw と一致
しない。即ち，

K∑
i=1

wiμ̂
EB
i �= yw

である。K が大きいときには，yw は高い精度で全体平均を推定しているので，個々の小地域推定
の累積によって全体の推定値 yw が得られるのが自然である。

もう１つの問題は，7.2 節の図 1 と図 2 を眺めてみるとわかるように，経験ベイズ推定値は縮
小し過ぎてしまう傾向にある。Louis (1984) により指摘されたように，ベイズ推定値の加重平均
と加重分散を事後分布の加重平均と加重分散と比較すると次の性質が成り立つ。

(1)
K∑
i=1

wiμ̂
B
i =

K∑
i=1

wiE[μi|y]

(2)

K∑
i=1

wi{μ̂Bi − μ̂
B
w}2 ≤

K∑
i=1

wiE[{μi − μw}2|y]

ただし，y = (y1, . . . , yK)t, μ̂
B
w =

∑K
i=1wiμ̂

B
i ，μw =

∑K
i=1wiμi である。等式 (1) ではベイズ推

定値の加重平均が事後分布の加重平均に一致しているが，(2) では分散についてはベイズ推定値の
方が小さくなることを意味している。実際，不等式 (2) は

K∑
i=1

wiE[{μi − μw}2|y] =
K∑
i=1

wi{μ̂Bi (λ,β)− μ̂
B
w(λ,β)}2 +

K∑
i=1

wiV ar(μi − μw|y) (2.3)

より従う。この不等式は，ベイズ推定値が縮小し過ぎていることを意味している。またこのことか
ら，経験ベイズ推定値についても縮小し過ぎてしまうという問題点を引き継いでいることになる。

2.3 ベンチマーク問題と制約付き経験ベイズ推定 (CEB)

経験ベイズ推定量に関する上述の２つの問題点を解決するために，まずベイズ推定量を修正し
て制約付きベイズ推定量 μ̂CB

i = μ̂CB
i (λ,β) を導出する。ベイズ推定量を μ̂Bi = μ̂Bi (λ,β) と記述

して，次のような制約条件を考える。

(B1)
∑K

i=1wiμ̂
CB
i =

∑K
i=1wiyi

(B2)
∑K

i=1wi{μ̂CB
i − μ̂

CB
w }2 = ∑K

i=1wi{μ̂Bi − μ̂
B
w}2 +

∑K
i=1wi(1− wi)diλ/(di + λ)

ここで，μ̂CB
w =

∑K
j=1wjμ̂

CB
j , μ̂

B
w =

∑K
j=1wjμ̂

B
j である。

Δ†
m =

K∑
i=1

widi
di + λ

(yi − xt
iβ)
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とおくと，(B1) は
∑K

i=1wiμ̂
CB
i =

∑K
i=1wiμ̂

B
i +Δ†

m と表される。また (2.3) の右辺の第２項を
Δ†

v とおくと，μi|yi ∼ N (μ̂Bi , diλ/(λ+ di)) より

Δ†
v =

K∑
i=1

wiV ar(μi − μw|y) =
K∑
i=1

wiE[{(μi − μ̂Bi )−
K∑
j=1

wj(μj − μ̂Bj )}2|yi]

=
K∑
i=1

wi(1− wi)E[(μi − μ̂Bi )
2|yi] =

K∑
i=1

wi(1− wi)
diλ

λ+ di

となるので，制約条件 (B2) は，推定量の加重分散が事後分布の加重分散に等しいこと，即ち，

K∑
i=1

wi{μ̂CB
i −

K∑
j=1

wjμ̂
CB
j }2 =

K∑
i=1

wiE[{μi − μw}2|y]

を意味している。

制約条件 (B1), (B2) のもとで条件付き MSE E[(μ̂CB
i (y) − μi)

2|y] を最小にする μ̂CB
i (y) を，

条件付き最適化問題として解くと

μ̂CB
i = μ̂Bi + {aB − 1}{μ̂Bi −

K∑
j=1

wjμ̂
B
j }+Δ†

m(y)

と表される。ここで，aB は

{aB}2 = 1 +
Δ†

v∑K
i=1wi{μ̂Bi − ∑K

j=1wjμ̂Bj }2

である。制約付きベイズ推定量 μ̂CB
i = μ̂CB

i (λ,β) は λ, β の関数だから，それらの推定量を代入
したものを制約付き経験ベイズ推定量 (Constrained Empirical Bayes, CEB) といい，μ̂CEB

i と書
くことにする。

制約付き経験ベイズ推定量は分散を大きくすることによって縮小し過ぎた経験ベイズ推定量の
改善を図っている。経験ベイズ推定量の目的が推定精度を高めることにあったので，制限付き経
験ベイズ推定量の方向性はこれに反するものである。そこで，実際，どの程度 MSE を大きくし
てしまっているのか評価することは意味がある。次の節では，かなり一般的な混合モデルの枠組
みで制限付き経験ベイズ推定量の誤差評価について統一的な結果を与える。

3 一般的な混合モデルでの MSE に関する統一的な結果
ここでは，一般的な混合モデルにおいて経験ベイズ推定量や制約付き経験ベイズ推定量の MSE

に関して，その漸近的性質と２次漸近不偏推定について統一的な結果を紹介しよう。

3.1 経験ベイズ推定 (EB) の MSE

y = (y1, . . . , yN )t を観測可能な N -次元確率ベクトル，θ = (θ1, . . . , θp)
t を観測できない p-次

元確率ベクトルとする。η = (η1, . . . , ηq)
t を未知母数に関する q-次元ベクトルとする。確率変数
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y, θ は連続的でも離散的でもよいが，記法の便宜上，連続的なものとして記述する。(θ,η) を与
えたときの y の条件付き確率密度関数を f(y|θ,η) で示し，η を与えたときの θ の条件付き確率
密度関数を π(θ|η) で示す。即ち，

y|(θ,η) ∼f(y|θ,η)
θ|η ∼π(θ|η)

(3.1)

と書かれ，これは一般的な混合モデルを表している。与えられた η に対して y の周辺密度関数
と, (y,η) を与えたときの θ の条件付き密度関数（事後分布）は，それぞれ

mπ(y|η) =
∫
f(y|θ,η)π(θ|η)dθ

π(θ|y,η) =f(y|θ,η)π(θ|η)/mπ(y|η)
(3.2)

と書かれる。ここでは，一般的なスカラー関数 ξ(θ,η) を ξ̂(y) で推定（もしくは予測）する問題
を扱う。推定量は平均２乗誤差 (MSE) MSE(η, ξ̂) = E[(ξ̂(y)− ξ(θ,η))2] で評価されるものとす
る。η が既知のとき，MSE を最小にする意味で ξ(θ,η) の最良な推定量は条件付き平均値

ξ̂(y,η) = E[ξ(θ,η)|y]

で与えられ，これはベイズの枠組みではベイズ推定量である。本論文では，η は未知母数なので，
周辺密度 mπ(y|η) から推定する必要があり，得られる推定量を η̂ と書く。これを ξ̂(y,η) に代入
したもの ξ̂(y, η̂) が経験ベイズ推定量 (EB) である。

次に経験ベイズ推定量 ξ̂(y, η̂) の MSE に対して N に関する２次近似を求めてみよう。そのた
めに，次を仮定する。

(A1) η の次元 q は有界である。推定量 η̂ は，η̂− η = Op(N
−1/2)，E[η̂− η] = O(N−1) を満

たす。

(A2) ベイズ推定量 ξ̂(y,η) は η に関して連続微分可能であり，∂ξ̂(y,η)/∂ηi = Op(1), i =

1, . . . , q, である。

仮定 (A1), (A2) のもとで ξ̂(y, η̂) の MSE の２次近似が得られる。

g1(η) =E[V ar(ξ(θ,η)|y)] (3.3)

g2(η) =E
[{

(η̂ − η)t
∂ξ̂(y,η)

∂η

}2
]

(3.4)

定理 3.1 (A1), (A2) と g1(η) = O(1) を仮定すると，EB ξ̂(y, η̂) の MSE は

MSE(η, ξ̂(y, η̂)) = g1(η) + g2(η) + o(N−1) (3.5)

と近似される。ここで g2(η) = O(N−1) である。
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3.2 EB の MSE の推定

定理 3.1から，MSE に対する２次不偏推定量を与えよう。これには２つの方法があり，１つは
テーラー級数展開によるもの，もう１つはパラメトリック・ブートストラップによるものである。
次を仮定する。

(A3) g1(η) は連続微分可能で g1(η) = O(1), ∂g1(η)/∂ηi = Op(1), ∂
2g1(η)/∂ηi∂ηj = Op(1),

i, j = 1, . . . , q, を仮定する。

仮定 (A3) のもとで

g1(η̂) = g1(η) +
(∂g1(η)

∂η

)t
(η̂ − η) +

1

2
(η̂ − η)t

∂2g1(η
∗)

∂η∂ηt
(η̂ − η)

に注意すると，E[g1(η̂)] = g1(η) + g11(η) + g12(η) + o(N−1) が成り立つ。ここで

g11(η) =E
[(∂g1(η)

∂η

)t
(η̂ − η)

]
(3.6)

g12(η) =
1

2
E

[
(η̂ − η)t

∂2g1(η)

∂η∂ηt
(η̂ − η)

]
(3.7)

である。

定理 3.2 (A1), (A2), (A3) を仮定する。このとき MSE(η, ξ̂(y, η̂)) の２次不偏推定量は

mse(y, ξ̂(y, η̂)) = g1(η̂)− g11(η̂)− g12(η̂) + g2(η̂) (3.8)

で与えられる。即ち，E[mse(y, ξ̂(y, η̂))] =MSE(η, ξ̂(y, η̂)) + o(N−1) が成り立つ。

q が大きい複雑なモデルにおいては, モーメント E[(η̂ − η)t(η̂ − η)], E[η̂ − η] や ξ̂(y,η) 及び
g1(η) の微分の計算が厄介になる。そこで定理 3.2 の代わりに次のようなパラメトリック・ブート
ストラップ標本を用いると便利である。

y∗|(θ∗, η̂) ∼f(y∗|θ∗, η̂),

θ∗|η̂ ∼π(θ∗|η̂)
(3.9)

η̂∗ は y∗ に基づいた推定量で η̂ と同じようにして与えられるものとする。E[g1(η̂)] = g1(η) +

g11(η) + g12(η) + o(N−1) であるから，y∗ に関する期待値を E∗[·] で表すと，
E∗[g1(η̂∗)] = g1(η̂) + g11(η̂) + g12(η̂) + op(N

−1)

が成り立つ。従って，E[E∗[g1(η̂∗)]] = E[2g1(η̂)]− g1(η) + o(N−1) もしくは

g1(η) = E
[
2g1(η̂)− E∗[g1(η̂∗)]

]
+ o(N−1)

となる。g2(η) = O(N−1) より，

g∗2(η̂) = E∗[{ξ̂(y∗, η̂∗)− ξ̂(y∗, η̂)}2]
とおくと，E[g∗2(η̂)] = E[g2(η̂) + op(N

−1)] = g2(η) + o(N−1) となるので次の定理が成り立つ。

定理 3.3 (A1), (A2), (A3) を仮定すると，

mse∗(y, ξ̂(y, η̂)) = 2g1(η̂)− E∗[g1(η̂∗)] + g∗2(η̂) (3.10)

は, MSE(η, ξ̂(y, η̂)) の２次不偏推定量，即ち，E[mse∗(y, ξ̂(y, η̂))] =MSE(η, ξ̂(y, η̂))+o(N−1)

が成り立つ。
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4 ベンチマーク問題への拡張
4.1 ベンチマーク問題と制限付き経験ベイズ推定量 (CEB)

一般的な混合モデル (3.1) について，全体が K 個の小地域に分割されており，i = 1, . . . ,K に
対して ξi = ξi(θ,η) が推定したい小地域のスカラー関数とする。各 ξi(θ,η) に対する最良な推定
量（ベイズ推定量）は ξ̂i(y,η) = E[ξi(θ,η)|y] である。wi を非負の定数で

∑K
i=1wi = 1 を満た

すとする。ここで次を仮定する。

(A4) K/N → γ, 0 < γ ≤ 1,
∑K

i=1w
2
i = O(N−1),

∑K
i=1wi{ξ̂i(y,η) − E[ξ̂i(y,η)]} =

Op(N
−1/2), V ar(ξi(θ,η)|y) = Op(1)

典型的な応用例では，N = K = pであり，各小地域の標本サイズ ni に対して wi = ni/
∑K

j=1 nj，
θ = (θ1, . . . , θK)t に対して ξi(θ,η) = ξi(θi,η), y = (y1, . . . , yK)t に対して ξ̂i(y,η) = ξ̂i(yi,η) で
あり，y1, . . . , yK は互いに独立に分布している。この場合，仮定 (A4) は満たされる。

この節では，ξi(θ,η) の推定量 δi(y) と推定量 η̂ について次を仮定する。

(C1)
∑K

i=1wiδi(y) =
∑K

i=1wiξ̂i(y, η̂) + Δm(y), Δm(y) = Op(N
−1/2)

(C2)
∑K

i=1wi{δi(y)− δw(y)}2 =
∑K

i=1wi{ξ̂i(y, η̂)− ξ̂w(y, η̂)}2 +Δv(y), Δv(y) = Op(1)

ここで，δw(y) =
∑K

i=1wiδi(y)であり，(C1), (C2)はそれぞれ平均制約,分散制約と呼ぶことにす
る。(C1)については，例えばΔm(y) =

∑K
i=1wi{ξ̂i(y,0)−ξ̂i(y, η̂)}は，E[ξ̂i(y,η)]−E[ξ̂i(y,0)] =

O(N−1/2) と (A4) を仮定すると, Δm(y) = Op(N
−1/2) を満たす。(C2) については

Δv(y) =

K∑
i=1

wiV ar(ξi(θ, η̂)− ξw(θ, η̂)|y) (4.1)

とおくと, Δv(y) = Op(1) を満たす。このとき 制約は，

K∑
i=1

wiE[{δi(y)− δw(y)}2|y] =
K∑
i=1

wiE[{ξi(θ, η̂)− ξw(θ, η̂)}2|y] (4.2)

と表され，Ghosh (1992), Datta et al . (2011) により扱われた制約に対応する。

制約 (C1)と (C2)のもとでベンチマークを行うために, Ghosh (1992), Frey and Cressie (2003),

Datta et al . (2011) は，制約条件 (C1), (C2) のもとで条件付きMSE E[{δi(y)− ξi(θ,η)}2|y] を
最小化することを考えた。これを制約付きベイズ推定量 (CB) という。η̂ を CB に代入して得ら
れる推定量を, 制約付き経験ベイズ推定量 (CEB) といい，

δCEB
i (y, η̂) = ξ̂i(y, η̂) + {aB(y)− 1}{ξ̂i(y, η̂)− ξ̂w(y, η̂)}+Δm(y) (4.3)

で与えられることがわかる。ここで

{aB(y)}2 = 1 +
Δv(y)∑K

i=1wi{ξ̂i(y, η̂)− ξ̂w(y, η̂)}2
(4.4)

である。

149



4.2 CEB の MSE

さて，CEB の MSE を計算しよう。MSE は，

MSE(η, δCEB
i ) =E[{ξ̂i(y, η̂)− ξi}2]

+ E[{(aB(y)− 1)(ξ̂i(y, η̂)− ξ̂w(y, η̂)) + Δm(y)}2]
+ 2E[{ξ̂i(y, η̂)− ξi}{(aB(y)− 1)(ξ̂i(y, η̂)− ξ̂w(y, η̂)) + Δm(y)}]

=I1(η) + I2(η) + 2I3(η) (4.5)

と分解できる。I1(η) = MSE(η, ξ̂i(y, η̂)) であるから, 定理 3.1 より，I1(η) = g1(η) + g2(η) +

o(N−1) と近似できる。I2, I3 については, 平均制約と平均-分散制約の場合に分けて扱う。

[1] 平均制約. 平均制約 (C1) のもとでは (4.3) において aB(y) = 1とおくことにより, CEB は

δCEB
i (y, η̂) = ξ̂i(y, η̂) + Δm(y) (4.6)

と表され，I2(η) = E[{Δm(y)}2], I3(η) = E[{ξ̂i(y, η̂) − ξi(y,η)}Δm(y)] となる。Δm(y) =

Op(N
−1/2) より, I2(η) = O(N−1) であり,

I3(η) = E
[(∂ξ̂i(y,η)

∂η

)t
(η̂ − η)Δm(y)

]
= O(N−1)

とおくと，I3(η) = I3(η) +O(N−3/2) となる。

命題 4.1 仮定 (A1)-(A4) のもとで，平均制約 (C1) の CEB は (4.6) で与えられ, その MSE は
次のように近似できる。

MSE(η, δCEB
i (y, η̂)) =MSE(η, ξ̂i(y, η̂)) + E[{Δm(y)}2]

+ 2E
[(∂ξ̂i(y,η)

∂η

)t
(η̂ − η)Δm(y)

]
+ o(N−1)

これより，CEB δCEB
i (y, η̂) と制約されていない EB ξ̂i(y, η̂) の MSE の違いは２次近似の項に

現れることがわかる。

[2] 平均-分散制約. この場合，CEB は (4.3) で与えられ，その MSE を近似するために次を
仮定する。

(A5)
∑K

i=1wi{(ξ̂i(y,η)− ξ̂w(y,η))
2 − E[(ξ̂i(y,η)− ξ̂w(y,η))

2]} = Op(N
−1/2)

このとき I3(η) = O(N−1/2) であり

I3(η) = E[(
∂ξ̂i(y,η)

∂η
)t(η̂ − η)h(y,η)] +O(N−1) (4.7)

と近似できる。また I2(η) = O(1) であり，

I2(η) = E
[{
AB(y,η)− 1

}2{
ξ̂i(y,η)−

K∑
j=1

wjE[ξ̂j(y,η)]
}2

]
+O(N−1/2)

と近似できるので，次の命題を得る。
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命題 4.2 (A1)-(A5) を仮定する。平均-分散制約 (C1), (C2) のもとで CEB は (4.3) で与えられ,

MSE の近似値は次で与えられる。

lim
N→∞

{MSE(η, δCEB
i (y, η̂))−MSE(η, ξ̂i(y, η̂))}

= lim
N→∞

E
[{
AB(y,η)− 1

}2{
ξ̂i(y,η)−

K∑
j=1

wjE[ξ̂j(y,η)]
}2

]
この命題より，平均-分散制約の CEB δCEB

i (y, η̂) と非制約の EB ξ̂i(y, η̂) の MSE の違いは１
次近似において現れることになる。即ち，CEB と EB の MSE の違いは小さくないことを意味す
る。従って，CEB の MSE を見積もることが重要になってくる。

4.3 CEB の MSE の推定

最後に, 平均-分散制約 (C1), (C2) のもとで CEB の MSE に対する２次不偏推定量をパラメト
リック・ブートストラップ法で与えよう。次を仮定する。

(A6)Δv(y)−E[Δv(y)] = Op(N
−r−1/2), E[{ξ̂i(y, η̂)−ξ̂i(y,η)}ξ̂i(y,η)] = O(N−1), E[ξ̂i(y, η̂)−

ξ̂i(y,η)] = O(N−1)

(4.5) における I3(η) に対して，パラメトリック・ブートストラップによる２次不偏推定量は

I∗3 (y) = E∗[
{
ξ̂i(y

∗, η̂∗)− ξ̂i(y
∗, η̂)

}{
(aB(y

∗)− 1)(ξ̂i(y
∗, η̂∗)− ξ̂w(y

∗, η̂∗)) + Δm(y∗)
}
]

で与えられる。(4.5) における I2(η) の正確な不偏推定量は

Î2(y) = {(aB(y)− 1)(ξ̂i(y, η̂)− ξ̂w(y, η̂)) + Δm(y)}2

となるので，次の定理を得る。

定理 4.1 (A1)-(A6)を仮定する。平均-分散制約 (C1), (C2)のもとで CEBのMSE(η, δCEB
i (y, η̂))

に対する２次不偏推定量は，(3.10) の mse∗(y, ξ̂(y, η̂)) に対して

mse(y, δCEB
i (y, η̂)) = mse∗(y, ξ̂(y, η̂)) + Î2(y) + 2I∗3 (y) (4.8)

で与えられる。即ち，E[mse(y, δCEB
i (y, η̂))] =MSE(η, δCEB

i (y, η̂)) + o(N−1) が成り立つ。

5 ２次分散関数をもつ指数型分布族 (NEF-QVF) への応用
5.1 NEF-QVF における EB とその MSE

さて，これまでの節で得られた結果を２次分散関数をもつ指数型分布族 (NEF-QVF)へ適用しよ
う。この分布族は，正規分布，ポアソン分布，２項分布などの基本的な分布を含んでおり，Ghosh

and Maiti (2004) で得られた結果を用いて CEB の MSE の２次不偏推定量を導こう。
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y1, . . . , yK を互いに独立な確率変数で，θi を与えたときの yi の条件付き分布と θi の周辺分布
が次のような指数型分布族に属しているとする。

yi|θi ∼f(yi|θi) = exp[ni(θiyi − ψ(θi)) + c(yi, ni)]

θi|ν,mi ∼π(θi|ν,mi) = exp[ν(miθi − ψ(θi))]C(ν,mi)
(5.1)

ここで，ni は既知のスカラー，ν は未知のスカラーであり，y = (y1, . . . , yK)t，θ = (θ1, . . . , θK)t

とおく。f(yi|θi) は正則な１母数指数型分布族であり，π(θi|ν,mi) は共役事前分布である。

μi = E[yi|θi] = ψ′(θi)

とおき，ψ′′(θi) = Qi(μi) と定義すると，

V ar(yi|θi) = ψ′′(θi)
ni

=
Qi(μi)

ni

となる。ここで，Qi(·) は２次関数として Qi(x) = v0,i + v1,ix+ v2,ix
2 と表されるとし，v0,i, v1,i,

v2,i は既知で同時には 0 にならないとする。これを２次分散関数をもつ指数型分布族 (NEF-QVF)

といい，Morris (1982, 83) により導入され議論された。２項分布 Bin(ni, μi/ni), μi = nipi, は
v0,i = 0, v1,i = ni, v2,i = −1 に対応し，ポアソン分布 Po(μi), μi = niλi, は v0,i = v2,i = 0,

v1,i = ni に対応する。また既知の σ2 に対して正規分布 N (μi, σ
2/ni) は v0,i = σ2, v1,i = v2,i = 0

に対応する。事前分布の平均と分散は

E[μi|mi, ν] = mi, V ar(μi|mi, ν) =
Qi(mi)

ν − v2,i
(5.2)

となる。この節では，mi と xt
iβ の間に標準的な連結関数

mi = ψ′(xt
iβ), i = 1, . . . ,K

を仮定する。前節の η は ηt = (βt, ν) に対応する。

(yi, θi)の同時分布は f(yi|θi)π(θi|ν,mi) = π(θi|yi, ν)fπ(yi|ν,mi)と書き直される。ここで π(θi|yi, ν)
は yi を与えたときの θi の条件付き（事後）分布，fπ(yi|ν,mi) は yi の周辺分布を表し，

μ̂i = μ̂i(yi,η) = E[μi|yi,η] = niyi + νmi

ni + ν

に対して次で与えられる。

π(θi|yi, ν,mi) = exp[(ni + ν)(μ̂iθi − ψ(θi))]C(ni + ν, μ̂i)

fπ(yi|ν,mi) =
C(ν,mi)

C(ni + ν, μ̂i)
exp[c(yi, ni)]

(5.3)

２項分布やポアソン分布においては推定したい母数はそれぞれ pi = μi/ni, λi = μi/ni である
ので，一般に既知の正の定数 qi に対して

ξi = qiμi (5.4)

を推定する問題を考える。ν, mi が既知のときには ξi のベイズ推定量は

ξ̂i(yi,η) = qiμ̂i(yi,η) = qi
niyi + νmi

ni + ν
(5.5)
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となる。Ghosh and Maiti (2004) で示されたように φi = (1 + ν/ni)/(ν − v2,i) に対して

E[yi] =E[ψ′(θi)] = mi

V ar(yi) =V ar(E[yi|θi]) + E[V ar(yi|θi)] = V ar(μi) + E[Qi(μi)/ni] = Qi(mi)φi

Cov(yi, μi) =E[Cov(yi, μi)|θi] + Cov(E[yi|θi], μi) = Qi(mi)/(ν − v2,i)

である。これらを用いて Ghosh and Maiti (2004) はベイズ推定量 ξ̂i が ξi の最良線形不偏推定量
(BLUP) であることを示した。

Godambe and Thompson (1989) の推定方程式に従って, Ghosh and Maiti (2004) は β, ν の推
定量を次の推定方程式の解として求めることを提案した。g1i = yi−mi, g2i = (yi−mi)

2−φiQi(mi)

に対して gi = (g1i, g2i)
t とおく。

Dt
i =Qi(mi)

(
xi Q′

i(mi)φixi

0 −(1 + v2,i/ni)(ν − v2,i)
−2

)

Σi =Cov (gi) =

(
μ2i μ3i

μ3i μ4i − μ22i

)

とし，|Σi| = μ4iμ2i − μ32i − μ23i とする。ここで μri = E[(yi −mi)
r], r = 1, 2, 3, 4, の正確な表現

式は後ほど与えられる。このとき最適な推定方程式は
∑K

i=1D
t
iΣ

−1
i gi = 0 で与えられ，

K∑
i=1

1

|Σi|
[
{μ4i − μ22i − μ3iφiQ

′
i(mi)}g1i + {μ2iφiQ′

i(mi)− μ3i}g2i
]
Qi(mi)xi = 0

K∑
i=1

1

|Σi|{μ2ig2i − μ3ig1i}Qi(mi)(1 + v2,i/ni)(ν − v2,i)
−2 = 0

(5.6)

と表される。推定方程式の解を η̂t = (β̂
t
, ν̂) とし，m̂i = ψ′(xt

iβ̂) とおいて (5.5) に代入すると，
経験ベイズ推定量 (EB)

ξ̂i(yi, η̂) = qi
niyi + ν̂m̂i

ni + ν̂
(5.7)

が得られる。Ghosh and Maiti (2004) で示されたように，sk(η) =
∑K

i=1D
t
iΣ

−1
i gi, UK =

Cov (sK(η)) =
∑K

i=1D
t
iΣ

−1
i Di = O(K) に対して

η̂ − η = U−1
K sk(η) + op(K

−1/2)

E[(η̂ − η)(η̂ − η)t] = U−1
K + o(K−1), E[η̂ − η] = O(K−1)

(5.8)

となるので，仮定 (A1)が満たされる。明らかに仮定 (A2)が成り立つ。V ar(μi|yi) = Qi(μi)/(ni+

ν − v2,i) より，

g1(η) =
E[Qi(μi)]

ni + ν − v2,i
= q2i

ν

(ni + ν)(ν − v2,i)
Qi(mi)

となるので，仮定 (A3) が満たされる。従って，定理 3.1, 3.2, 3.3 が成り立つ。

最後に, Ghosh and Maiti (2004) に従って μri の正確な表現が次の命題で与えられる。

153



命題 5.1 モーメント μri = E[(yi −mi)
r], r = 2, 3, 4, は，di = v2,i/ni に対して

μ2i =
Qi(mi)(ν/ni + 1)

ν − v2,i
, μ3i =

Qi(mi)Q
′
i(mi)(ν/ni + 1)(ν/ni + 2)

(ν − v2,i)(ν − 2v2,i)
,

μ4i =(di + 1)(2di + 1)(3di + 1)E[(μi −mi)
4] +

6

ni
Q′

i(mi)(di + 1)(2di + 1)E[(μi −mi)
3]

+
di + 1

n2i

[
7{Q′

i(mi)}2 + 2ni(4di + 3)Qi(mi)
]
E[(μi −mi)

2]

+
1

n3i
Qi(mi)

[
ni(2di + 3)Qi(mi) + {Q′

i(mi)}2
]

と書かれる。また Morris (1983), Ghosh and Maiti (2004)に従って, E[(μi−mi)
2] = Qi(mi)/(ν−

v2,i), E[(μi −mi)
3] = 2Qi(mi)Q

′
i(mi)/{(ν − v2,i)(ν − 2v2,i)},

E[(μi −mi)
4] =

3Qi(mi)[(ν − 2v2,i)Qi(mi) + 2{Q′
i(mi)}2]

(ν − v2,i)(ν − 2v2,i)(ν − 3v2,i)

と書ける。

5.2 CEB の MSE とその推定

さて，4節の結果をNEF-QVFに適用しよう。ここでは制約条件 (C1), (C2)については，ξi = qiμi

の 推定量 δi(y) について次のような典型的な制約を仮定する。

(C1′)
∑K

i=1wiδi(y) =
∑K

i=1wiqiyi

(C2′)
∑K

i=1wi{δi(y)− δw(y)}2 =
∑K

i=1wi{ξ̂i(yi, η̂)− ξ̂w(y, η̂)}2 +Δ†
v(y), ただし

Δ†
v(y) =

K∑
i=1

wi(1− wi)q
2
i

Qi(μ̂i(yi, η̂))

ni + ν̂ − v2,i
(5.9)

であり，δw(y) =
∑K

i=1wiδi(y), ξ̂w(y, η̂) =
∑K

i=1wiξ̂i(y, η̂) =
∑K

i=1wiqiμ̂i(y, η̂) である。

(C1) の Δm(y) は

Δ†
m(y) =

K∑
i=1

wiqi
ni + ν̂

ν̂(yi − m̂i) (5.10)

と表され，Op(K
−1/2) であることが確かめられる。また Δ†

v(y) は Fay-Herriot モデルの場合には
(2.3) の右辺の第２項の推定量に対応する量である。実際，

K∑
i=1

wiV ar(ξi − ξ̂w|y) =
K∑
i=1

wi

{
q2i (1− 2wi)V ar(μi|yi) +

K∑
j=1

w2
j q

2
jV ar(μj |yj)

}

=
K∑
i=1

(wiq
2
i − 2w2

i q
2
i + w2

i q
2
i )V ar(μi|yi)

=

K∑
i=1

wi(1− wi)q
2
iQi(μ)/(ni + ν − v2,i)
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であり，これは Op(1) である。制約 (C1′), (C2′) にもとで CEB は, (4.3), (4.4) より

δCEB
i (y, η̂) = ξ̂i(y, η̂) + {aB(y)− 1}{ξ̂i(y, η̂)− ξ̂w(y, η̂)}+Δ†

m(y) (5.11)

と表される。ここで，aB(y) は

{aB(y)}2 = 1 +
Δ†

v(y)∑K
i=1wi{ξ̂i(y, η̂)− ξ̂w(y, η̂)}2

(5.12)

であり，Δ†
m(y), Δ†

v(y) は (5.10), (5.9) で与えられている。

定理 5.1 maxi{ni}, maxi{mi}, maxi{qi} が有界で,
∑K

i=1wi = 1,
∑K

i=1w
2
i = O(K−1) を仮定す

ると, 前節で設定された仮定 (A4), (A5), (A6) が満たされる。

この定理から，推定量 δCEB
i (y, η̂) に関して命題 4.1, 4.2, 定理 4.1 のすべての結果が成り立つ。

特に，CEB の MSE の推定は，次のパラメトリック・ブートストラップ標本に基づいて与えら
れる。

y∗i |θ∗i ∼f(y∗i |θ∗i ) = exp[ni(θ
∗
i y

∗
i − ψ(θ∗i )) + c(y∗i , ni)]

θ∗i |ν̂, m̂i ∼π(θ∗i |ν̂, m̂i) = exp[ν̂(m̂iθ
∗
i − ψ(θ∗i ))]C(ν̂, m̂i)

(5.13)

このとき，CEB δCEB
i (y, η̂) の MSE の２次不偏推定量は

mse(y, δCEB
i (y, η̂)) = mse∗(y, ξ̂(y, η̂)) + Î2(y) + 2I∗3 (y) (5.14)

となる。ここで mse∗(y, ξ̂(y, η̂)) = 2g1(η̂) − E∗[g1(η̂∗)] + g∗2(η̂), g∗2(η̂) = E∗[{ξ̂(y∗, η̂∗) −
ξ̂(y∗, η̂)}2], Î2(y) = {(aB(y)− 1)(ξ̂i(y, η̂)− ξ̂w(y, η̂)) + Δm(y)}2,

I∗3 (y) = E∗[
{
ξ̂i(y

∗, η̂∗)− ξ̂i(y
∗, η̂)

}{
(aB(y

∗)− 1)(ξ̂i(y
∗, η̂∗)− ξ̂w(y

∗, η̂∗)) + Δm(y∗)
}
]

であり，g1(η̂) = q2i ν̂[(ni + ν̂)(ν̂ − v2,i)]
−1Qi(m̂i), g1(η̂

∗) = q2i ν̂
∗[(ni + ν̂∗)(ν̂∗ − v2,i)]

−1Qi(m̂
∗
i ) で

ある。

6 正規線形混合モデルにおける CEB とその誤差評価
6.1 Fay-Herriot モデルにおける CEB

2 節で紹介された Fay-Herriot モデル

yi = x′
iβ + vi + εi, i = 1, . . . ,K (6.1)

を考えてみる。ただし，vi ∼ N (0, λ), εi ∼ N (0, di) に従う。これは (2.1), (2.2) のように分解で
きるので，指数型分布族の枠組みで表現すると，mi = xt

iβ に対して

yi|μi ∼(2π)−1/2 exp
[
d−1
i

{
μiyi − μ2i /2

} − y2i /(2di)
]

μi|λ,mi ∼ exp
[
λ−1

{
miμi − μ2i /2

} −m2
i /(2λ)

] (6.2)

155



となる。従って，θi = μi, ψ(μi) = μ2i /2, ν = 1/λ, ni = 1/di とおくと，このモデルは (5.1) の枠
組みに入り, Qi(·) は v0,i = 1, v1,i = v2,i = 0 に対応する。

2 節で与えられているように，経験ベイズ推定量は

μ̂EB
i = xt

iβ̂ +
λ̂

λ̂+ di
(yi − xt

iβ̂)

となる。平均制約，分散制約をそれぞれ，

(MC)
∑K

i=1wiδi =
∑K

i=1wiμ̂
EB
i +Δ†

m(y)

(VC)
∑K

i=1wi{δi − δw}2 =
∑K

i=1wi{μ̂EB
i − μ̂

EB
w }2 +Δ†

v(y)

とする。ここで，δw =
∑K

j=1wjδj , μ̂
EB
w =

∑K
j=1wjμ̂

EB
j である。また

Δ†
m(y) =

K∑
i=1

widi

di + λ̂
(yi − xt

iβ̂)

であり，Δm(y) = Op(K
−1/2) となる。Δ†

v(y) については，ここではより一般的に

Δ†
v(y) = K−r

K∑
i=1

wi(1− wi)
diλ̂

λ̂+ di
(6.3)

を考えることができる。r については，r = 0, 0.5, 1 を考えるが，Kubokawa (2012) で論じられて
いるように，r = 0 の場合が，推定量の加重分散が事後分布の加重分散の推定量に等しいことを意
味しており，制約付き経験ベイズ推定量の MSE は１次のオーダーにおいて経験ベイズ推定量の
MSEと異なってくる。これに対して，r = 0.5, r = 1 の場合には，両者の違いは MSE において
２次のオーダーの項に現れる。

制約条件 (MC), (VC) のもとで制約付き経験ベイズ推定量 (CEB) は

μ̂CEB
i = μ̂EB

i + {aB(y)− 1}{μ̂EB
i −

K∑
j=1

wjμ̂
EB
j }+Δ†

m(y)

と表される。ここで，aB(y) は

{aB(y)}2 = 1 +
Δ†

v(y)∑K
i=1wi{μ̂EB

i − ∑K
j=1wjμ̂EB

j }2

で与えられる。CEB の MSE の推定量は，(5.14) より得られる。

6.2 応用例

6.1 節の結果を家計調査のデータに当てはめるてみよう。2011 年 11月の家計調査のうち，‘教
育’ についての支出について，47都道府県の県庁所在都市における平均支出 (1,000円単位) を yi,

i = 1, . . . , 47, とする。分散 di については，11月の ‘教育’ 支出についての過去 10年間のデータ
から計算したものを用いることにする。家計調査は毎月報告されているが，多くの都道府県につ
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表 1: 経験ベイズ推定量 (EB) と 制約付き経験ベイズ推定量 (CEB) の値とそれらの MSE 推定値
(括弧内の値が MSE 推定値)

都県 di yi xt
iβ̂ EB CEB0 CEB0.5 CEB1

茨城 12.49 8.10 9.45 8.77 8.72 8.76 8.77

(5.34) (5.90) (5.45) (5.38)

栃木 62.56 10.03 9.48 9.57 9.71 9.59 9.58

(7.05) (7.76) (7.18) (7.09)

群馬 5.38 5.21 9.99 6.63 6.08 6.54 6.61

(3.48) (4.20) (3.57) (3.51)

埼玉 9.01 12.33 14.30 13.14 14.12 13.30 13.17

(5.31) (6.81) (5.43) (5.34)

千葉 91.77 30.71 12.17 14.43 15.71 14.63 14.46

(7.73) (9.96) (7.87) (7.75)

東京 3.65 15.45 13.16 14.94 16.34 15.17 14.98

(2.79) (5.01) (2.90) (2.81)

神奈川 27.48 23.25 12.54 15.93 17.56 16.19 15.97

(7.21) (10.62) (7.42) (7.25)

いて標本サイズが 100前後と小さく，しかも ‘教育’ 支出のデータのバラツキは非常に高くなって
いる。一方，全国消費実態調査のデータも 47 都道府県について利用可能である。これは，家計調
査よりかなり大きい標本調査なため，平均支出の値はより信頼性が高いと考えられるが，調査自
体は５年毎にしか実施されない。そこで，ここでは 2009 年の全国消費者実態調査の ‘教育’ 支出
のデータを, Xi for i = 1, . . . , 47, として用いることにする。xt

i = (1, Xi), β = (β1, β2)
′, K = 47

として, Fay-Herriot モデル

yi = x′
iβ + vi + εi, i = 1, . . . ,K

を当てはめることにする。

母数推定を行うと，λ̂ = 12.752, β̂1 = 2.209, β2 = 0.580 となる。経験ベイズ推定値 EB と,

r = 0, 0.5, 1 に対応して３種類の制約付き経験ベイズ推定値 CEB0, CEB0.5, CEB1 とそれらの
MSE の推定値を計算することができる。東京周辺の都県についての値が表 1 に与えられている。
この表からわかるように, di が大きいほど EB は yi を xt

iβ̂ の方向へより大きく縮小している。
CEB0 は CEB0.5, CEB1 よりバラツキが大きく, 東京については CEB0 の値が yi と xt

iβ̂ の範
囲を超えてしまっているが，EB と CEB0.5, CEB1 の値はその範囲に入っている。また，東京の
CEB0 のMSE推定値は EBのMSE推定値の約 1.8 倍になっていているので，この値には注意す
る必要がありそうである。CEB0 に比べて CEB0.5, CEB1 の MSE 推定値は EB のMSE推定値
に近い値を与えている。
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7 ポアソン-ガンマ混合モデルと死亡リスクの推定への応用
7.1 ポアソン-ガンマ混合モデル

混合モデル (5.1) の例として空間疫学における相対リスクの推定に用いられるポアソン-ガンマ
混合モデルを扱う。いま全体が K 個の地域から構成されているとする。i = 1, . . . ,K に対して yi

は地域 i における特定の疾患による死亡数を表し，ni は年齢と性により調整された予想される期
待死亡数を表す。y1, . . . , yK は互いに独立な確率変数で，yi は平均 λini のポアソン分布 Po(λini)
に従い, λi は地域 i における死亡リスクに対応する未知母数とする。λi の不偏推定量は

λ̂SMR
i = yi/ni (7.1)

であり，標準化死亡比 (SMR) と呼ばれる。

λ̂SMR
i の分散は V ar(λ̂SMR

i ) = λi/ni であるから, ni が小さいときには推定誤差が問題になる
ことがわかる。そこで，ポアソン-ガンマ混合モデルを想定する。

yi|λi ∼Po(niλi)
λi ∼Ga(miν/ni, 1/ν)

(7.2)

ここで Ga(α, β) は平均 αβ, 分散 αβ2 のガンマ分布を表す。この分布を指数型分布族で表すと

yi|λi ∼ exp[ni(yin
−1
i log λi − λi) + (yi log ni − log yi!)],

λi|ν,mi ∼ exp[{(mi/ni)ν − 1} log λi − νλi + (mi/ni)ν log ν]{Γ(miν/ni)}−1dλi
(7.3)

となる。θi = n−1
i log λi とおくと dλi = ni exp[niθi]dθi より，ψ(θi) = exp[niθi] = λi に対して

yi|λi ∼ exp[ni(yiθi − ψ(θi)) + (yi log ni − log yi!)]

θi|ν,mi ∼ exp[ν(miθi − ψ(θi))]n
−1
i (ν/ni)

miν/ni{Γ(miν/ni)}−1dθi
(7.4)

と書けるので，(5.1) の枠組みに入り， Qi(mi) については v0,i = v2,i = 0, v1,i = ni となる。ま
た μi = ψ′(θi) = niλi であり qi = 1/ni とおく。μi, λi のベイズ推定量は

μ̂Bi (yi,mi, ν) =
niyi + νmi

ni + ν
, λ̂Bi (yi,mi, ν) =

yi + νmi/ni
ni + ν

(7.5)

と書ける。

さて死亡リスクの推定に対してベンチマーク問題を考えよう。L =
∑K

i=1 ni, wi = ni/
∑K

j=1 nj ,

y = (y1, . . . , yK)t とおく。全地域での平均的死亡リスクは yw = L−1
∑K

i=1 yi であり，期待値は
E[yw] = L−1

∑K
i=1E[yi] = L−1

∑K
i=1 λini となる。そこで，(C1′) に対応する平均制約として

(MC)
∑K

i=1wiλ̂
C
i = L−1

∑K
i=1 yi

を考える。SMR λ̂SMR
i = yi/ni はこの制約を満たす。しかし，ベイズ推定量 λ̂Bi (yi,mi, ν) は満た

していない。(5.11), (5.6) から λi の CEB は

λ̂CEBm
i = λ̂EB

i +

K∑
j=1

wj

nj

ν̂(yj − m̂j)

nj + ν̂
(7.6)
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となる。ここで λ̂EB
i = (yi + ν̂m̂i/ni)/(ni + ν̂) である。

分散制約 (C2′) は，λ̂
C

w =
∑K

j=1wj λ̂
C
j , λ̂

EB

w =
∑K

j=1wj λ̂
EB
j に対して次のように表される。

(VC)
K∑
i=1

wi(λ̂
C
i − λ̂

C

w)
2 =

K∑
i=1

wi(λ̂
EB
i − λ̂

EB

w )2 +
K∑
i=1

wi(1− wi)
λ̂EB
i

ni + ν̂

(5.11) より，CEB は

λ̂CEBv
i = λ̂EB

i + {aB(y)− 1}{λ̂EB
i − λ̂

EB

w } (7.7)

と表される。ただし

{aB(y)}2 = 1 +

∑K
j=1wj(1− wj)λ̂

EB
j /(nj + ν̂)∑K

j=1wj(λ̂EB
j − λ̂

EB

w )2

である。平均-分散制約 (MC), (VC) が課されるときには，(5.11) より CEB は次で与えられる。

λ̂CEBmv
i = λ̂EB

i + {aB(y)− 1}{λ̂EB
i − λ̂

EB

w }+
K∑
j=1

wj

nj

ν(yj − m̂j)

nj + ν̂
(7.8)

mi = ψ′(xt
iβ), ψ(θi) = exp[niθi] = λi であるから, mi = ni exp[nixiβ] となる。未知母数

ηt = (βt, ν) は推定方程式 (5.6) の解により推定される。このモデルでは, Qi(mi) = nimi, φi =

1/ν + 1/ni, v2,i = 0, g1i = yi − mi, g2i = (yi − mi)
2 − mi(1 + τi), τi = ni/ν であり，μri =

E[(yi −mi)
r], i = 2, 3, 4, は命題 5.1 より

μ2i =mi(1 + τi), μ3i = mi(1 + 3τi + 2τ2i )

μ4i =mi

{
1 + 3mi + 3(6mi + 7)τi + 3(mi + 4)τ2i + 6τ3i

}
と書ける。故に, (β, ν) の推定量を求める推定方程式は

K∑
i=1

1

|Σi|
[
{μ4i − μ22i − μ3i(1 + τi)}g1i + {μ2i(1 + τi)− μ3i}g2i

]
nimixi = 0,

K∑
i=1

1

|Σi|{μ2ig2i − μ3ig1i}nimi = 0

と書かれる。CEB λ̂CEBm
i , λ̂CEBv

i , λ̂CEBmv
i の MSE の２次不偏推定量は (5.14) により得られ，

mse∗(y, λ̂i) の中の g1(η) は g1(η) = mi/{ni(ni + ν)} で与えられる。

7.2 死亡リスクの推定におけるベンチマークの例

7.1 節の結果を実際の死亡数データに応用し CEB がどのように作用するのか調べてみよう。

埼玉県の各市町村 i に居住する女性の胃がんによる死亡数について 1995年から 1999年までの
５年間の累計を yi, 全体から期待される死亡数を ni とし，yi, ni のデータが全市町村 K = 92 に
対して得られていて，L = 3, 953 である。ポアソン-ガンマモデル (7.2) を適用して，市町村別の
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胃がんによる死亡リスク λi の推定を行う。回帰項 xt
iβ については xi は１次元で xi = 1 とし

mi = ni exp[niβ0], β = β0 とする。

数値計算については Oxを用い，非線形方程式の解を求めるためのパッケージ SolveNLEを利用
して推定方程式 (5.6)の解を求めると，β0 = 1.53249×10−4, ν = 174.472となる。L =

∑K
i=1 ni =

3, 953, wi = ni/L に対して,
∑K

i=1wiλ̂
SMR
i = 1,

∑K
i=1wiλ̂

EB
i = 1.0086 となり, それらの差は小さ

いことがわかる。一方，SMR の加重分散の値が
∑K

i=1wi(λ̂
SMR
i − 1)2 = 0.0302 であるのに対し

て経験ベイズ推定量 EB の加重分散は 0.0014 となり，かなり小さくなっている。7.1 節の (VC)

における右辺は
K∑
i=1

wi(λ̂
EB
i − λ̂

EB

w )2 +

K∑
i=1

wi(1− wi)
λ̂EB
i

ni + ν̂
= 0.0051

となるので，EB は縮小し過ぎていることがわかる。そこで，平均-分散制約のもとでの制約付き
経験ベイズ推定量 CEB の挙動を調べてみる。ちなみに，aB(y) = 1.9242 であり，CEB の加重分
散の値は 0.0051 に一致している。SMR, EB, CEB の値をプロットした図が図 1, 2, 3 である。こ
れらの図から, EB が SMR を縮小し過ぎていて，CEB はその縮小の程度を緩和していることが
わかる。

0 25 50 75 100 125 150 175 200 225 250 275

0.6

0.8

1.0

1.2

1.4

ni

SMR

図 1: 埼玉県における胃がんによる女性死亡リスク SMR に関する市町村別プロット

埼玉県 92 市町村のうち 33 市町村を適当に選んで, SMR λ̂SMR
i , 経験ベイズ推定量 EB λ̂EB

i と
平均-分散制約のもとでの２種類の制約付き経験ベイズ推定量 CEB0, CEB0.5 の値と，1,000 個の
パラメトリック・ブートストラップ標本に基づいた MSE の推定値を与えたのが表 2 である。こ
こで，CEBrは，(5.9) において Δ†

v(y) を

Δ†
v(y) =

1

Kr

K∑
i=1

wi(1− wi)q
2
i

Qi(μ̂i(yi, η̂))

ni + ν̂ − v2,i
(7.9)

で置き換えたときの制約付き経験ベイズ推定量を表し，CEB0, CEB0.5 は r = 0, r = 0.5 に
対応する。‘estimates’ と ‘estimated MSE’ の欄の数値は 100 × λ̂i, 100 × mse(λ̂i) の値を報告
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図 2: 埼玉県における胃がんによる女性死亡リスク EB に関する市町村別プロット

0 25 50 75 100 125 150 175 200 225 250 275

0.6

0.8

1.0

1.2

1.4

ni

λ̂i
ECB

図 3: 埼玉県における胃がんによる女性死亡リスク CEB に関する市町村別プロット
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表 2: 埼玉県 33の市町村別 SMR, EB, CEB の値と MSE の推定値 (ni は女性の胃がん死亡数に
ついての期待数，CEB0, CEB0.5 は r = 0, r = 0.5 に対応した CEB の値, estimates, estimated

MSE は 100× λ̂i, 100×mse(λ̂i) の値を表している)

estimates estimated MSE

市町村 ni SMR EB CEB0 CEB0.5 SMR EB CEB0 CEB0.5

Kawagoe 192.1 107 105 108 105 0.536 0.561 0.678 0.562

Kumagaya 102.7 132 112 123 113 0.989 0.732 1.804 0.738

Kawaguchi 242.8 104 104 106 103 0.427 0.497 0.549 0.499

Urawa 256.7 95 98 95 97 0.405 0.482 0.565 0.495

Oomiya 264.8 92 97 93 96 0.393 0.474 0.641 0.491

Gyouda 61.2 112 103 105 103 1.647 0.855 0.896 0.857

Tokorozawa 179.6 97 100 99 99 0.572 0.580 0.597 0.589

Honjyo 45.9 84 97 93 96 2.192 0.913 1.076 0.930

Higashimatsuyama 52.7 77 95 89 93 1.911 0.886 1.228 0.911

Kasukabe 105.5 115 106 111 106 0.963 0.725 0.949 0.725

Yono 48.3 120 104 107 104 2.084 0.903 0.987 0.904

Koshigaya 153.1 85 94 87 92 0.668 0.624 1.077 0.653

Hatogaya 35.2 130 105 109 105 2.856 0.958 1.082 0.958

Sakado 51.6 129 107 112 107 1.952 0.891 1.161 0.891

Satte 34.9 125 104 107 104 2.876 0.959 1.035 0.960

Yoshikawa 27.9 64 95 89 93 3.591 0.991 1.334 1.016

Ogose 10.8 138 102 102 101 9.229 1.080 1.083 1.084

Naguri 3.5 139 100 99 99 27.898 1.122 1.130 1.130

Namekawa 8.9 66 98 95 97 11.161 1.090 1.182 1.104

Ogawa 27.0 70 96 91 94 3.711 0.995 1.246 1.016

Kawashima 16.5 126 102 103 101 6.053 1.048 1.053 1.052

Yoshimi 15.3 182 106 111 106 6.517 1.055 1.275 1.055

Nagatoro 8.0 124 101 100 100 12.480 1.096 1.099 1.102

Okano 11.7 33 95 90 94 8.491 1.074 1.361 1.097

Ryoujin 3.2 30 98 96 97 30.852 1.125 1.201 1.137

Higashichichibu 4.4 135 100 100 100 22.678 1.117 1.123 1.124

Kamiizumi 1.5 328 101 102 101 65.719 1.135 1.136 1.140

Kamisato 18.3 136 103 105 103 5.473 1.039 1.071 1.041

Oosoto 6.3 174 102 103 102 15.864 1.106 1.113 1.110

Okabe 13.9 121 101 101 101 7.184 1.062 1.062 1.068

Kawamoto 9.1 163 103 104 102 10.913 1.089 1.109 1.092

Shiraoka 26.1 76 97 93 95 3.837 1.000 1.173 1.017

Shoubu 15.8 113 101 100 100 6.321 1.052 1.054 1.058
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している。ただし mse(λ̂i) は λ̂i の MSE の推定値を表す。SMR, yi/ni, の MSE の推定量は，
E[(yi/ni − λi)

2] = n−2
i E[(yi − niλi)

2] = n−1
i E[λi] = mi/n

2
i = n−1

i exp{niβ0} に注意すると，パ
ラメトリック・ブートストラップ法により次で与えられる。

mse(λ̂SMR
i ) = 2n−1

i exp{niβ̂0} − n−1
i E∗[exp{niβ̂∗0}]

小さい ni に対しては SMR は大きな mse をもつのに対して EB, CEB0, CEB0.5 の mse は小
さく押さえられている。EB は SMR を大きく縮小しており，CEB0, CEB0.5 は縮小の程度を緩和
している。一方，大きい ni に対しては, EB, CEB0, CEB0.5 は SMR をあまり縮小していない。
大抵の市町村については，SMR の mse が大きいのに対して, EB, CEB0, CEB0.5 の mse は小さ
い。川越，川口，浦和，大宮，所沢は，ni が 179 以上の市であり， EB, CEB0, CEB0.5 の mse

の値が SMR の mse より若干大きくなっている。特に，ni = 102.7 の熊谷については, CEB0 の
mse は大きくなってしまうが，EB0.5 の mse の値は EB の mse の値に近い。ni = 105.5 の春日
部については, CEB0 mse の値は SMR の mse の値に近い。CEB0.5 と EB を比較すると，それ
らの推定値と mse の値は似通っていることがわかる。Louis (1984), Ghosh (1992) により与えら
れた CEB の動機付けを考慮に入れると，CEB0 を使うのが望ましいと思われるが，mse の値を
通して推定誤差がどの程度に抑えられているのか調べておく必要がある。特に，熊谷のように比
較的大きな mse が生ずる場合には，CEB0 の値の妥当性に注意することが大切である。

8 ２項-ベータ混合モデルとロジスティック回帰
最後に,ロジスティック回帰をもつ２項-ベータ混合モデルについて簡単に説明しよう。i = 1, . . . ,K

に対して yi は ni の試行のうち，ある特定の事象が起こる回数とする。y1, . . . , yK は互いに独立
な確率変数で，niyi が２項分布 Bin(ni, pi), pi がベータ分布に従うとする。具体的には，

yi|pi ∼Bin(ni, pi)
pi ∼beta(min

−1
i ν, (1−min

−1
i )ν)

(8.1)

で与えられる。指数型分布族の枠組みで表現すると，

yi|pi ∼ exp
[
ni

{
yin

−1
i log

( pi
1− pi

)
+ log(1− pi)

}] (
ni

yi

)

pi|ν,mi ∼ exp
[
min

−1
i ν log

( pi
1− pi

)
+ ν log(1− pi)

] p−1
i (1− pi)

−1Γ(ν)

Γ(min
−1
i ν)Γ((1−min

−1
i )ν)

dpi

(8.2)

となる。θi = n−1
i log(pi/(1 − pi)), p

−1
i (1 − pi)

−1dpi = nidθi とし, ψ(θi) = log(1 + exp[niθi]) =

− log(1− pi) とする。このとき, 混合モデル (8.2) は

yi|pi ∼ exp
[
ni(yiθi − ψ(θi))

] (
ni

yi

)

θi|ν,mi ∼ exp
[
ν(miθi − ψ(θi))

] Γ(ν)ni

Γ(min
−1
i ν)Γ((1−min

−1
i )ν)

dθi

(8.3)
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と書き直されるので，(5.1) の枠組みに入り, Qi(·) は v0,i = 0, v1,i = ni, v2,i = −1 に対応する。
μi = ψ′(θi) = nipi だから, μi, pi のベイズ推定量は

μ̂i(yi,mi, ν) =
niyi + νmi

ni + ν
, p̂i(yi,mi, ν) =

yi + νmi/ni
ni + ν

となる。mi = ψ′(xt
iβ), ψ(θi) = log(1 + exp[niθi]) = − log(1− pi) より mi = ni exp[nix

t
iβ]/(1 +

exp[nix
t
iβ]) である。未知母数 ηt = (βt, ν) は推定方程式 (5.6) により推定される。このモデ

ルでは, Qi(mi) = nimi − m2
i , φi = (1 + ν/ni)/(ν + 1), v2,i = −1, g1i = yi − mi, g2i =

(yi −mi)
2 −mi(ni −mi)φi であり，μri = E[(yi −mi)

r], i = 2, 3, 4, は命題 5.1より

μ2i =
ν/ni + 1

ν + 1
mi(ni −mi), μ3i =

(ν/ni + 1)(ν/ni + 2)

(ν + 1)(ν + 2)
mi(ni −mi)(ni − 2mi),

μ4i =m
2
i (ni −mi)

2
[
3
(di + 1)(2di + 1)(3di + 1)

(ν + 1)(ν + 2)(ν + 3)

{
ν + 2 + 2

(ni − 2mi)
2

mi(ni −mi)

}
+

12

ni

(di + 1)(2di + 1)

(ν + 1)(ν + 2)

(ni − 2mi)
2

mi(ni −mi)
+

1

n2i

di + 1

ν + 1

{
7
(ni − 2mi)

2

mi(ni −mi)
+ 2ni(4di + 3)

}
+

2di + 3

n2i
+

1

n3i

(ni − 2mi)
2

mi(ni −mi)

]
となる。従って, (β, ν) の推定値は推定方程式 (5.6)の解として求めることができる。

以上の議論を用いて，7.1 節で議論されたベンチマーク問題を扱うことができる。詳細は省略さ
れるが，平均制約 (MC), 分散制約 (VC) のもとでの CEB が与えられ, その MSE の２次不偏推
定量が与えられる。
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����������予測に関する時系列分析の理論的な長所
と短所の解明と代替的予測法の提案

千木良 弘朗� 山本 拓�

����年 �月 ��日

概 要

死亡率の予測では、��� ��� ������ 	
���
が提案した予測法が広く使われてい
る。しかし、その予測精度については、時系列分析の理論的な観点からの検証は厳
密には行われていないようである。そこで、本稿では ����������の予測法の理論的
な性質を明らかにし、それに基づいてどのような長所と短所があるのかを導く。そし
て、短所を補えるような予測法が構築できるか検討する。

� はじめに

死亡率の将来の予測は、人口統計学の分野における大きな関心事である。死亡率の予

測法は既に数多く提案されており、������� �	

��によるとそれらは 
����������タイ

プと ����
����������タイプの 	つに大別できる。前者は時系列予測等のデータに基づ

いた統計学的な方法であり、後者は疫学、医学、ヘルスケア、環境といった知見に基づく

ものである。������� �	

��はどちらのタイプが優れているかは判断しかねるとしなが

らも、
����������タイプの方がよく使われていると述べている。


����������タイプの �つに��� ��
 ������ ����	�が提案した方法がある。����������

の予測法はアメリカの死亡率を予測するために提案されたものだが、現在では他の国で

も広く使われており、������ ��
 ������ �	

��によると死亡率予測の主流と呼べるも

のになっている。

しかし、����������予測の精度について、時系列分析の理論的な観点からの検証は厳

密には行われていないようである。そこで、本稿では ����������予測の理論的な性質を

�東北大学大学院経済学研究科
�日本大学経済学部
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明らかにする。そして、その性質から、予測の精度に関してどのような長所と短所があ

るのかを導く。そして、短所を補えるような予測法が構築できるか検討する。

本稿の構成は以下の通り。次の �節で���のモデルを導入する。�節で ����	
����予

測の理論的な性質を明らかにし、その長所と短所を整理する。続く 
節では、それまで

の議論に基づいて ����	
����予測の改善策を検討する。�節でモンテカルロ実験を行い、

����	
����予測や改善策として提案した予測の精度を調べる。�節で実際のデータを使っ

て死亡率を予測する。最後に、�節でまとめを行う。

� ����������予測の概観とモデルの設定

本節では、まず ����	
����予測を概観する。そして、����	
����予測が示す死亡率の

データの性質と実際のある死亡率のデータより、死亡率のモデルを設定する。

�	
 ����������予測の概観

�年における年齢グループ �の死亡率を ���� � � �� �� � � � � �� � � �� �� � � � � � とする。

����	
����の予測法では ��� � ������と対数値に直して予測を行う。ここで、記法の簡単

化のため、�� �

�
��
���
���

���

�
��なる ��� ��のベクトルを導入する。����	
����予測を行うには、

まず、平均 �� � �
�

�
�

��� ��からの偏差を ��� � �� � ��として

��
�����

�

�
��
����
���

���
�

�
��

なる行列を作る。そして、以下のような固有値分解を行う。

�� � �� � 	�	 �� 	 �
�

� � � � 
�

	
� � �

�
�����

�� � � � � �

� ��
���

���
� � � �

� � � � � ��

�
�����

���

ここで、�� � � � � � ��が固有値であり、
�� � � � � 
�がそれに対応する固有ベクトルであ

る。後のために、
�

� � � � 
�

	
� 	�����として	 �

�

� 	�����

	
と書き直しておく。次
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に、第 �主成分 � �����を計算し、� �����に対して単位根検定やモデルの特定化を行うこと無

く��������	�	�
のドリフト付きランダムウォークに従うと仮定してドリフト項を

�

� � �

����

���

� ������

なる第 �主成分の階差平均で推定する。ここで、後のために、これを

�

� � �

����

���

� ������ � � ��
�

� � �

����

���

���� � � ��
�

� � �

����

���

��� � � ���� �



と書き直しておく。そして、これより第 �主成分の �期先予測を

� ������ � ����� ��


として作成する。最後に、主成分を原データに戻すために主成分の予測量に ��を掛け、

引いておいた平均を足し戻して

����
��� � ����

�

����� � ����� 
 � �� � ���
�

����� ���
�

���� � �� � ���
�

����� ���
�

��


とする。これが ����������予測量である。

��� モデルの設定

����������は ��のモデルを仮定することなく ��を予測しているので、理論上何を予測

しているのかを調べることができない。そこで、ここでは ��にモデルを仮定する。

����������予測は第 �主成分をドリフト付きランダムウォークとしているが、このこと

は ��自身も�変量のドリフト付きランダムウォークであることを示唆する。���������の

方法を多変量 ���
時系列過程 ��に主成分分析を適用したものであると考えると、非定常

時系列分析の文脈でいくつか参考になる先行研究が存在する。����� ���  ��!�� ��"##
、

$���%! ��""&
、���'' ��"""
等がそれであり、���'' ��"""
では共和分関係のある多変量

���
時系列過程に主成分分析を適用すると、共和分ランクに応じて第 �主成分を初めと

するいくつかの主成分が ���
になることが示されている。こうしたことから ��のモデル

としては共和分過程が妥当であると考えられる。モデルを決めるには実際のデータを調
������� ��� 	��
 ��

��の �� �に ��� �������� ��� ������ ���� ���� ����� ����� ��� �� ��� ���� ����

������ ������� ��!�"とあるのでこれに従った。
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図 �� 日本人男性の死亡率の対数（各年齢、�歳����歳）

べる必要もあるので、����	 
��
���
� ��
������よりダウンロードした ����年�����

年における日本人男性の �歳����歳の ��を図 �にプロットした。各 ���は右下がりの線

形トレンドを持ち、概ね似たような動きをしている。この図からも共和分関係があるこ

とが示唆されるため、本稿では共和分過程をモデルとして使うことにする。

具体的には、��の階差���が次のようなモデルに従うと仮定する。

��� � ������� � ����� �� � ����	������� 
 � �� � � � � � ���

ここで、���� �
�
�

��� ���
� であって Æ をある正数として ����は ��� 
 � � Æ に対し

 �	!��"�	
であるとし、��は確定項を表し、�はそのパラメーター行列であり、�は対

称で正値定符号な分散共分散行列であるとする。���は次のように書き直せることが知ら

れている。

��� � ���� � ���� � �������� ����� � ���� �#�

ここで、� � ����、����� �
�
�

��� �
�

� �
� であり、��� � �

�
�

�������� � � �� �� � � � で

ある。Æをある正数とすると、�����は ��� 
 � � Æに対し  �	!��"�	
になる。初期値を

�詳細は参考文献を参照のこと。
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�� � �������� � ���� � �とすると、���は次のようにも書き直せる。

�� � �

��

���

��� � ���� � �������� � ���� ���

このモデルは各 ���が ��	�過程に従うことを意味し、いくつかの正則条件の下で ��� ��

の共和分行列 	が存在することと 	 �� � �となることが同値となる。確定項���につい

ては、

��� � 
� � 
�� �
�

とモデル化する。ここで、
�と 
�は各々��� 	�のパラメーターベクトルである。階差

表現の ���を使うと、

��� � ���� � 
� � 
��� � ������	� ����� � 
� � 
���

� ��� � ������	� ���� � �
� � �
��� ���	�
�

のようになるが、ここで 
���
に �次トレンドをがあると図 	からして適切ではないので

�
� � � ���

を仮定する。すると、

� � �
� � ���	�
� � �
� � 
�
�

�	��

として

��� � �� ��� � ������	� ���� � �� ������ �		�

となる。一方、
���
で表現した ���の形では、���に注意すると

�� � �

��

���

��� � 
� � 
��� � �������� � 
� � 
���

� �
�� � ���	�
� � �����
��� �

��

���

�� �������

� �
�� � ���	�
� � ���	�
���

�
��
���


��

�

�

� � �

��
���

�� �������

� � � ��� �

��
���

�� � ������� �	��
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となる。ここで、� � �������� �
�

�

���
���

�
� ��である。この ����もしくは ����が、本稿で

考えるモデルである。なお、こうした確定項のモデリングのインプリケーションは、����

の左から � �を掛けると

� ��� � � �� � � ������ � ������	� ����

となって、共和分関係が平均定常ではなくトレンド定常になるということである。こう

したモデリングは �	
��
�� ������の �� ��にある 
����モデルに沿ったものであり、

�	
��
�� ������が考えていた ���（����	� ���	� �	������	�）モデルの代わりに ���

（����	� �	���� �������）モデルを用いたと言える。���ではなく���を用いているこ

とと共和分関係に定数項だけではなくトレンド項も入れたことでかなり一般的なモデル

となっていると考えられる。

��� 予測精度の尺度

本稿は予測の精度に焦点を当てているので、ここで予測精度の尺度を導入する。予測

の精度を測るには様々な尺度があるが、本稿では標準的に用いられている ����� � �を

採用する。����� � �は、ある予測法（例えば予測法 �）により ��� ��の予測量 !��
���を

得た時に、その予測誤差 
�
��� � ���� � !��

���の �乗和の期待値

�� � ��!��
���� � ��
�

�

���

�
���� � �� ���
�

���

��

�����

として定義される。複数の予測法（例えば予測法 �と予測法 ��）の精度を比較するには、

����� � �を使って ����� � � ����	と呼ばれる比を

�� � ��!��
����

�� � ��!���
���

�

のように計算して、これが �より大きいかどうかで判断することが多い。本稿でもこの

����� � � ����	で予測の精度を比較する。

����� � � ����	を用いた精度比較では、�
����� ��" #����	�	 ��$���が次の結果を

示していることに注意されたい。

%��
���

�� � ��!�����

��� �

�� � ��!��	�
���

�
� � ��&�
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ここで、�������� はモデルの全ての係数パラメーターを既知とした時に���を最小にする

最適予測量、������
��� は ����を �� ��������

�

����� 	 ��
��を満たす任意の確率ベクトルと

して ������
��� 	 �� � ��� � ����と書ける予測量である。�
��式は、ドリフト �さえ正し

く考慮すれば、長期予測ではどのような予測量も最適予測量と同等の精度を持つことを

示す。この具体的な含意については、この後で折に触れて述べる。

� ����������予測の理論的な性質

本節では、モデル �

�もしくは �

�に����������の予測法を適用した時に理論上どの

ような予測量が作られるのかを明らかにする。そして、その結果に基づいて ����������

予測の長所と短所を整理する。

����������予測量の理論的な性質を解明するには、���式より、��と ���
�

���の挙動を

明らかにする必要があることが解る。��については、次のことが言える。

命題 ��

��
�
�� � ��

���
�
��

証明� 付録を参照のこと。

このように、��は基本的にドリフト項 �を一致推定量となっている。
�
���で割られて

いるのは ��が固有ベクトルなので � �

��� 	 
となるよう基準化されているためである。ま

た、固有ベクトルは符号は定まらないので ���が付いている。続いて ���
�

���について

は次のようになる。

命題 ��

���
�

���
��� � �
��

証明� 付録を参照のこと。

このように、��� �

���はドリフト項 �の一致推定量になっている。

これらの結果より、����������予測は漸近的には

��	
��� � ��� �	
� �
��
�ここでの ������の意味は、� を ��した時に �について述べていることに注意されたい。
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となる。ここで、���は漸近的にという意味である。

��� ������	
�	予測の長所

����式より、���	
��
��予測はドリフト項を正しく捉えていることが解る。さらに、

���	
��
��予測は漸近的には ����式における ������

���
の一種であることも示せる。よって、

���	
��
��予測は長期予測では最適予測と同等に機能する。これが時系列分析の理論上

の長所である。

他にも、推定するパラメーターの数が第 �主成分のドリフトという �つだけと非常に

少ないことも長所と言える。共和分過程の伝統的な予測法である��
予測は共和分シス

テム全体を推定する必要があるのでパラメーター数が�����と多くなり、� が小さいと

パラメーター推定の精度に問題が生じて予測精度が落ちる傾向があるのだが、���	
��
��

予測はそうした問題は無いだろう。このことは、�に対して � が十分大きくない場合が

多い死亡率のデータでは非常に重要である。さらに、��� ��� 
��
�� ������が主張して

いるように、予測の信頼区間が計算しやすいといった長所や、人口学的な観点でのいく

つかの長所もある。

��� ������	
�	予測の短所

���	
��
��予測は第 �主成分しか予測に使わないため、������ ��� ���� ������等が指

摘しているように、第 ��第�主成分の情報をロスするという問題がある。ただ、この

情報のロスがどのような形で予測精度に悪影響を及ぼすかは明らかになっていないと思

われる。本小節では、この情報のロスが�
・短期予測が大きく外れる
・非効率的なドリフト推定

という �つの短所として表れることを明らかにする。さらに、���	
��
��予測ではモデ

ルにドリフト項があるにもかかわらず、��
����を行わないで主成分分析をする。このこ

とが、予測に共和分制約が掛からないという �つ目の短所に結びつく。

�つ目の短期予測の問題を説明する。今、最も単純な予測として、��の各系列をドリフ

ト付きの単系列 �� !���"�"��モデルで予測することを考える。この単系列 �� !�予
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測は、ドリフトの推定量を��として

�������
��� � ��� � �� ����

� �� � �� ��	�

となる。��	�と ��
�を比べると、��は同じだが残りの項が異なる。��	�における �� と

いう項は��
��モデルの最適予測の理論から導かれたものであり正当性があるが、��
�

の ���� なる項は、

���� � ���
�

���� � ��

� ���
�

���� � ��� � �� � ��	����
�

�	����� � ��	����
�

�	�����

� �� � ��	����
�

�	������ � �� � ����

のように �� と異なるため正統性は無い。このため、�が小さい短期予測では �� と ����

の違いが大きく影響して ����������予測は単系列��
��予測より精度が悪くなる。た

だ、�が大きい長期予測では、�� と ���� の違いは ��に ��������されるため精度は悪化

しない�。こうした問題は、実は ��� ��� ������ ��		��の �� !!" � !!!でも指摘されて

いるのだが、彼らはそう大きな問題ではないとしていた。しかし、"節のモンテカルロ実

験や !節の実証例で示すように、この問題は予測精度をかなり悪化させる。加えて ����

にある ��� � �� �は�
�� �であるので � が大きくなるほど �� と ���� の差が大きくなって

����������予測の精度は悪化することが解る。通常、予測量は � が大きいほどパラメー

ター推定が正確にでき精度が上がるが、����������予測はそうではない。このことも、"

節のモンテカルロ実験で示される。なお、もし ����������予測が第 �主成分だけではな

く全ての主成分を使い、各主成分をドリフト付きの��
����#�#��モデルで予測してい

たら、�� � � �	に注意すると、

������� � �
�

� � �

����

���

� ������ � �� ���� � ��

� �� �
�

� � �

����

���

����� � �� ���� � ��

� ��� � ��

�����式で示したように、長期予測ではドリフト以外の情報は価値を持たないため、�� と �
��

�
の違いと

いうことも予測精度に影響しない。
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のように����������予測は単系列�	
��予測 �
��と完全に一致する。よって、乱暴な

言い方をすれば、����������予測とは最も単純なドリフト付きの単系列�	
�����
���予

測の情報量を落としただけのものとなる。

�つ目の短所である非効率的なドリフト推定については、�
��にあるように����������

予測は ���
�

���なる項でドリフト �を一致推定はしているのだが、その分散が大きくなる

ということである。具体的には、以下のようになる。

命題 ��

�
� ����

�

��� � ��
��� �

�
��� �




�
��

�
��
�

ここで、� � ��� �、�� � �������
�� �

������
�������

�� �

�����である。

証明� 付録を参照のこと。

��
�式が非効率性を表していることは、階差平均��で�を推定した時の極限分布である

�
� ��� � ��

��� � �����

と比べるとよく解る。��� ����の極限分散は階差平均��のそれに �
�
��なる半正値定符号

行列を加えたものであるので非効率的ということである。非効率性がどの程度であるか

を調べるため、増大する分散の合計である �
�
������を評価する。 �� �

�����
������� � 	���で

あることに注意すると

��� �������
�� �

������
�������

�� �

������ � ��� �� �

������
��������

となるので、ここに ���� ��!�の不等式を適用すると




�

����
���


� �



�
������ � 


�

��
���


�

を得る�。ここで、
� � � � � � 
�は�の固有値である。この不等式の持つ意味を理解する

ため例として� � "、� � �の場合を考える。この時は 
� � 
� � �となるので、階差平

均��の極限分散の合計 ����� � 
�に対し増加分は最大で ��
�
、最小で �であり、増加率は

最大で 
��� ����
��

� ��#、最小で �#である。�節のモンテカルロ実験で� � "、� � �の

ケースを行うが、いくつかのパラメーターを試してみたが増加率はせいぜい 
��#程度
������� ��� �	��	
�	� 
�����の �� ���参照。
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であった。このように、この非効率性の問題は、そう大きな問題にはならないこともあ

る。ただ、�のランクが�� �なので、�

�
������は�� �が増えると増える傾向にある。

モンテカルロ実験では� � ��、� � 	
のケースも扱うが、こちらはいくつかのパラメー

ターを試してみたところ増加率は ���
程度であった。しかし、図 �を見る限りでは �は

かなり高い（�� �は低い）と思われるので、この死亡率のデータに限って言えば非効率

性の程度はそう高くないと思われる。なお、もし第 �主成分だけではなく全ての主成分

を使い、各主成分の階差平均でドリフト項を推定すれば

�� ��� � ��

となるので非効率性の問題は生じない。

�つ目の共和分制約の問題について述べるには、共和分制約がどのようなもので予測の

精度にどう関係するかを示さなければならない。これは ���節で示すので、����������予

測と共和分制約についてはその後の ���節で議論する。

� ����������予測の改善

前節で示したように、����������予測にはいくつかの欠点がある。本節では、それら

を補う予測法を提案する。

�	
 ��
予測

����������予測の欠点を克服するため、���（������������ ���� ������ ������ �  !��

"!����）予測というものを使うことを考える。���予測は元々は#���$� ��%&��が定常時

系列過程に対して考案したものだが、�'�(��� ��) *����!�! �	��%�が共和分過程に適合

するよう拡張している。�'�(��� ��) *����!�! �	��%�の���予測は主成分を使うとい

う点では ����������予測と同じだが、データを )�����)してから主成分分析を行う点と、

第 �主成分だけではなく全ての主成分を使うという点が異なる。このため、����������予

測のように情報のロスは生じないし、共和分制約も掛かることになる。

以下、���予測を説明する。モデル ����もしくは ��	�に���予測を適用するには、
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まず ������と �������を行うために ��を定数項とトレンド項に�	
で回帰して残差

��� � �� � 
� � �
������ ����

を求める。ここで、
�は定数項の�	
推定量、
������はトレンド項の�	
推定量である。

そして、

��
�����

�

�
��
����
���

����

�
��

なる行列を作り、以下のような固有値分解を行う。

�� � �� � ����� � �
�
�� 	 	 	 ��

�
� � �

�
�����

� � 	 	 	 �

� 
�
���

���
� � � �

� 	 	 	 � 
�

�
����� ����

ここで、
� � � � � � 
�が固有値であり、��� � � � � ��がそれに対応する固有ベクトルであ

る。�の漸近的な挙動については、
�
�� 	 	 	 ����

�
� ������、

�
������ 	 	 	 ��

�
� ����

とすると、	
������

�
�� ����

����
�
�� ��

����

となることが������ ������、
���� ������、������� ���� �で示されている。ここで、��

は � ��� � �なる性質を持つ �の直交補空間を形成する �
� �
� ���の !"�� ���#行列で

あり、��と � は !"�� ���#な正方行列である。この結果は、	
��

�������� � ����

��

������ � ����
��$�

となることを意味する。これより、第 �� 第 
 � � 主成分を %&'(%��)�)�� モデルで
���

���������	
と、第
 � � * ��第
主成分を %&'(%��)�)��モデルで���

�������	
と予測

する。この予測は主成分についてのものなので、次に、固有ベクトルをこれらの予測に

掛けて主成分を原データに戻す。これで ������と �������をした原データの予測量が作

れるので、最後に、定数項とドリフト項を足し戻す。こうした手順により、(+,予測は
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具体的には

�����

��� � �� � ��������	 � �� ���
���
���

����������
�����
���

��������
����

� �� � ��������� � �� �������
���

����� 	����
� �������

�

������� �����
���

��� 	����
� �����

�

�����

� �� � ��������� �������
���

����� 	����
�����
���

��� 	����

� �� � ���� ������
�

����� 	����
� �����

��� 	����
��
�

なる形になる。ここで、 	�� � �� � 	�������である。

このように��
予測は各主成分を �つづつ予測するので推定するパラメーターの数

は
���である。これに対し、
��予測は共和分システム全体を推定するのでパラメー

ターの数は
����となり、� が十分大きくないデータに対しては
��予測より��
予

測の方がパフォーマンスが良い。こうしたことは、�節のモンテカルロ実験や �節の実証

例で具体的に示される。

��
予測が共和分制約を満たすことは次のように示せる。まず、��
�に � �を左から

掛けると

� ���	�


��� � � ��� � ���� � �������
�

����� 	����
� � ������

��� 	����

� � ������ � �� � � � � ������

��� 	����
����

となる。次に、����を使うと

��

��� 	�� � � �� ���� � �	�

� � ��� �� � � �
�������

のように��

��� 	��はトレンド項の無い ����過程となるので、���

��� 	����
は長期予測では� �� ��

になることが解る。よって、����より、

���
���

�
� ���	�


��� � � ���� �� �� � � ������ � ��
�
� �

を得る。ここで、� はある対称な ��� ��行列の �個の固有ベクトルからなる行列である

ことが ����� ������によって示されているので �� � � ��となり、一般性を失うことなく

� �� � ��と基準化できることに注意すると

���
���

�
� ���	�


��� � � �� � � ������ � ��
�
� �
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のように共和分制約を満たすことが解る。こうした議論の詳細は������� ��� 	�
�
���


�����を参照されたい�。������� ��� 	�
�
��� 
�����では、共和分制約は長期予測の

精度は改善しないが短期�中期予測の精度は改善することがモンテカルロ実験で示され

ている。

��� 修正���予測

本小節では、全小節で導入した���予測にある修正を加える。���予測では、
���

にあるように、ドリフトの推定量として �������を使う。しかし、�������は効率的な推定量

ではないので、予測の精度に悪影響を与えると考えられる。そこで、�������の代わりに効

率的な推定量である��を使うことを考える。このためには、単純に 
���の �������を��

で置き換えれば良いように見えるが、実はそうではない。���予測は 
���式のように

��
���と �������をしているので、予測をする時に �������を��で置き換えるとある種

の齟齬が生じる。具体的には、
���式で ��
���と �������をした ��を固有値分解して

主成分にし、その主成分を原データに元に戻して ��と��を足し戻した際の �� に注目す

ると、

���
�� � �� � � �������� � �� � ��� � �� � � ������� � ��� �� ��

のように �� に一致しない。この結果は、単純に 
���の �������を��で置き換えただけで

は �� が予測の出発点とならないことを意味し、予測の精度が悪化する原因となる。そこ

で、�� が予測の出発点となるよう調整した

�����	

��
 � 
� � ���� � � 
������� ���� � �� �������
���

���������

�����
���

�������


���

を修正���予測とする�。

修正���予測の作り方を整理しておく。

������ 
���式のように ��
���と �������をし、
���のように固有値分解を行う。

������ 第 ��第 � � � 主成分 ��

�������� を �� ��
	!�!
�モデルで ���

���������

と、第

�������� ��� 	�
�
��� 
�����では共和分関係に確定項は入らないという定式化を使っているので
��
��� �������

���
� �といった表現になっている。

����予測 
���は、こうした調整をしなくても �� が予測の出発点となっている。
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�� � � ��第�主成分��

������を�������	
	��モデルで���

��������
と予測する。こ

こまでは通常の��
予測と同じである。

������ ������で得た予測量に固有ベクトルを掛けて原データに戻し、ドリフト推定量

��、定数項推定量 ��、調整項 � ��	����� ����を加えた ����式を計算する。

この修正��
予測は、予測に使うドリフト推定量が効率的な��であるので��
予測

より精度が高いと期待される。

��� ������	
�	全主成分予測

石井 ��

��等では、����������予測を改善するために第 �主成分だけでなく残りの主

成分も使うことが試みられている。本小節では、こうしたことが予測精度の改善に役立

つか検討する。

今、����������予測を行う際に第 �主成分だけではなく全ての主成分を使うことを考

え、こうした予測を ����������全主成分予測よ呼ぶことにする。この時には、全ての主

成分を予測する必要があるため、各主成分がどのような過程に従うかを明らかにしなけ

ればならない。データを �������すれば、各主成分は ����式で示したように 
���と 
�
�

に分かれるが、�������しないと次の命題のようになる。

命題 � 

� �

�!�� � �
�
	�	�� ��

	�	

�

�

�
� �
�
�

��
���

�� � 	�������� � 	�"�

�
� �	��� �#
�

� �

�
���!�� � � �

�
� �
�
�

��
���

�� � "� �

�
����
������ � "� �

�
���"� � �	�
�
� � �#��

ここで、
�はある�$�%��$の ���������ベクトル、��は &'(( ���)の �������������

行列である。

証明 要求に応じて提供する。

第�主成分には 
���コンポーネントと 
�
�コンポーネントが混じっているが、
����
�
� *


���なので 
���であり、また��	�	なるドリフト項を持つことが解る。�#
�は、��� ���

������ ������を初め多くの論文がが第 �主成分をドリフト付きの������
	�	
�モデル

で予測したことをある程度正当化している。ただ、かなり複雑な +�$,-�+�.,コンポーネ
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ントを持つので、ドリフト付きの������������モデルを用いた方が良いだろう。第 	�
第�主成分も ����と ��
�が混じった ����過程だが、第 �主成分のようにドリフト項は

無い。����は、�

 ��� ����
� ����	�が第 �主成分だけを用いたことをある程度正当化

する。なぜならば、����式で示したように ����過程の長期予測にはドリフト項が決定的

に重要な役割を果たすが、第 	�第�主成分にはドリフト項が無いので無視してもあま

り問題にならないからである。とはいえ、短期�中期予測では、��	節で示したようにこ

れらの主成分を無視することは予測精度の悪化につながる。第 	�第�主成分はドリフ

トの無い ������������モデルで予測するのが良いだろう。��
�と ����からは、データ

を �
��
��しないで主成分を算出すると、全ての主成分が ����になることが解る。これ

は、���予測での �	��とは対照的である。

以上の結果より、�

�����
�全主成分予測では第�主成分をドリフト付きの������������

モデルで

� �

����� �� �

������ ��	�

と予測する。ここで、� �

���は �	�にあるように第 �主成分のドリフトの推定量であり、
�� �

������はドリフト項以外の�����と�����による部分である。��
�より、� �

���は�
�
���

の一致推定量であることが解る。���と ��	�を見比べると違いは � �

���� か �� �

������かだけ

であり、もし � � � � 
ならば �� �

������ � � �

���� となって両者は一致する。第 	�第�

主成分については、����で示したようにドリフトの無い ����過程に従うドリフトの無い

������������モデルで�	 �

����������
と予測することにする。これで主成分の予測ができ

たので、後は固有ベクトルを掛けて原データに戻し、最後に平均を足し戻せば�

�����
�

全主成分予測が作れる。具体的には、

�����
��� � ����

�

����
 � �� � �� �������� � 	�����
�	 �

����������
�  �

� ����
�

����
 � �� � �� �������� ���
�

� � � 	�����
�	 �

���������
� 	�����	

�

����� � �  �

� ����
�

����
 � �� � �� ������� � 	�����
�	 �

���������
����

となる。

この�

�����
�全主成分予測は全ての主成分を使っているので情報のロスは無くなる。

具体的には、 �で �
!
��した ��を固有値分解して主成分にし、その主成分を原データに
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元に戻して ��を足し戻した際の �� に注目すると、

������ � ��� � �� � ��

のように �� に一致する。よって、����	
����予測とは違い �� が予測の出発点になって

おり、これは 
つの長所である。また、パラメーター数が����であることも長所と言え

る。しかし、ドリフト �の推定には ���
�

���を使うため、��
�で示したように漸近的には

非効率的になる。また、次の命題に示すように ����	
����全主成分予測は共和分制約を

満たさない。

命題 ��

���
���

�
� ������

��� � � �� � � �	���
 � ��
�
�� � ����

証明� 付録を参照のこと。

なお、����式は通常の ����	
����予測に共和分制約が掛からないことも示している。

このように、����	
����予測の欠点を改善するために第 
主成分以外の主成分を使う

ことは情報のロスを補う効果はある。しかし、第 
主成分以外の主成分はドリフトの推

定には貢献しないためドリフトの推定は漸近的に非効率のままであるし、�������をせず

に主成分を計算するので共和分制約が掛からないという問題点は残る。

� モンテカルロ実験

本節では、これまで示してきた予測の精度をモンテカルロ実験で調べる。本稿は死亡

率の予測を考えているので、実験の ���にはデータが図 
に近くなるようなものを用

いる。

��� 実験のデザイン

実験に使う���は、以下のような��	モデルとする。

��� � �� ����� � �� 
�� 
� � ������ ��� ����
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ここで、�は ��� ��の ���� ���	行列であり、�は �
�によって ����のように書けるとす

る。�
��は、���表現では、

���� � ���
� � ��� ���� � ���

� ���� � ���
� ����� � � � �

� � ���� � 	���
�

�
	��

����
�

����� � �� � ���� � ��� ���� ���
� ���� � ���

� ���� � � � �

として ����や ����のように書けることが知られている�。ここで、� � �� ��	 �であり、

��は ���� � �なる性質を持つ �の直交補空間を形成する ��� ��� ���の ���� ���	行

列である。

パラメーター設定は、�
ケース � � � � 
、� � �

ケース � � � � 
�、� � ��

の �ケースを考え�、両ケース共 
 � ��� ���� ���� ���、� � �� �� � � ��� ��� ��� 
�� ��� ��と

する。実験の繰り返し回数は ����回とする。具体的なパラメーターの値は、� � 
�の

ケースは省略するが、� � 
では

� �

�
����

� ��
��

�
�� ��
��

� ��

�

�
�� � 	 �

�
�� �
� �
��

��
�� �
��

� ��
��

�
�� � �� �

�
����

���
��

��
��

�
�� � �� � ��

�
�
��

�
�


�

とした。��については、�
�を満たすために ��の空間に入るように設定している。これ

らのパラメーター設定のポイントは、

� � ��� � �������

�


�
����


��
��

��
�


�
��

のようにドリフト項が全て負になるようにしていることである��。図 �から見て、正のド

リフトは適切ではないので。� � 
�でも、ドリフトが全て負になるように注意してパラ

メーターを設定している。

��������� �	

��参照。
�ケース 
で � � 
�というのは半端な数字の感じもするが、��	節で日本人男性の死亡率のデータを実

際に分析した結果に照らしてこの値にした。ケース 
は実際のデータでの予測精度をシミュレートすると
いうモチベーションに立っている。

��
�を切りのよい数字にするのは難しいので四捨五入した値を書いている。
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比較する予測は、���予測、���予測、修正���予測、�����	
��
予測、�����	
��


全主成分予測、単系列�
���予測とする。ここで、本稿が焦点を当てている�����	
��


予測では、第 �主成分を特定化を行わずドリフト付きの�
����������として予測するの

で、����
���
には必ずドリフトの存在と ����であることが ������されることに注意が必要

である。今回の実験では、他の予測がこれに対して不利にならないように、ドリフトと

����であることを特定化を行わず ������することにする。各予測の具体的な計算法は以

下のようになる。

���予測 ���	����の最尤法でモデルを推定し、��� ��
�で予測をする。今回の実験

では理想的な予測として���予測を扱うため、��
の次数、�、確定項の形は全

て既知とする。���予測は ��� ��
���

と書き、最尤法で推定された �を ����と書く。

���予測は共和分制約を満たすことが知られている。

���予測 ドリフトがあることは既知として ����式のように ���
���し、 !�節のよう

に予測量を作る。���予測では �は未知とする。このため、各主成分に "��##����

"�

��検定を有意水準 �$で行って和分の次数を決める。ただし、����であること

を ������するため第 �主成分が ����であることは既知とする。また、全ての主成

分の�
と��の次数、確定項の形は %&��で決める。この予測量の具体的な式は

��'�で与えられる。

修正���予測 データの ���
���と主成分の予測を���予測と同様に行う。その後、

 !�節で説明したように、ドリフト項を足し戻す時に���予測で使う ���	
��の代わ

りに(�を使う。こうしたことを行う理由は、���	
��より(�の方が効率的なため、

予測精度の向上が期待されるからである。この予測量の具体的な式は ��)�で与えら

れる。

�����	
��
予測 *節で説明した通りの予測を行う。具体的には、� �で与えられる。

�����	
��
全主成分予測  !*節で説明した予測を行う。ドリフトと ����であることを

������するため、第 �主成分がドリフト付きの ����であることは既知とする。第

�主成分以降は ����として予測するが確定項の形は %&��で決める。また、全ての

主成分の�
と��の次数は %&��で決める。
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単系列�����予測 ���� � � �� �� � � � � �の各系列に、通常の �変量�����モデルを

当てはめて予測する。全系列がドリフト付きの ���	であることは既知とし、��と

��の次数は 
���で決める。単系列�����予測は 
������

���
と書く。なお、単系

列�����予測で用いられる �の推定量は��である。

なお、パラメーターの数は���予測が����	、����������予測が �であり、それ以外の

予測は全て���	である。

予測の精度を比較するには ���節で述べた ����� �
� �����を使うが、この実験では最

も ���������な単系列�����予測をベンチマークとし、単系列�����予測に対して各

予測がどの程度の精度を持つのかを調べる。具体的には、以下の �つの ����� �
� �����

を計算する。

���������	 �
�� �
��
�	 
�

���
	

�� �
��
������

���
	

������� �	 �
�� �
��
���	

���
	

�� �
��
������

���
	

�������� �	 �
�� �
��
����	

���
	

�� �
��
������

���
	

��������	 �
�� �
��
�
�

���
	

�� �
��
������

���
	

���������	 �
�� �
��
�
��

���
	

�� �
��
������

���
	

これらの ����� �
� �����が �より大きければ、単系列�����予測より精度が悪いこと

を意味し、�より小さければ単系列 �����予測より精度が良いことを意味する。ここ

で、��!	式の意味について述べる。��!	式における 
����
���
は ���	の下ではパラメーター

を既知とした���予測になり、本稿で考慮する���予測以外の予測量も全て �を正し

く考慮していることに注意すると、� が十分大きく �が概ね一致推定できていれば、長

期予測においては

���������	 � ������� �	 � �������� �	 � ��������	 � ���������	 � �

となる。� �予測や修正� �予測が共和分制約を満たすといった長所や、����������

予測が �� を出発点としないといった短所は、長期予測の精度には影響せず短期�中期予

測に影響するのである。
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��� ケース�の実験結果

����� ��� ���	
は表 �のようになった。この表から、全ての � と �で、

・���
������予測が最も悪い

・���予測が最も良い

・���予測と修正���予測が比較的良い

・���
������全主成分予測は���予測や修正���予測より良くなることはほぼ無

いが、���
������予測よりは良い

といったことが解る。

以下、各予測の精度についてコメントする。

���予測

正しい定式化で予測をしているので ��
������	�コンポーネントの予測が良く、これが

� � � � ��の予測の精度を上げていると考えられる。長期予測に重要な枠割を果たすド

リフト項についても、表 �にあるように���が小さいため、� � ��以降の精度も良い。

���予測の精度が良い理由は、他の予測には取り入れられていない共和分関係にトレン

ドがあるという情報を明示的に取り入れていることも �つの理由かもしれない。

���予測

データを �������してから主成分分析を行うことで共和分の情報を取り入れているため

��
�����	�コンポーネントの予測が上手く行き、� � � � ��の精度が良いと考えられる。

表 �では、各主成分に��	��	��
����
�検定を行った結果 ����主成分の数を何個と判定し

たかを示しているが、���予測では � � ���で正しい数（つまり �個）を ����回全て

で検知しており、これも共和分制約が適切に掛かって ��
�����	�コンポーネントの予測が

良く機能したことを裏付けている。共和分制約が短期�中期予測の精度を改善するとい

う結果は��	�	�� ���  �!�!
�
 ����"�と同じである。ただ、表 �にあるように、���

予測で使う #������は���が大きく、これが � � ��以降の精度をやや下げていると思わ
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表 �� ����� �	
 �����（ケース �）

� 
 ��

� � � � � � �� �� �� �� ��

�������
�� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

���������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

����������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

��������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

���������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

� 
 ���

� � � � � � �� �� �� �� ��

�������
�� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

���������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

����������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

��������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

���������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

� 
 ���

� � � � � � �� �� �� �� ��

�������
�� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

���������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

����������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

��������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

���������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

� 
 ���

� � � � � � �� �� �� �� ��

�������
�� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

���������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

����������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

��������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

���������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����
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れる。なお、表 �は、（今回の実験では第 �主成分を必ず ����にしていることを割り引く

必要はあるが）�����	
 ����
�の共和分検定が適切に��	�していることも表している。

修正���予測

�����
����コンポーネントの予測は ��� 予測と同じなので、��� 予測と同じ理由で

� � � � ��での精度が良い。ドリフトについては、���予測と違って��を使うが、表

�にあるように��の���は小さいため、� � ��以降でも予測の ��	��	�
���は良い。

������	
�	予測

� �節で説明したように、� � � � ��の予測がかなり悪い。ただ、表 �にあるように、!��"

�
	��	予測が使うドリフト推定量 ���
�

���の���は小さいため、�����	
 
�# $
�
����

������が示したように長期予測は上手く行き、� � ��以降では予測精度は徐々に改善さ

れる。しかし、単系列%&'�%予測より良くなることはなかった。また、!��"�
	��	予

測以外の予測は全て � が大きくなると �	
�� ��� 	
���が下がったが、!��"�
	��	予測は

逆に上がった。この理由は � �節で説明したが、� が大きいほど精度が悪化するという性

質は大きな欠点である。

������	
�	全主成分予測

( �節で説明したように共和分制約が掛からないため � � � � ��は良くないが、そう悪

いわけでもない。これは、��� �

�)�
���と ��� �

�����)����
の �部がたまたま �に近い値になって


���#���
**+に �
	��
*な共和分制約が掛かっていることを意味するかもしれない。このあ

たりはさらなる分析が必要だろう。いずれにせよ、!��"�
	��	全主成分予測は �����
����

コンポーネントの予測は共和分制約が完全には掛からないという意味で大幅に良くはな

らないが、全ての主成分を使うことで !��"�
	��	予測よりは精度が上がり、ドリフト推

定量 ���
�

���の���は小さいので、全体では可もなく不可もないといった精度になって

いると思われる。
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表 �� 各ドリフト推定量の���の合計（ケース �）

� �� ���� ������� ���
�

�
��

	
 
�
�	 ����� ����� �����

��� ���	� ���	
 ����� ���	


��� ����� ����� ����� �����


�� ����� ����� ����� �����

����� ドリフトの推定量は ��� �	のベクトルになるので、各要素の
��を計算してそれを合計
した数値を載せている。

表 	� 
��予測で判定された ����主成分の数（ケース �）

��������� 	 � �


� ���� ����� �����

��� � � ���

��� � � ���


�� � � ���

����� この表の見方は、例えば � 
 ��の時 ���	主成分の数が �と判定されたのは �����、�と
判定されたのが ������、�と判定されたのが ������ということである。第 �主成分を必ず ���	

にするので、���	主成分の数が �と判定されることはない。
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表 �� ��と ���
�

�
��の分散の比較（ケース �）

����	 � ��� 
�	 ���� � �

�
��	 � ��� �� � �

�
��	

�
�� �� �
�� �
�� �� �
��

��� �
�� ��� �
��

��� �
�� ��� �
��

��� �
�� ��� �
��

����� ��は ����個の	�から計算した 
�� ��の標本共分散行列に � を掛けたもので、 ��
 �

�
��

は ����個の ���
�

�	�から計算した 
�� ��の標本共分散行列に � を掛けたものである。

予測精度の議論は以上だが、ここで命題 �で示した ���
�

���の非効率性について考察す

る。今回の���では ����	 ��� ����、���� � �

�
��	 ��� ����であり増加率は約 �
��である。

表 �では、����	と ���� � �

�
��	を実験で得た ����個の��と ���

�

���から推定した結果を

載せている。��� 
�	、��� �� � �

�
��	共に真の値への収束は遅いようで、� � �� � ���では

��� �� � �

�
��	の方が ��� 
�	より小さくなり、命題 �とは逆に ���

�

���の方が効率的になっ

てしまっている。今回のように、�� �の値が �と小さい時はこの問題はそう大きな問題

ではないようである。

��� ケース�の実験結果

����� ��� ��� !は表 �のようになった。この表から、

・ほぼ全ての � と �で "��#$�����予測が最も悪い

・%�$予測は � ���、���ではかなり悪いものの � ����、���では最も良い

・ほぼ全ての � と �で�&%予測と修正�&%予測が比較的良い

・全ての �で、"��#$�����全主成分予測は�&%予測と修正�&%予測より概ね悪い

が、"��#$�����予測よりは良い

といったことが解る。

以下、各予測の精度についてコメントする。

���予測
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表 �� ����� �	
 �����（ケース 
）

� � ��

� � 
 � � � �� 
� �� �� ��

�������
�� ���� ���� ���� 
��
 ���� ���� ���� ���� ���� ����

���������� ���� ���
 ���� ���� ���� ���� ���
 ���� ���� ����

����������� ���� ���
 ���� ���� ���� ���� ���� ���� ���� ����

��������� 
��� ���� ���� ��
� ��
� ���� ���� ���� ���� ����

���������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

� � ���

� � 
 � � � �� 
� �� �� ��

�������
�� ���� ���� ���
 ���� ���� ���� ���� ���� ���� ����

���������� ���� ���� ���� ���� ���� ���� ���� ���� ���
 ����

����������� ���� ���� ���� ���
 ���
 ���� ���� ���� ���� ����

��������� ���� 
��� ���� ���� ���
 ��
� ���� ���
 ���� ����

���������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

� � 
��

� � 
 � � � �� 
� �� �� ��

�������
�� ���� ���� ���
 ���� ���� ���� ���� ���� ���� ����

���������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

����������� ���� ���� ���� ���� ���� ���
 ���� ���� ���� ����

��������� ���� ���� 
��� 
��
 
��� ���� ���� ��
� ��
� ����

���������� ���� ���
 ���� ���� ���� ���� ���� ���� ���� ����

� � ���

� � 
 � � � �� 
� �� �� ��

�������
�� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

���������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

����������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

��������� ���
� ���� ���� ���� ���� 
��
 
��
 ���� ���� ����

���������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����
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���予測はパラメーター数が��のオーダーで増えるので� � ��では十分な � が無い

と大幅に精度が悪化する。しかし、� が大きければ正しい定式化で予測をしているので

��	
���
�

コンポーネントの予測が非常に良くなる。これが � � � � ��の予測の精度を

上げていると考えられる。長期予測に重要な枠割を果たすドリフト項については表 �に

あるように���が大きくなってしまっているが、� � � � ��の予測が良いため � � ��

以降も大幅に予測が悪くなることはないようである。

���予測

��	
����

コンポーネントの予測が上手く行き、� � � � ��の精度が良いと考えられる。

ただ、表 �を見ると、� � ��では少なくとも � � ���は無いと正しい ����主成分の数

（つまり �個）、を検知できないことが解るので、共和分制約の掛かり方は� � �の時より

弱いと思われる。また、表 �にあるように、�������は���が大きいので、これが � � ��

以降の精度を下げていると思われる。ただ、� が小さくても���予測のように大幅に精

度が悪化することはなかった。

修正���予測

��	
����

コンポーネントの予測は���予測と同じなので、� が大きければ共和分制約

が掛かり � � � � ��での精度が良くなる。ドリフトについては、表 �にあるように��

の���は小さいため、� � ��以降の予測の ����	����
�は良い。

������	
�	予測

ケース �と同様に、単系列 !"� 予測より精度が良くなることはなかった。また、� が

大きいほど精度が悪化した。

������	
�	全主成分予測

ケース �と同様に全体では可もなく不可もないといった精度だが、� � #�では一部で

���予測や修正���予測を上回る精度になっている。これは、$��%������全主成分予

測の短所である共和分制約が掛からないということが� � #�では���予測や修正���
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表 �� 各ドリフト推定量の���の合計（ケース �）

� �� ���� ������� ���
�

�
��

	
 
��	� 
�	�� 
��	� 
����

�

 
�
�� ��
�� 
�
�� 
�

�

�

 
��	� 
�	�� 
���� 
����

	

 
�
�� 
�
�� 
�
�� 
�
�


����� ドリフトの推定量は ��� � 	
のベクトルになるので、各要素の��
を計算してそれを合
計した数値を載せている。

表 �� ���予測で判定された ����主成分の数（ケース �）

��������� �
 � � � � 	 � 
 �

	
 ��
� �
�

 

��� 
���� ����� ���� 
�
� 
 


�

 
 
 
�
� 
�
� �
�

 ����� ����� ���
 


�

 
 
 
 
 
 
 ����� �
�	� 
���

	

 
 
 
 
 
 
 �
��� ���
� 
���

����� この表の見方は �と同じである。値が �だったところは省略している。四捨五入のため合
計が 	��にならない個所がある。

予測にもほぼ当てはまり、���予測と修正���予測の優位性が崩れたためと思われる。

予測精度の議論の次に、命題 
で示した ���
�

�
��の非効率性について考察する。今回の

���では ����� ��� 

��
、����� �

�
��� ��� 
����であり増加率は約 ����である。表 �では、

�����と ����� �

�
���を実験で得た 	


個の��と ���

�

���から推定した結果を載せている。

��� ���、��� ��� �

�
���共に真の値への収束は遅いようだが、全ての � で ��� ��� �

�
���の方

が ��� ���より大きくなり、命題 
で示した非効率性が観測されている。ただ、� �!"�#$%�

を見る限りでは、予測精度に悪影響を与えるほどの非効率性ではなかったようである。

��� 実験結果のまとめ

本節の実験結果からは、全体的に修正���予測が最も精度が高く、次いで���予

測、
番目に良いのが #&&'$ ��&�全主成分予測であることが示唆される。#&&'$ ��&�予
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表 �� ��と ���
�

�
��の分散の比較（ケース �）

����	 � ��� 
�	 ���� � �

�
��	 � ��� ��� �

�
��	

�
��
 �
 ����� ����� �
 �����

�

 ����� �

 �����

�

 ����� �

 �����

�

 ����� �

 �����

����� ��は ����個の	�から計算した 
������の標本共分散行列に� を掛けたもので、 ��
 �

�
��

は ����個の ���
�

�	�から計算した 
�� � ���の標本共分散行列に � を掛けたものである。

測は単系列 �����予測より精度が悪く、今回比較した予測法の中で最も精度が悪かっ

た。���予測は、正しい特定化を既知として計算したので全体的にはパフォーマンスが

良かったが、� � �
、� � �
のようにパラメーター数に対して � が小さいと精度が大

幅に悪化した。

次節で示すように、実際の死亡率のデータでは�が大きく� が小さいので、���予測

のようにパラメーター数が多い予測法は適切ではないと思われる。���予測、修正���

予測、����� ����予測、����� ����全主成分予測は���予測に比べてパラメーター数が

少なく、本節の実験でも�が大きく � が小さい場合でも精度が大幅に悪化することはな

かったので、実際の死亡率の予測に役立つだろう。

なお、���	式で示したように、���	過程の長期予測についてはドリフトを捉えている

限りはどの予測も同程度の精度となる。今回の実験で� � �
では全ての �� !� �"� � �#$

が概ね �になっているのはこのためで、どの予測法も精度に差があるのは短期�中期予

測であることに注意が必要である。

� 実証例

本節では、これまでに提案した各予測法で実際の死亡率を予測し、外挿予測の精度を

比較する。���予測、修正���予測、����� ����予測、����� ����全主成分予測、単

系列�����予測の計算法は ���節で説明した方法と同じである。���予測については、

���の次数は �、確定項の形は ���節でのモンテカルロ実験と同じ形とするが、共和分ラ

ンク �が未知であるので�%#&#� ��

�	の共和分検定を使って求めている。

200



��� 日本のデータ

����� ���	�
�	� 
�	�����よりダウンロードした日本人の死亡率データを使って予測

を行い精度を調べる。データは、�歳����歳の各年齢の死亡率と、�歳����歳を ��の

グループにまとめた死亡率��という �種類を考える。この �種類のデータが男女別にある

のでデータは合計で �種類ある。全てのデータは ����年�����年の年次データで � � ��

である。� が小さいので、����年�����年（� � ��）のデータでモデルの推定と予測を

行い、����年�����年のデータで � � �の短期予測について外挿予測の精度を計算する。

以下、データの種類毎に分析結果を述べる。

各年齢の死亡率（男性）

図 �で示した、�歳����歳の各年齢のデータで分析を行う。全ての年齢を �つの共和分モ

デルで表すと、� � ���、� � ��となり、�が � より大きくなる。この時には���予測

は計算できないが、���予測、修正���予測、 ��!���	��予測、 ��!���	��全主成分

予測は計算できる。ただ、���予測と修正���予測を計算する際には、"��#式の $� � $�

が "���� ���#行列となるがランクが ��なので第 ��第 ��主成分までで予測をする��。ま

た、 ��!���	��全主成分予測を計算する際には、"�#式の %� � %� が "���� ���#行列となる

がランクが ��なので第 ��第 ��主成分までで予測をする��。こうした�が非常に大きい

モデルは、計算は可能ではあるがパラメータ推定の精度に問題があるかもしれないので、

より�の小さいモデルの推定も行った。具体的には、�歳���歳の� � ��のモデル、��

歳���歳の� � ��のモデル、��歳����歳の� � ��の �つのモデルである。これら

のモデルでは���予測も可能であるが、��歳����歳の� � ��のモデルでは�に比べ

て � が十分大きくないことが原因と思われる数値的な計算エラーが出たため ���予測

は行っていない。	��&� �'� ��	��は表 �のようになった。この表からは、���予測と修

正���予測がほぼ同じ精度で良く(��)していることが解る。 ��!���	��予測は �節で

のモンテカルロ実験の結果と同じく精度がかなり悪かったが、 ��!���	��全主成分予測

��
�歳は単独で �グループ、�歳 ��歳で �グループ、以降は �歳 ��歳というように �歳毎で �グルー

プとなる。最後のグループは ���歳 ����歳であり、合計 ��のグループになる。
��実際には、第 ��主成分と第 �	主成分が ��

�� 程度の非常に小さい値になり計算が困難だったので第
�
主成分までを使った。

��実際には、第 �	主成分が ��
��程度の非常に小さい値になり計算が困難だったので第 ��主成分までを

使った。

201



図 �� ��歳日本人男性の死亡率の予測値と実績値

����� �歳����歳の各年齢の死亡率の内、	�歳�
�歳を取り上げて� � 	�のモデルを推定し
た時の、	�歳の予測値と実績値である。

はそう悪くはなかった。���予測の精度は悪かったが、これは � が小さいためパラメー

ター推定の精度に問題があったためと思われる。予測値の具体的な値を示すため、上記

の分析での典型的な例として、��歳��	歳のモデルにおける ��歳の予測値と実績値を

図 
����
��にグラフ化した。この図からは、���予測、修正���予測、������
��
全

主成分予測が実績値に近い一方、���予測、������
��
予測、単系列�����予測は実

績値から外れていることが解る。なお、����主成分の数は表 	に示したように �、��個

であり�に比べてかなり小さいので、共和分ランクがかなり高いことがうかがえる。

グループ化された年齢の死亡率（男性）

�歳���	歳を ��のグループにまとめたデータで分析を行う。データのプロットは図 �の

ようになる。� � ��、� � ��なので全ての予測量は問題無く計算でき、�
��� ��� 
����

は表 ��のようになった。この結果は概ね表 	と同じであり、���予測と修正���予測

が最も精度が良かった。また、����主成分の数がかなり少ないので、共和分ランクがか

なり高いと思われる。
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表 �� ����� �	
 �����（日本、男性、各年齢）
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����� �歳����歳の各年齢の死亡率で分析している。データで 	
������
は、�個の主成分の
内、���������������検定で ����と判定された主成分の数である。
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図 �� 日本人男性の死亡率の対数（グループ化された年齢）

表 ��� ����	 
�� ���
�（日本、男性、グループ化された年齢）

� � ��、������� � �

� � � � � �

���
������ ���� ���� ���� ���� ����

���
��
��� ���� ���� ���� ���� ����

���
���
��� ���� ���� ���� ���� ����

���
����� ���� ���� ���� ���� ����

���
���� � ���� ���� ���� ���� ����

����� �歳を単独で �グループ、�歳 ��歳を �グループ、以降は 	歳 �
歳というように 	歳毎
を �グループとし、最後のグループを ��	歳���
歳とした、合計 ��のグループ化された年齢の
死亡率で分析している。
��������は、�個の主成分の内、���������������検定で ����と判定さ
れた主成分の数である。
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表 ��� ����� �	
 �����（日本、女性、各年齢）


�歳���歳（� � 
�、������� � �）
� � � 
 � �

�������
�� ���� ���� ���� ��

 ����

���������� ���� ��
� ���� ���� ����

����������� ���
 ��
� ���� ���� ���


��������� ���� ���
 ���� ���� ����

�������� � ��
� ��
� ���� ���� ����

����� �歳����歳の各年齢の死亡率の内、	�歳�
�歳を取り上げて分析している。����
����

は、�個の主成分の内、���������������検定で �
��と判定された主成分の数である。

各年齢の死亡率（女性）

男性のデータと同様に、�歳 ����歳（� � ���）、�歳 ���歳（� � 
�）、
�歳 ���

歳（� � 
�）、��歳����歳（� � ��）の �つのモデルで予測を行った。紙幅の制限の

ため、
�歳���歳のモデルだけの ����� �	
 �����を表 ��に示す。この表からは、男性

の場合と同じく、���予測、修正���予測、���!������全主成分予測の精度が良く、

�
�予測と ���!������予測の精度が悪いことが解る。他の年齢のモデルにおける �����

�	
 �����も概ね男性の場合と同じであった。男性の場合と同様に、
�歳���歳のモデ

ルにおける 
�歳の予測値と実績値を図 �に示す。この図からは、���予測、修正���

予測がかなり実績値に近く、���!������全主成分予測も概ね実績値を追っていることが

解る。一方、�
�予測、���!������予測、単系列 "#� 予測は実績値から外れている。

なお、����主成分の数は �個であり、男性の場合より少なかった。

グループ化された年齢の死亡率（女性）

����� �	
 �����は表 ��のようになった。この結果は、�
�予測がやや良いことを除い

ては、概ね表 ��と同じであり、���予測と修正���予測が最も精度が良かった。
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図 �� ��歳日本人女性の死亡率の予測値と実績値

����� �歳����歳の各年齢の死亡率の内、	�歳�
�歳を取り上げて� � 	�のモデルを推定し
た時の、	�歳の予測値と実績値である。

表 ��� ��	
� �
� �	���（日本、女性、グループ化された年齢）

� � ��、������� � �

� � � � � �

�	�������� ���� ���� ���� ���� ����

�	�������� ���� ���� ���� ���� ����

��������	
� �
�� �
�� �
�� �
�� �
��

��������� �
�� �
�� �
�� �
�� �
��

���������� �
�� �
�� �
�� �
�� �
��

����� �歳を単独で �グループ、�歳 ��歳を �グループ、以降は 	歳 �
歳というように 	歳毎
を �グループとし、最後のグループを ��	歳���
歳とした、合計 ��のグループ化された年齢の
死亡率で分析している。
��������は、�個の主成分の内、���������������検定で ����と判定さ
れた主成分の数である。
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��� スウェーデンのデータ

日本のデータでは � が小さく短期予測の評価しかできなかったので、����� ���	�
�	�


�	�����において � が最も大きいスウェーデンのデータを使い長期予測の評価を行う。

日本の場合と同様、�歳����歳の各年齢の死亡率と、�歳����歳を ��のグループにま

とめた死亡率を男女別に扱う。全てのデータは ����年�����年の年次データで � � ���

である。����年 �����年（� � ���）のデータでモデルの推定と予測を行い、����年

�����年のデータで � � ��の予測について外挿予測の精度を計算する。

以下、データの種類毎に分析結果を述べる。

各年齢の死亡率（男性）

日本の場合と同様に、�歳 ����歳（� � ���）、�歳 ���歳（� � ��）、��歳���歳

（� � ��）、��歳����歳（� � ��）の �つのモデルで予測を行った。紙幅の制限のため、

��歳���歳のモデルだけの 	���� ��� ��	��を表 ��に示す。この表からは、日本の場合

と同じく、概ね���予測と修正���予測の精度が高いことが解るが、その優位性は日

本の場合より低い。この理由としては、図 �よりうかがえるように、����年頃を境にト

レンドの傾きに構造変化が疑われること、第 �次世界大戦で死亡率が大きく上がるという

外れ値があることが考えられる��。また、����� ���	�
�	� 
�	�����で述べられている

ように、スウェーデンのデータでは ����年�� ��年のデータの質が悪いことも影響して

いるだろう。!��"#��	��予測は短期予測では精度がかなり悪いが、長期予測では他の予

測と概ね同じ程度の精度となっている。これは �節の実験結果や $��%式と ������	��	で

ある。日本と同様に ��歳���歳のモデルにおける ��歳の予測値と実績値を図 �に示し

たが、短期�中期ではやはり!��"#��	��予測が大きく外れる。なお、�歳����歳と �歳

���歳の 	���� ��� ��	��も概ね表 ��と同じであったが、��歳����歳においては���

予測と修正���予測のパフォーマンスが悪く、!��"#��	��予測を下回ることもあった。

グループ化された年齢の死亡率（男性）

�歳����歳を ��のグループにまとめたデータで分析を行う。紙幅の制限上 	���� ���

��本稿の予測法はいずれもトレンドに構造変化が無いことが前提となっている。また、今回の分析では
第 �次世界大戦時のデータに何も処置をせずそのまま使っている。
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図 �� スウェーデン人男性の死亡率の対数（各年齢、�歳����歳）

表 ��� ��	
� �
� �	���（スウェーデン、男性、各年齢）

��歳���歳（� � ��、������� � �）
� � � � � � �� �� �� �� ��

�	�������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

�	�������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

�	��������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

�	������� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

�	������ � ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

����� �歳����歳の各年齢の死亡率の内、	�歳�
�歳を取り上げて分析している。����
����

は、�個の主成分の内、���������������検定で �
��と判定された主成分の数である。
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図 �� ��歳スウェーデン人男性の死亡率の予測値と実績値

����� �歳����歳の各年齢の死亡率の内、	�歳�
�歳を取り上げて� � 	�のモデルを推定し
た時の、	�歳の予測値と実績値である。

����	の表は省略するが、全体的には表 
�と概ね同じだった。

各年齢の死亡率（女性）

�歳�

�歳（� � 

�）、�歳��
歳（� � ��）、��歳��
歳（� � ��）、��歳�
�


歳（� � ��）の �つのモデルで予測を行った。紙幅の制限のため、��歳 ��
歳のモデ

ルだけの ����� ��� ����	を表 
�に示す。この表からは、���予測、���予測、修正

���予測、����������全主成分予測の精度が良く、����������予測の精度が悪いことが

解る。スウェーデンのデータは � が大きいため、���予測が良く�	��する場合もある

と思われる。日本と同様に ��歳��
歳のモデルにおける ��歳の予測値と実績値を図 �

に示したが、短期�中期ではやはり����������予測が大きく外れる。なお、�歳�

�歳

と �歳��
歳の ����� ��� ����	も概ね表 
�と同じであったが、��歳�
�
歳において

は���予測と修正���予測より ����������予測の方が精度が高かった。男性の場合

と同様に、��歳��
歳のモデルにおける ��歳の予測値と実績値を図 �に示す。この図か

らは、����������予測が実績値から外れているが、それ以外の予測は概ね実績値を追っ

ていることが解る。���予測もやや実績値から外れているが、これはドリフトの推定に
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表 ��� ����� 	
� ����
（スウェーデン、女性、各年齢）

��歳���歳（� � ��、������� � �）
� � � � � � �� �� �� �� ��

����
����� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

����
�	��� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

����
��	��� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

����
���� ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

����
��� � ���� ���� ���� ���� ���� ���� ���� ���� ���� ����

����� �歳����歳の各年齢の死亡率の内、	�歳�
�歳を取り上げて分析している。����
����

は、�個の主成分の内、���������������検定で �
��と判定された主成分の数である。

トレンドへ回帰した!�
推定量を使っているためかもしれない。

グループ化された年齢の死亡率（女性）

�歳����歳を ��のグループにまとめたデータで分析を行う。紙幅の制限上 ����� 	
�

����
の表は省略するが、全体的には表 ��と概ね同じだった。

��� 実証例のまとめ

本節の実証結果では、全体的に	��予測と修正	��予測の精度がかなり高く、次い

で良いのが ���"������全主成分予測であった。���予測は、� の大きいスウェーデンの

データで精度が高くなる場合もあったが、全体的には単系列 #$	 予測より精度が低

かった。これは、���予測では推定するパラメーターの数が多いにもかかわらず � が十

分大きくなかったためと考えられる。���"������予測は概ね単系列 #$	 予測より精

度が悪く、今回比較した予測法の中で最も精度が悪かった。ただ、���"������予測の精

度が悪いのは概ね � � ��程度までで、� � ��以上では他の予測とほぼ同じ精度だった。

こうした結果は �節の結果と �
%&�&��%�である。

日本のデータでは � が小さいにもかかわらず	��予測と修正	��予測の精度がか

なり高かった。これは日本のデータの標本期間が ����年�����年という安定した時期で

あったためと考えられ、� が小さくても構造が安定した時期のデータならば	��予測

210



図 �� ��歳スウェーデン人女性の死亡率の予測値と実績値

����� �歳����歳の各年齢の死亡率の内、	�歳�
�歳を取り上げて� � 	�のモデルを推定し
た時の、	�歳の予測値と実績値である。

と修正���予測は有用であることを示唆している。一方、スウェーデンのデータでは �

は大きいが���予測と修正���予測の他の予測に対する優位性は日本ほどではなかっ

た。これは、��	�年�
���年という長い標本期間の内にトレンドに構造変化が疑われる

ことや ��世紀���世紀の古いデータの質が悪いことが影響していると思われる。第 �次

世界大戦による死亡率の大幅な上昇をどう扱うかも難しい問題である。

� まとめ

本稿では、死亡率の対数値にを共和分過程としてモデル化し、
���������予測につい

て時系列分析の理論上の性質を調べた。その結果、
���������予測は ����過程の長期予

測に大きな役割を果たすドリフト項を捉えるという長所を持つものの、情報のロスが大

きく共和分制約が課せられずドリフトの推定も非効率的になるといった短所があること

が解った。さらに、情報のロスは � と共に大きくなり、
���������予測は � が大きいほ

ど予測精度が悪化することが示された。そして、こうした短所を補うため、���予測、

修正���予測、
���������全主成分予測を提案した。

モンテカルロ実験や日本とスウェーデンのデータを使った実証例では、全体的には修
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正���予測が最も精度が高いことが確かめられた。���予測も概ね良く機能するが、

ドリフト推定量が非効率的なため精度が落ちる場合もあった。������	
�	全主成分予測

の精度は低くはなく、修正���予測と同等に機能する場合もあったが、全体としては

���予測や修正���予測に劣った。これは、ドリフト推定量の非効率性や共和分制約

が掛からないといった問題があるためだと思われる。������	
�	予測は本稿で比較の対

象とした予測法の中では最も精度が悪く、特に短期�中期予測では大幅に精度が悪化し

た。ただ、長期予測では他の予測法と概ね同程度の精度だった。なお、本稿では共和分

過程の伝統的な予測法である ���予測の精度も調べたが、� が�より十分大きい時に

は精度が高いものの、� が小さいと精度が極端に悪化するという欠点が明らかになった。

死亡率のデータは�に比べて � が十分大きくないことが多いので、���予測は薦めら

れないだろう。

最後に、������	
�	予測は短期�中期予測では理論的に単系列�
���予測にさえ劣

ることを注意しておく。このことはモンテカルロ実験と実証例のほぼ全ての場合でも確

かめられた。������	
�	予測を改善するためには���予測や修正���予測を用いるの

が �つの理想的な選択だが、それが難しい場合には標準的な単系列�
���予測を用い

るだけでも一定の改善になる。
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付録 命題の証明

命題 �の証明

����式を

�� � ��� �� � ���

と書き直す。ここで、�� � �
��

��� ��、��� � ������� である。すると、�� � �
�

��

��� ��、

��� � �
�

��

��� �
�
� として

��
�����

�

�
��

�� � ��� � ���� � �� �
�

��

��� ��
��� � ����

			

��	 � ��� � ���� � �� �
�

��

��� ��
��� � ����

�
�� �

�
��

�� � ��� � ���� � �� ���
�
�

��� � ����

			

��	 � ��� � ���� � �� ���
�
�

��� � ����

�
��

�
��

と書ける。これより、

�� � �� � ���
�
�

�

�
	 �	 � ��� �

�

�
	 �	 � ����	 � ��

	
� 
��	

��

となるので、両辺を 	 �で割って 	 ��とすると

�� � �� �	 � ��� �

��
��� � 
�

を得る。行列 
� は最大の固有値が �
��
���でその他の固有値は �となるので、���式の ��に

ついて

���	
� ��� �

��
��� � ���

となることが解る。����
� � �
�は


� �
� � ��� �
�

を満たすベクトルなので、 �
� � � ��
���
となる。

命題 �の証明

����式と��
��� �より、スラツキーの定理を使って


�

�
���

��� � ��
���

�
� ��

���

	�
� � �
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となる。

命題 �の証明

この証明のために、次の補題を用いる。

補題 ��

�� � ��� ��
�

�
�� � �������

�
������ �

�� �
�����

�� � �� �������

��� �
�� �
�����

�� � �� ���

�
�� �
��� ����

証明� この表現は 	
��� �
����の �� 
��にある ��
���式と本質的に同じである。	
���

�
����には ��
���式の導出が詳述されているのでそれを参照されたい。

ここで、後のために、������ �
�� �
�����

�� � �� ������� � ��、 �� �
�����

�� � �� ��� � ��と書いてお

く。����式を使うと、さらに次の補題が導ける。

補題 ��

�
� ����

�
��� � 	� � 	��� �������

�
�����

��� �
�������

�
�� �
��� � ���

�
�

�
� �
� ����

証明� ����式の両辺に
�
� を掛けると

�
� ��� � ��� ��

�
���� �

�������

�
�����

��� �
�������

�
�� �
���

となり、����
� ��� �

��
	�	、 �� �

�����
�� � �� ���������

� ��� �、�������は � � �とするとある
正規分布に収束する��ことから、この式の右辺は���
�となることが解る。この式を

�� � ��� ��
�
��� � ����� �������

�
�����

��� �
�������

�
�� �
���

� ��� ��
�
��� � �� ����

と書き直す。ここで、�� � ����� ������� ��
�����

�� �
�������

�
�� �
��� � ����

�����である。

����式より
�
� ����

�
����	� �

�
�

��
�	����

�

�	�	��
		� �

�	����

�	�	�
	��� �

�	����

�	�	�
��	� � �����

�
�	� �
��� 	

�

となり、���	 � �と ����� � ����
���に注意して項を整理すると

�
� ����

�
��� � 	� �

�
�

��
�	����

�

	�	
	� �	�����

�

�
� ���

�
��


� � 	

�

�
�
� � �� �

����
�	�

�
� �	�����

� � ���
�
�

�
� �
� �

�
�	 ����

��このことはすぐ後に示す。
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を得る。ここで、����式より

� �

�
�� �

������
�

������
����

�������

�����
���� ������ �

������
�

�����
�����

��� � � �� �
����

� �����
���

となるが、��は固有ベクトルなので � �
��� � 	であることに注意すると

� �� �
����

� � 	� ����
��� �
	�

と書ける。�
	�を �
��に代入して項を整理すると

�
� ����

�
��� � �� �

�
� �������

� � ���
�
�

�
� ���

となり、ここに�� � ����� ������� �������
�� �

�������
�

�� �
���を代入すれば ��
�を得る。

��
�式において � ��とすれば求める結果が得られるが、��
�式の内、�������の収束

先は �������ではないので以下の補題で与えておく。

補題 ��

������� ��� �� ��� �� �
������

�	 �
��

ここで、� � 
����、����は�の��������分解、 �	 �
� �

�
�
�
� ����

� �

�
� �
��


�
��、� ���

は�次元標準ブラウン運動である。

証明� ����式を使うと

�� ������� �

�
��
���

������� � ����
������� � ��� ������� � ���� �������

   

���
������� � ����

������� � ��� ������� � ���� �������
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��
�� ��� � ���

��� � ����
��� � �� ���

���
�
� ��� ��� � ���� ���

   

�� ���� � ���
��� � ����

��� � �� ���
���
�
� ��� ��� � ���� ���

	

�

と書けるので、

�� �
�����

�� � �� ��� � �� ��� �� �
�����

��
�	�

��� � ���� � ����
����

となる。よって、汎関数中心極限定理より

�� �
�����

�� � �� �����
��� ��� �� ��� �� �

������


 �

�

�

�
� ����


 �

�
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�
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を得る。

����式を使って ����式で � ��とすると以下のようになる。

�
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 �� � ��� ��
�

�

�

� ��

ここで、
� � � �	� � ���	 
��である。そして、簡単だが �������な計算で �� � �
�
�	 �

���

�
�

であることと��
� ��	 
�� � �
��

�であることが求まるので、

� ��� ��� �
�
	� �������
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�
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�
�������

�� �

�����

� �������
�� �

����� �

�

となり、求める結果を得る。

命題 �の証明

����に左から � �を掛け、一般性を失うことなく � �� � 
� と基準化できることに注意す

ると

� ������
��� � � ���� � �� � � ����� ������ � � ����� �

���������

� � ������ � �� � ��� �

����� � 	�� �

���������

を得るが、�� �

�����と�� �

���������
は������
	
	��での予測なので ���としても定数

に収束することはない。よって、��� �

����� � 	�� �

���������
�� � ��であり、求める結果を

得る。
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